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摘要: 监控场景下的行人检测相比其他场景，具有人流量大，遮挡程度高的特点。针对该场景，本

文提出基于 ＲPN 深度网络的端到端检测方案。一方面改进了 ＲPN 深度网络，结合自行设计的深度

卷积网络，获得了针对行人检测的深度网络。另一方面通过引入头肩模型进一步提高了针对该场

景行人检测的检测性能，同时提升了检测实时性，最终实现了端到端检测。实验表明，本文方法有

效提升了监控场景行人检测的检测性能和实时性，降低了检测漏检率。
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Abstract: Compared to other scenes，pedestrian detection in monitoring scenes gets larger flow of people
and higher degree of occlusion． This paper presents an end － to － end detection scheme based on region
proposal network ( ＲPN) ． On the one hand，we improved ＲPN by combining with a deep convolution net-
work designed by ourselves to obtain a new deep neural network for pedestrian detection． On the other
hand，we introduced head － shoulders model to improved detection performance for pedestrian detection at
monitoring scenes，which improves the detection speed． Eventually，we achieved end － to － end detec-
tion． The experimental results show that the method effectively improved the detection performance by re-
ducing the missing rate and speeding up the detection．
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0 引言

行人检测作为目标识别领域的一个重要分支，

成为近几年的一大研究热点。行人检测技术是行人

跟踪、行为分析、步态分析、行人身份识别等研究的

基础和保障，在诸如辅助驾驶、智能监控、高级人机

接口等领域中拥有广泛的应用前景［1，3］。
行人兼具刚柔特性，尺度、姿态、视角、光照、部分

遮挡等都是检测结果的影响因素。尽管目前已有诸

多行人检测的研究成果，但很多问题仍有待进一步研

究解决，尤其是检测的实时性与对部分遮挡环境的鲁

棒性。监控场景中进行行人检测是该领域内的主要

应用之一，而监控场景中，行人流量较大，部分遮挡程

度高，且对检测具有实时性要求，这使得构建面向监

控系统的行人检测器依旧存在很大挑战［5］。
本文旨在针对监控场景，提升行人检测的性能

和实时性。本文通过引入并改进 ＲPN 深度网络，以

及采用头肩模型，实现了该场景下实时的、高性能的

端到端行人检测。本文主要贡献是针对监控场景行

人检测问题: ①引入和改进了 ＲPN 深度网络，并结

合自己的卷积网络提高了行人检测的质量与实时

性，实现了端到端的检测。②引入“头肩”模型处理

该场景中部分遮挡严重的问题，提升了检测性能，同

时进一步提高了检测速度。

2 相关研究

领域内针对行人检测的研究已有大量成果。Ｒ
Benenson 等［7］对近十年的行人检测进行了综述。S
Zhang 等［8］比较了近年来行人检测领域 state of art
方法的性能。

HOG［12］，LBP［13］，Harr － like［15］，DPM［16］ ( De-
formable Parts Model) 等传统方法采用人工设计的特

征进行行人检测，之后这些特征被整合到变形模型

和遮挡模型中，例如 X. Wang 等［14］采用遮挡模型排

除行人被遮挡的部分。然而这些方法均受限于较低

水平的人工设计的特征。
2012 年以来，卷积神经网络( Convolutional neural

networks，CNNs) ［17］被用于目标检测并引入行人检测，

展现出强大性能。相较于传统方法，文献［6，9 －11］等

文章采用 CNNs 提取行人特征，脱离了人工设计特征

的束缚，取得了更好的检测结果。JointDeep［9］将行

人的遮挡模型和形变模型加入到卷积网络中进行联

合训练。DeepParts［22］模型通过构建 part pool 来处

理遮挡，提高检测性能。然而由于网络结构复杂和

计算量大，这些方法都具有较差的实时性。
Ｒ － CNN( Ｒegion of CNN) 网络［18］在 CNNs 基础

上提出 selective search 的区域生成 ( region propos-
als) 方法来在被测图片中提取候选框。SPP － net［19］

与 Fast － ＲCNN［20］ 分 别 引 入 SPP ( spatial pyramid
pooling) 层和 ＲOI ( region of interest) pooling 层来提

高检测 效 率。近 来 由 Girshick Ｒ 等 改 良 的 Faster
Ｒ － CNN网络［20］引入 ＲPN( Ｒegion Proposal Network)

网络来提取候选框，将 ＲPN 获取到的 proposal 直接

连到 ＲOI pooling 层，使得检测实时性和准确率得到

大幅提升。
本文吸取 Faster Ｒ － CNN 框架中 ＲPN 网络的优

势直接使用卷积网络产生候选窗，同时针对监控场

景行人检测问题，设计和使用了更接近行人体征的

候选窗锚点( anchors) ，产生的锚点映射到检测输入

图像形成接近行人体征的候选窗，使得网络的检测

性能和实时性得到提升。
对于监控场景的行人检测，本文通过分析该场

景下的行人遮挡特征，认为对头肩部位的检测是该

场景下解决遮挡问题的关键，故采用“头肩”模型代

替“全身”模型进行检测，不仅提升了检测质量，还

提升了检测速度。

3 本文工作

3. 1 网络结构

VGG16［23］又称为 Oxford Net，是牛津大学 An-
drew Zisserman 教授等开发的卷积神经网络，在 2014
年的 ILSVＲC localization and classification 两个问题

上分别取得了第一名和第二名。VGG16 主要用于

大型多类别的图像识别项目，本文行人检测问题与

之比较，具有检测类别单一，任务规模较小的特点。
因此，针对本文研究问题，本文删减了 VGG16 的一

些冗余层，进而设计形成了自己的卷积网络，进一步

提升了网络的速度。另外本文针对行人检测问题改

进了 ＲPN 网络，通过设计针对行人检测的候选窗锚

点来提 升 网 络 性 能。改 进 后 的 网 络 结 构 可 分 为

Deep ConvNet，ＲPN，Classifier 三 部 分，其 中，Deep
ConvNet 被 ＲPN 与 Ｒ － CNN 网络共享使用，如图 1。
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图 1 本文深度网络结构图，可分为 Deep ConvNet、ＲPN、Classifier 三部分

( 1) 第一部分为卷积部分，包含了 5 个卷积组合

以及 4 次 Max pooling 操作。其中所有卷积操作的

卷积核均为 3 × 3，步长为 1，每次卷积操作后使用

Ｒelu 函数进行激活。该部分最终输出输入对象的

512 个特征图谱。
( 2) 第二部分是用于输出候选窗的 ＲPN 网络，

该网络实现了使用卷积神经网络直接产生候选窗

口，即以第一部分输出的特征图作为输入，直接在特

征图上提取窗口，再对应到原图。首先，使用 3 × 3
的卷积核与第一部分输出的 512 个特征图进行卷

积，其中，由 3 × 3 卷积核中心对应产生候选窗锚点，

并映射到输入图像。
本文创新地结合行人检测问题，设计和使用了

性能更好的候选窗锚点。针对行人检测问题，由于

人体( 以及头肩区域) 多呈现为近似竖直矩形形状，

故本文提出由卷积核的中心对应输入图像，预测 3
种“类竖直矩形”长宽比的行人候选窗锚点( 1 ∶ 1，

1∶ 1. 5，1∶ 2) ，如图 2 ( a) 。预测尺度也为三种( 128，

256，512) ，因此共生成Kanchor = 3 × 3 个候选窗。那么

总的生成候选窗个数为:

Nanchor = WConv5 × HConv5 × Kanchor ( 1)

其中WConv5和HConv5 分别为第一部分输出的特征

图的宽度和长度。
rpn_cls_score 层和 rpn_bbox_pred 层为全连接

卷积层，对于每个候选窗，rpn_cls_score 层输出其判

别为目标和背景的概率得分Pi ( 0 or 1) ，对于每次产

生的Kanchor个 anchor，共输出2Kanchor个分数值。其中，

与任意 ground － truth 样本的 IoU( Intersection － over －
union) 值大于 0. 7 的( 均不大于 0. 7 时，取 IoU 最大

值样本) 视为正样本，与所有 ground － truth 样本的

IoU 小于 0. 3 的为负样本，其余样本丢弃。rpn_bbox_
pred 层用于窗口回归确定目标位置，包含目标位置的

4 个坐标元素 ti ( txi，tyi，twi，thi ) 。对于每次产生的

Kanchor 个 anchor，共 输 出 4Kanchor 个 位 置 信 息，如 图

2( b) 。该部分最终根据候选窗的得分高低，选取前

300 个候选窗作为第三部分的输入。
该部分的损失函数包含分类误差和目标样本的

窗口位置偏差，其定义如下:

L p{ }
i t{ }( )

i = 1
Ncls
∑

i
( pi，p

*
i ) + 1

Nreg
∑

i
p*i Lreg( ti，t

*
i )

( 2)

i 表示第 i 个候选窗，当 anchor 是正样本时p*i =
1，负样本则为 0。t*i 表示 ground － true box 相对于

anchor box 的偏移，学习目标即是让前者接近后者

的值。
( 3) 第三部分为 ＲoI pooling 操作和分类器。ＲoI

pooling 用于计算目标窗口得分，通过设定阈值，最终

将 ＲOIs( region of interest) 分成目标或背景。分类器

中包含了两个全连接层和随机失活操作，最终返回

检测结果。
该网络可实现端到端检测，在训练和检测时，无

需对原始输入图像做任何预处理，而是将 resize 工

作放在卷积特征提取后，这样避免了 crop /wrap 等预

处理使原始图像失真，丢失图像信息的问题。
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图 2 ( a) 针对行人检测问题设计的三种长宽比、三种尺度的候选窗; ( b) ＲPN 网络中，对特征图进行 3 × 3 卷积，送往分类

层和回归层后，对于每次产生的Kanchor个 anchors，得到 2 Kanchor个类别得分和 4 Kanchor个位置元素

3. 2 “头肩”模型

现实监控场景中的行人流量较大，致使行人存

在大量的部分遮挡，因此只有对部分遮挡具有高鲁

棒性的检测器才能满足该场景的检测需要。如图

3( a) 中部分行人的躯干部位、腿部由于外部环境、自
身姿态和衣物等因素被遮挡，而头肩部位的可见性则

是极高的。根据 Chen Q［23］对行人数据集SED － PD

的统计分析，在监控场景中，行人腿部的可见率是

27%，躯干部位的可见率是 63%，而头肩部位的可

见率可以达到 98%。同时，头肩部位的歧视性强，

相比全身部位，能极大地减少衣物、行李箱包、身体

形变等带来的检测误差。
因此将行人检测的全身检测转化成头肩部位的检

测，对于解决该场景中的严重遮挡问题是十分适用的，

以图 3( a) 为例，本文的头肩部位正样本见图 3( b)。

图 3 ( a) 监控场景中，行人的腿部、躯干部位由于外部环境、自身姿态和衣物等因素被遮挡，而头

肩部位的可见性则是极高的，且具有很强歧视性; ( b) 本文标注的头肩部位正样本

4 实验

实验所采用的硬件设备，CPU 为 Intel( Ｒ) Xeon
( Ｒ) CPU E5 － 2620 v3 @ 2. 40GHz，GPU 为 12G 的
TITAN X ( Pascal) 。整个深度模型基于 Caffe 框架

和工具包实现。本实验用以证实本文针对监控场景

行人检测问题，引入并改进 ＲPN 网络以及引入“头

肩”模型后，在检测性能和效率上均有所提升。

4. 1 改进的网络

为证实改进后网络的有效性，实验首先使用具

有代表性的 VOC2007［25］数据集作为训练集，并将训

练得到的模型投入 INＲIA Person dataset［26］行人数据

集的检测集进行检测。训练时，采用在 ImageNet 数

据集上预训练得到的模型进行权重的初始化，学习

率为 0. 001，momentum 设置为 0. 9，weight decay 为

0. 0005，共进行 40 K 次迭代。
模型训练得到的 train_loss /auc － iteatation 分析

图如图 4，其中 train_loss － iteatation 表示模型损失随

训练次数产生的变化，auc － iteatation 表示模型准确

率随训练次数产生的变化，网络的平均训练速度为

0. 352 s / iter。该网络所得训练模型在 INＲIA Person
dataset 上检测，达到 74. 02% 的检测准确率，平均检
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测速度为每幅图 0. 109 s，即约 9. 17 帧。相比 Faster
Ｒ － CNN 网络使用 VOC2007 + VOC2012 作为训练集

训练，VOC2007 测试集测试所得的 73. 2% 的平均准

确率，以及平均 5 帧 /秒的目标检测速度，本网络在

准确率和检测速度上均有提高。

图 4

4. 2 “头肩”模型的运用

由于国内外目前并没有公开可获取的大型监控

场景行人数据集，本文为研究“头肩”模型对于监控

场景行人检测的意义，以 INＲIA Person dataset 行人

数据集为基础进行实验。
4. 2. 1 递进式样本训练

本文在训练头肩模型时，对头肩样本进行了人

工标注，之后使用深度方法扩大了样本量，并对样本

进行了数据增强操作。

( 1) 首先，从 INＲIA Person dataset 数据集中挑

选 200 张图片进行手工的行人头肩框标注，共获得

457 个头肩框正样本。
( 2) 将该批头肩样本投入网络进行训练，得到原

始的头肩深度模型。使用该原始模型在 INＲIA Person
dataset 数据集中每个行人的全身框范围内进行检测，

进而得到了在 INＲIA Person dataset 数据集中所有行

人的头肩框样本，共获得 1826 个头肩样本。
( 3) 训练前，为进一步扩大样本量，对所有头肩

正样本进行数据增强操作，通过横向翻转、小角度随

机旋转、随机伸缩等操作增加样本量，之后送入网络

进行训练。
网络训练时的参数配置同 4. 1，训练结束后获

得头肩深度模型，用于头肩模型检测实验。
4. 2. 2 头肩模型检测

待检测图片在检测前无需进行任何预处理，直

接送入网络进行检测。图 5( a) 展示了以图 3 ( a) 为

例模型在检测时部分层的特征输出。
由于头肩部位的检测相比全身检测，计算量进

一步减少，因此网络的检测速度得到进一步提高，平

均检测速度为每幅图 0. 093 s，即约 10. 75 帧。同条

件下与全身检测相比，头肩模型有效排除了躯干、腿
部等等由于环境、姿态、遮挡等造成的噪声干扰，最

终有效降低了漏检率，能够检测到绝大部分行人，实

景案例如图 5( b) ，在处理监控场景中的行人部分遮

挡问题中展现出更优异的性能。

图 5 ( a) 以图 1( a) 为例，模型在检测时部分层的特征输出。从左至右依次为 conv5_2_relu5_2 输出( 节选) ，rpn_cls_score
输出，rpn_bbox_pred 输出，rpn_output( 节选) ; ( b) “全身”模型与“头肩”模型在实景( 来源于网络) 检测中的结果对比



214 中国体视学与图像分析 2017 年 第 22 卷 第 2 期

4. 3 实验结论

上述实验表明，本文改进后的网络结构，配合

“头肩”模型的使用，对于提升监控场景下行人检测

的性能和实时性有积极意义。
( 1) 准确率的提升与漏检率的下降，一方面源

于本文针对监控场景行人检测问题，对 ＲPN 网络进

行的改进，采用了 1∶ 1，1∶ 1. 5，1∶ 2 三种更接近行人

模型的候选窗长宽比; 另一方面源于“头肩”模型在

该场景中处理部分遮挡时，展现出更加优异的性能。
( 2) 检测实时性的提升，一方面得益于相比如

VGG16 的其他深度网络模型，本文采用了去除冗余

卷积层后的卷积网络以及改进的 ＲPN 网络，提升了

速度; 同时也得益于“头肩”模型代替“全身”模型来

进行检测，降低了检测的计算量。

5 总结

本文针对监控场景的行人检测问题，采用自行

设计的卷积网络以及改进的 ＲPN 网络，同时引入

“头肩”模型解决监控场景中的部分遮挡问题，有效

提升了该场景下行人检测的性能和实时性，并实现

了端到端检测，使得监控场景的行人检测可以高质

量实时地进行。
本文研究工作可能存在的问题是，尽管头肩模

型在监控场景中代替人体模型使得检测性能得到提

升，但头肩部位本身包含的特征没有全身所包含的

特征丰富。因此下一步将进一步挖掘监控场景中行

人的有效特征部位，进行联合检测。
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