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摘要  概率近似正确（PAC）是研究“可学习”的理论框架。近年来，研究人员融合贝叶斯方法与不依赖分

布的 PAC 性能度量提出了所谓的 PAC-Bayesian 学习理论。该理论因其对于任意概念空间任意测度的先验均

能给出泛化误差界而在人工智能的不同领域得到广泛应用。本文介绍了 PAC-Bayesian 学习理论的由来并分

析了其核心思想，进而结合大数据的特点，论述了 PAC-Bayesian 适合于大数据相关算法的理论分析。 
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Abstract  The theory of Probably Approximately Correct (PAC) is a framework for the study of learnable. In 

recent years, researchers combined Bayesian method with distribution-free PAC guarantees and proposed so-called 

PAC-Bayesian learning theory. This theory has been widely used in different fields of Artificial Intelligence for the 

given generalization error bounds can apply to an arbitrary prior measure on an arbitrary concept space. This paper 

introduces the derivation of PAC-Bayesian learning theory and analyzes its core ideas. Further, considering the 

characteristics of big data, this paper discusses why PAC-Bayesian is useful for theoretical analysis of the related 

algorithms for big data. 
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1 引言 

随着产业技术的飞速发展，大数据覆盖行业越来越广，人们逐渐认识到海量数据中蕴涵

巨额经济价值与社会效益。如何有效地分析数据结构，建立数据之间的联系和挖掘数据的内

在价值是当前人工智能领域的研究热点。机器学习是人工智能的核心研究方法，然而大数据

的产生呈现价值稀疏、规模巨大、高维异构、实时非确定、关系复杂等特点，使得传统的机

器学习方法无法直接用于大数据处理与分析。目前已有诸多经典的机器学习方法经过优化与

调整应用于大数据，同时也有很多新的针对大数据的思路和方法提出，然而，对大数据的分

析与处理仍然处在探索阶段，至今未有统一的适合于大数据的理论框架与系统应用。 

按照计算学习理论(computational learning theory)
[1]的观点，概念的可学习性是利用机器

学习方法挖掘数据内在价值首先要考虑的。对于海量数据下的问题，通过在理论上对其是否

可学习做出判断，可以显著降低分析与处理的代价。然而，传统意义的可学习理论（PAC 

learnable）在大数据学习中存在着很多局限性，自提出以来经诸多学者进行了发展与推广，

其中效果最好、应用最广并且在当今仍有后续研究的便是 PAC-Bayesian 学习理论。该理论

将可学习理论与贝叶斯学习高度结合，为很多算法给出了泛化误差界，一方面指导已有算法

性能的改进，另一方面也促使学者设计很多新的算法。PAC-Bayesian 学习理论给出的界不

依赖样本分布以及先验的正确性，同时给出足够紧（甚至是最紧）的泛化误差界，因此在理

论与应用层面均具有很大的研究价值。 

汤莉等人在文献[2]中从介绍 PAC-Bayesian 边界在 SVM 中的应用出发，详细而全面地

介绍了 PAC-Bayesian 边界在各类机器学习算法中的应用并指出该理论未来的研究方向，但

是并未介绍 PAC-Bayesian 定理最基本的形式以及最一般的形式，也没有对 PAC 的核心概念

样本复杂度进行深入考虑，故而没有揭示该理论得以广泛应用的根本原因。本文旨在从 PAC

的角度来理解 PAC-Bayesian 学习理论的核心内容，并探讨该理论在大数据环境下得以广泛

应用的可能。 

基于上述考虑，本文首先介绍 PAC 可学习理论的基本思想，而后简要介绍贝叶斯学习，

进而从分析二者的优势与局限出发，揭示 PAC-Bayesian 学习理论的产生背景与本质内涵，

最后着眼于大数据理论与应用，分析 PAC-Bayesian 适合于大数据的原因以及该理论在大数

据环境下的研究现状和未来的研究方向。 

2 PAC 可学习理论的基本思想 

概率近似正确理论（probably approximately correct, PAC），又称可学习（learnable）理

论，由 Valiant 于 1984 年首次提出[3]，而后在计算学习、统计机器学习、人工智能、人工神

经元网络、模式识别等领域得到广泛研究[1]。PAC 是一种基于统计的学习理论，其思想与

VC 维（Vpanik-Chervonenkis dimension）的思想有很多相近之处[4,5]。PAC 可学习理论的核

心是首先将模型的泛化误差  与置信水平 作为评价一个学习模型性能好坏的参数，而后在

给定这两个参数之后，得到一个所需训练样本个数的理论下界，这个理论下界便是 PAC 可

学习理论中的关键概念，即样本复杂度（sample complexity）。下面对该理论的基本思想作



一个简要的介绍。 

PAC 是一种基于样本的概念学习（concept learning）理论。给定一个空间 X  ，待研

究的概念空间C 是该空间的子空间，C X ，我们通过学习算法得到的假设构成的空间也是

X 的子空间， H X ，需要说明的是， H 与C 可能相等也可能不等（往往是不相等的）。

一般地，我们只关心概念空间中的某一个概念 c ，并希望通过有限数量的样本来“尽可能近

似地”学习到此概念，即在某种确定的度量下，学习算法输出的假设 h 和 c 是足够接近的。

如果用泛化误差 来描述所得假设 h 与目标概念 c的差异是否“近似”，用置信水平 来表征

上述结果是否“尽可能”，我们称一个算法对概念空间C 是 PAC 的当且仅当对于较小的 ，

 ，对任意概念空间中的概念 c 和任意概率分布 P
，满足 

 , 1P Error h c        （1） 

我们称使得上述公式成立最小训练样本数为样本复杂度
0m 。换句话说，当算法的输入

样本数大于
0m 时，算法可以在概率意义上完成对目标概念足够近似正确地学习[6]。 

为了更直观说明 PAC 的基本思想，这里介绍一个经典的例子[4]，如下图所示： 

 

图 1 学习概念“中等身材” 

解释：对成年男子而言，认为身高在 1.63~1.83 米之间，体重在 68~84kg 之间为中等身材，随机选择有限数量的样本进行训

练，即输入带标签[+，-]的样本[体重，身高]进行学习，得到的最优假设是以正样本为边界点的最大矩形。 

通过这个例子，可以容易地发现随着训练样本增多，代表最优假设的矩形越有可能更好

地逼近代表目标概念的矩形。在给定 下，若算法是 PAC 的，样本数量与逼近程度（泛化

误差）在假设空间的势 H 有限时关系如下[6]： 
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（2）说明欲达到给定的泛化误差与置信水平要求并且确保算法是 PAC 的，只需要保证

假设空间的势有限并且训练样本数量大于样本复杂度，该式中所得的下界与遗传算法中的初

始种群规模（population size）类似，文献[7]指出 PAC 理论得到的样本复杂度可有效地用于

指导遗传算法选择初始种群规模，说明了样本复杂度的实际应用价值。 

与（2）等价的描述为： 
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（3）说明，PAC 理论的最大优点在于给定训练样本数量，如果能够证明算法是 PAC 的，

则说明算法的效果有一个不依赖于目标概念（即目标概念可以在概念空间随机选择）且不依

赖于训练样本分布与选择方式的理论上界，Vapnik 在文献[8]中介绍了关于这个理论上界的

更多内容并且扩展到对假设空间的势 H 无限时算法 PAC 性质的讨论。 

3 贝叶斯学习 

Mitchell 在文献[9]中系统介绍了贝叶斯方法在机器学习中的理论与应用，这里我们从一

个二分问题出发简要地对贝叶斯学习框架进行介绍，主要考虑两类分类器，贝叶斯最优分类

器与吉布斯分类器。 

假定训练样本集       1 1, , , , | , 1, 1n

m m i iS x y x y x X y Y X Y         ，在 PAC 学

习模型假设下，每一个带标签的样本  ,i ix y 依固定但未知的分布D 从 X Y 中随机选择。假

设空间 H 中的每一个假设均可以看做一个分类器，即 :h X Y 。从统计角度，对真实误差

和经验误差定义如下（这里统一采用文献[10]中的符号记法）： 
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 
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其中，  I a 为 1 若 a 为真，  I a 为 0 若 a 为假。 

贝叶斯学习规则是根据训练样本，确定假设空间中的假设（分类器）h 所服从的后验分

布Q ，而后根据此分布赋予每一个假设相应的权重，最后以一个加权投票的方式得到分类

器
QB ，即： 
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可见，贝叶斯学习的关键是假定假设空间的先验分布，利用观测数据得到的似然，确定

假设空间的后验分布，在对新来的样本进行分类时依据得到的后验分布利用多个假设通过加

权使得经验风险最小，这种学习算法得到的分类器称为贝叶斯最优分类器，属于加权投票算

法的特例[11,12]，能够从给定训练数据中获得最好的性能。 

但是，由于贝叶斯最优分类器算法开销大并且可能得到不属于假设空间中的假设，因此

人们设计了另外一种常用的近似最优分类器来替代，即吉布斯分类器。该分类器在得到Q 之

后不采用加权处理，而是通过采样的方式依概率分布Q 随机地选择一个分类器 h。类似地，

可以定义吉布斯分类器的真实误差和经验误差： 

   
~

Q
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R G E R h  （7） 
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理论上[13]已严格证明贝叶斯最优分类器的泛化误差  QR B 最多为吉布斯分类器泛化误

差的 2 倍（这一点从二分问题可以很直观地得出），即： 

   2Q QR B R G  （9） 

依据此公式，研究者在分析贝叶斯最优分类器的泛化误差上界时往往转化为分析相应的

吉布斯分类器的泛化误差上界。 

4 PAC-Bayesian 理论 

前面已经论述了 PAC 的泛化误差界在假设空间有限时很容易得出并且是一个较紧的

界，现在考虑一种更为一般的情况，考虑概念空间是一个元素可数无穷多的集合，其 VC 维

是无限的[12]，这时便无法直接使用一般的 PAC 理论来给出泛化误差的界，而若采用 VC 维

的理论，给出泛化误差界太松。另一方面，传统的贝叶斯方法对先验知识过于依赖，以致于

先验分布不正确时，模型的泛化误差难以控制。可见传统的 PAC 理论与贝叶斯学习有其固

有的缺点。 

从另一个角度，注意到 PAC 理论的优势在于给定置信水平与训练样本数目（这里关注

泛化误差，换个角度可同样关注样本复杂度）之后，不依赖于模型的先验对错，也不依赖于

由训练数据得到的后验分布，均能够给出模型的泛化误差界；贝叶斯学习的优势在于不同程

度地利用领域知识作为先验（虽然承受先验可能不正确的风险），并且以先验和后验的概念

来描述概念空间和假设空间的性质，描述了一种统计意义的“平均”情况而不局限于分析假设

空间的势或者概念空间的 VC 维。可见，PAC 理论与贝叶斯学习是优劣互补的，因此

PAC-Bayesian 理论的出发点与精髓之处在于考虑假设空间先验分布，但不限制该分布的正

确性，给出模型一个不依赖于数据分布的泛化误差上界。而后根据这个上界，可以进行模型

选择与评价以及基于这个界进行度量学习与相关优化算法的设计。 

基于上述考虑，1997 年 Shawe-Taylor 首次将 PAC 理论用于贝叶斯学习[13]，形成了最早

的 PAC-Bayesian 思想，1998 年，McAllester 在计算学习领域著名会议 COLT 发文，正式以

定理的形式提出 PAC-Bayesian 学习理论[14]，此后他对提出的 PAC-Bayesian 泛化误差界进行

了改善，开始尝试应用于随机模型选择和模型均化[15,16]后续也有学者 Seeger
[17]，Langford

[18]，

Catoni
[19]陆续提出更紧的界，在 2009 年，Germain 以定理形式推导出一个最为一般的

PAC-Bayesian 泛化误差界，证明了前人各种形式的界均可以作为此定理的推论[10]，此后在

PAC-Bayesian 理论研究层面基本没有重大的实质性进展，不过该理论在应用层面越来越多

地出现于各类机器学习领域，而不止局限于最初提到的模型选择、线性分类器、SVM 等方

向，见文献[2]，本文在这一点上不再赘述。 

这里为了方便理解前面提到的 PAC-Bayesian 理论本质，我们介绍最早的和最一般的

PAC 定理。 

（McAllester（1998）定理 1）若由概念空间C 中的概念 c 得到的样本服从任意分布D ，

对任意先验分布为 P 的假设空间 H ，任意给定概念空间和样本空间的测度，对任意  0,1  ，

对任意假设空间的 H 的子空间U ，有： 
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其中错误率    c UU E c  实质上就是学习到的后验分布为Q 的假设（子）空间的泛化

误差。同时，通过这个定理，结合贝叶斯学习规则，可以发现这个泛化误差界同时体现出了

先验分布 P 的影响，进而可以通过优化先验分布来使得该泛化误差界更紧，即获得更小的

分类误差。研究表明[20]，相比于其他理论，PAC-Bayesian 学习理论得到的泛化误差界更紧，

因此在此（10）基础上对界做进一步优化成为了后续研究热点。 

（Germain（2009）定理 2.1）若由概念空间 C 中的概念 c 得到的样本服从任意分布D ，

对任意先验分布为 P 的假设空间 H，对任意  0,1  以及任意凸函数    : 0,1 0,1   ，有： 
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其中，  
 
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ln

h Q

Q h
KL Q P E

P h
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这个定理对之前研究者得到的 PAC-Bayesian 泛化误差界的高度概括之处体现在用一个

凸函数来表示一切形式的“误差”，当该函数取不同形式时，可以得到不同的界，因此

PAC-Bayesian 与传统机器学习或优化算法结合的核心思路就是选择特定的凸函数并对

（11）得到的泛化误差界进行优化。 

5 大数据与 PAC-Bayesian 

传统的 PAC 理论虽然旨在描述概念空间是否可学习，但在诸多实际问题中的应用碰到

了种种困难，至少有两方面的原因，一方面是之前已提到的假设空间的势为无限的情况，不

易直接应用 PAC 理论；另一方面是与 PAC 有关的各种理论（包括 PAC-Bayesian）表明在实

际问题中，若欲将算法的泛化误差控制在一个较低的水平则得到的样本复杂度往往特别大

（如文献[20]中，10
6量级），导致难以进行实验验证。但是在大数据的时代，样本数量已不

是问题，PAC 理论的局限性在一定意义上有所减弱，另外 PAC-Bayesian 学习理论的深入发

展进一步给可学习理论带来了新的血液。大数据的 4V 特性（体量大（volume）、异构（variety）、

低价值密度（value）、实时（velocity））[21]决定了大数据时代的机器学习问题与传统的机器

学习问题有很大不同，给相关研究工作带来新的挑战。在这样的环境下，待求解的问题所对

应的样本复杂度容易被满足，使得判断问题的可学习性成为可能，在海量的问题中，一旦被

判断为不可学习便可节约大量的后续工作。另外，在问题的求解过程中为了提升性能、降低

训练时间，往往会不同程度地利用先验知识，但是由于大数据下的问题及其复杂，人们在设

计算法时希望考虑领域先验知识但同时面临所采用的先验知识可能不正确的风险，而

PAC-Bayesian 学习理论可以很好的解决这个问题。因此，PAC-Bayesian 学习理论非常适合

于大数据相关的理论分析，有着无限的应用潜力。 

在已提出的 PAC-Bayesian 应用中，已有相当一部分适合于大数据环境的算法。例如



Amini 等在文献[22]中将 PAC-Bayesian 界应用于半监督学习算法，通过对只有少部分带标签

的训练样本进行估计来得到风险边界，预示着该算法可有有效处理价值密度低的大规模数

据；Germain 等在文献[23]中提出一种基于 PAC-Bayesian 泛化误差界的样本压缩方法，以先

验分布和后验分布的 KL 散度为度量，旨在选择出有代表性的样本形成原样本空间的一个子

集，适合于处理具有体量大特点的大数据；Morvant 等文献[24]中结合 PAC-Bayesian 理论提

出 MinCq 算法用于多媒体信息融合，虽然本质上仍采用投票的思想，但充分利用了投票的

多样性，使其可用于处理异构数据；Keshet 等在文献[25]中首次采用随机梯度下降即在线学

习的方式来解 PAC-Bayesian 边界的优化问题，进而用于处理语音信号中的音素识别问题，

表明该方法可用于处理实时数据。如 Gheyas 等在文献[26]中所说，算法结合能够较好弥补

算法相互间的不足，由于大数据具有众多难解的特性，基于 PAC-Bayesian 理论的多方法融

合必将是未来的趋势。 

此外，值得注意的是，现有的适合于处理大数据问题的算法中，还有大量的热门算法没

有相应的 PAC-Bayesian 分析，如采用概率图模型[27]用于语音识别与社交网络分析，基于随

机森林的 Co-forest
[28]用于辅助诊断中的分类问题等等，这类算法的共性是均要考虑先验知

识，并且尚未得到相应的 PAC-Bayesian 泛化误差界，因此算法性能的提升空间还很大，这

预示着 PAC-Bayesian 学习理论在未来的大数据环境下仍需进一步深入研究。 

6 结束语 

本文立足于 PAC 可学习理论的基本思想，结合贝叶斯学习的理论框架，分析了

PAC-Bayesian 学习理论的由来以及本质内涵，通过其最初与最一般的定理揭示了该理论如

何将 PAC 与贝叶斯结合起来达到更易应用于实际问题的效果。在大数据的时代，

PAC-Bayesian 学习理论已经初步展现出分析大数据问题的优势并有可能在未来的研究中在

理论与应用层面均得到进一步的推进。此外，并行计算用于大数据处理已引起学术界和产业

界越来越多的关注，探讨 PAC-Bayesian 理论在各类并行算法上的应用也是一个非常有意义

的研究方向。 
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