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摘  要：统计前向规划（statistical forward planning，SFP）算法使用仿真模型（也称为前向模型）自适应地搜索

有效的动作序列，此类算法提供了一种简单通用的方法，为各种游戏提供快速自适应的 AI 控制。介绍了两种常

用的 SFP 算法：蒙特 卡罗树搜索和滚动层进化，并证明了在没有任何事先训练的情况下，SPF 算法就可以在各

种视频游戏中出色地运行。 
关键词：统计前向规划；游戏智能；滚动层进化 
中图分类号：TP391 
文献标识码：A  
doi: 10.11959/j.issn.2096−6652.201935 

General game AI with statistical forward planning algorithms 

LUCAS Simon1, SHEN Tianyu2,3, WANG Xiao2,4, ZHANG Jie2,4 
1. Queen Mary University of London, London E1 4NS, UK 

2. The State Key Laboratory of Management and Control for Complex Systems, Institute of Automation, Chinese Academy of Sciences, Beijing 100190, China 
3. School of Artificial Intelligence, University of Chinese Academy of Sciences, Beijing 100049, China 

4. Qingdao Academy of Intelligent Industries, Qingdao 266109, China 

Abstract: Statistical forward planning (SFP) algorithms use a simulation model (also called forward model) to adaptively 
search for effective sequences of actions. They offer a simple and general way to provide rapidly adaptive AI controllers 
for a variety of games. The two powerful SFP example algorithms: Monte Carlo tree search and rolling horizon evolution 
were introduced in this paper and key insights into their working principles were provided. It is demonstrated that the al-
gorithms are able to play a variety of video games surprisingly well without the need for any prior training. 
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1  引言 

从简单的石头剪刀布、囚徒困境，到复杂的围

棋与暴雪公司的热门游戏星际争霸，游戏最迷人的

一点在于它总能提供一些有趣且未知的挑战。游戏

的本质在于，在一个复杂的场景中，如何决策下一

步采取的行动，以取得游戏定义的最终胜利。 
目前，对于通用人工智能（artificial general 

intelligence，AGI）的研究主要表现在 3 个方面：

一是利用深度学习结构（主要使用深度神经网络）

捕捉知识和特征 [1] ；二是利用统计前向规划
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（statistical forward planning，SFP）算法[2]可以实现

动作序列的优化，选出能够引向最好结果的动作，

两种主要的实现算法包括蒙特 卡罗树搜索（Monte 
Carlo tree search，MCTS）[3-4]算法和滚动层进化

（rolling horizon evolution，RHE）[5]算法；三是主要

用 于 优 化 复 杂 的 架 构 设 计 的 进 化 算 法 [6]

（evolutionary algorithms，EAs）。在通用人工智能的

不同领域中，将这三者在不同尺度下应用或者混合

使用都可以取得不错的效果。 
游戏智能（game AI）即游戏与通用人工智能的

结合。对于游戏而言，一方面，游戏智能不但可以

在没有很好的解决思路的情况下提供一种智能决

策的方法，还可以提供一种创造性的过程，以此设

计更好的游戏；另一方面，因为游戏一般基于虚拟

的系统或平台构建，在现实中是无害的，而且容易

实现快速仿真，因此成了一个适合通用人工智能研

究的良好场景。 
游戏智能存在着大量的挑战。例如，如何实现

游戏的快速学习？游戏中有大量任务、开放的决策

空间以及部分可观测所带来的困难（如有“战争迷

雾”的游戏）。这些挑战会影响玩家（或智能体）

对游戏世界中状态的观察，也会对其他个体的置信

度和目标产生不确定性影响，所有的玩家都无法知

道其他的个体会如何做出决策或者行动，这些挑战

非常有趣，同时也非常复杂。 
传统的常用游戏智能技术包括有限状态机[7]

（finite state machine）、脚本语言（scripting lan-
guage）、模糊逻辑 [8-9]（fuzzy logic）、决策树 [10]

（decision tree）、神经网络[11-12]（neural network）、
遗传算法[6,13]（genetic algorithm）等。 

  有限状态机是计算机游戏中应用非常普遍

的一个人工智能模型。在游戏中可以构成管理游戏

世界的基础、模拟玩家的情绪状态、维持游戏的状

态、分析玩家的输入、管理对象的状态[14]。可以用

状态转移图的方式描绘状态机，状态转移图中的节

点表示不同的状态，不同状态之间由于某种预定义

的触发条件而发生转换。 
  脚本语言是一种解释性语言，通常用于控

制游戏中的 AI 模式，它在游戏中可以驱动事件、

为非玩家角色的智能行为建模、实现某些任务的自

动化等功能，集中常见的脚本有 JavaScript、
VBScript、Perl、PHP、Python、Ruby、Lua 等。 

  模糊逻辑采用实数值来表示对象属于集合

的程度。与传统逻辑相比，它的表达能力更为丰富

和细致，因而能够进行更好的推理。模糊逻辑常被用

于游戏中的战略决策、输入输出信息的过滤、非玩家

角色的健康状态计算以及情绪的状态变化等[15-17]。 
  决策树一般都是自上而下生成的。每个决

策或事件（即游戏中的系统状态）都可能引发两个

或多个事件，导致不同的结果，将这些决策分支画

成图形会形成一棵树的形状，故而称为决策树[18]。

决策树类似于一系列 if-then 形式的条件判断，常被

用于游戏中的分类、预测和学习[19]。 
  神经网络是一种通过模仿动物神经网络的

行为特征，进行分布式并行信息处理的算法数学模

型。这种网络依靠系统的复杂程度，通过调整内部

大量节点之间相互连接的关系，达到处理信息的目

的，在游戏中，神经网络可用于分类、预测、学习、

模式识别、行为控制等[20]。 
  遗传算法是近年来发展起来的一种新的全

局优化算法，它借用仿真生物遗传学和自然选择机

理，通过自然选择、遗传、变异等机制，来提高个

体的适应性。从某种程度上说，遗传算法是对生物

进化过程进行的数学仿真。遗传算法的通用实现过

程包括：对待解决问题进行编码，对群体进行随机

初始化，计算群体上每个个体的适应度，评估适应

度并计算当前群体中每个个体的适应度，按预定义

的选择算子产生后代，对后代进行交叉操作及变异

操作，然后判断是否满足停止条件，最终进行循环

操作或者输出种群中适应度最优的个体。遗传算法

技术试图直接模拟生物进化过程，在一系列的程

序、算法和参数之间做出选择，进行杂交以及随机

的变异和交叉操作。在游戏中，遗传算法可用于优

化、学习、策略形成、行为进化等 [21]。 
然而，以上这些传统的游戏智能技术通常都依赖

于大量的人工干预（例如人工特征的设计），同时对

模型的性能以及游戏的结果提升也都有一定的限制。 
近年来，深度学习的出现和兴起改变了人工智

能的世界。十年前，深度学习还处于萌芽期时，很

多人工智能方面的问题难以解决，但是深度学习在

一些问题（包括计算机视觉、人脸识别、语音识别等）

的研究上还是取得了突破性的进展。深度学习在游戏

智能领域取得了令人惊异的成果，例如 DeepMind 利

用深度学习解决了很多任务和挑战[1,22]，基于深度

学习的游戏智能技术逐步在围棋 AlphaGo[1]、星际

争霸[23-24]、德州扑克[25-26]等复杂游戏中战胜了人类
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最顶尖的玩家。 
但是深度学习的一个显著问题在于：如果要复

现他们的结果，需要付出很大的时间代价。如果采

用 SFP 算法，这个过程的学习和适应会快很多。此

外，由于 SFP 算法是基于前向模型（forward models，
FM）的仿真方法，可以更清楚地了解到为什么得

到了这样的决策，获得比深度学习更好的可解释性

分析。可以预期，SFP 算法也将在人工智能的很多

领域做出自己的贡献。 

2   统计前向规划 

SFP 算法是一种具有强泛化性和快速适应性的

AI 方法。SFP 算法相比深度学习的一个很大的优势

在于：针对新的任务，不需要重新对算法进行训练。

SFP 算法可以使用同一个算法以及同样的参数，去

玩两种不同的游戏，只需要快速地复制系统状态，

然后通过前向模型快速地迭代优化。对于每一个决

策的迭代优化，通常要经过 1 000 次以上的仿真。 
2.1   概念 

为了做出决策，SFP 算法首先复制目前世界（游

戏系统）的状态，然后对一系列动作进行优化，最

后选择一个最有可能带来好的结果的动作，这是

SFP 算法的核心。很多游戏的情境和规则设计非常

复杂，难以判断什么是真正的最优决策。对于这种复

杂的情况，得到一个确切的最优决策是不可能的，所

以优化目标是找到一个可能带来好的结果的动作。 
当然，游戏中很多情境都会有一些不确定性，

也会存在信息的缺失问题，另外，在游戏中玩家还

会面对存在竞争或合作关系的未知个体，玩家不但

需要决策自己的动作，还需要猜测或预估其他玩家

的动作，使得做出最优决策存在很大的困难。所以，

SFP 算法最终的目标并不是找到最优解，而是保证

其在某些方面的性能可以超越其他的方法。 
2.2  前向模型 

SFP 算法使用前向模型（也叫做世界模型），前

向模型的辨识是 SFP 算法中最重要的一个问题。这

样的模型在游戏中是永远存在的，但不是总能获取

到，比如有可能是一段无法访问的计算机代码。对

于真实世界的问题，这种模型可能是手动编程得到

的，或者通过数据学习得到的。值得注意的是，不

一定只有完美的模型才有用，有些实验甚至需要故

意破坏模型，通过测试不完美模型条件下的结果来

增强泛化性能。 

如果已经存在一个前向模型，在该模型里应用

AI 算法时，首先需要设置这个模型的初始状态，接

着复制当前游戏的系统状态，然后复制下一步系统

采取的动作。注意对于多玩家游戏，这个动作来源

于多个个体，算法需知道动作的数量、得到的分数，

还有游戏是否已经结束。 
前向模型的定义为：给定一个系统（游戏）状

态 tS ， tS 可通过多个传感器感知得到（ 1
tS , 2

tS , … , 
n
tS ），状态转换函数 f 将系统的当前状态和智能个

体的动作 tA ∈A （预定义的动作空间）映射到下一

个系统状态 1tS + ，即： 

 1: , , ,t t tf S A S +→S A  S     （1） 

其中，S 代表系统的状态空间。 
如何学习前向模型（状态转换函数 f ）是一个

很大的挑战，以往大部分的研究通常倾向于运用深

度学习的方法，例如采用一种编码解码器的结构来

学习模型，但是这种方法有时候比较困难，尤其是

在学习小的格子的时候，深度学习需要进行很长时

间的训练学习，但也并不能取得很好的效果。如果

只考虑本地交互（或者可能主要是本地交互），那

么前向模型就会变得更容易实现。这种方法的动机

来自参考文献[27]的实验，在实验中，玩家及其周

围物体的局部模型被用来预测游戏的未来状态及

其获得的奖励。因此本文提出了学习局部模型的方

法。在现实的游戏中，学习一个完整的状态转移函

数非常困难，因此本文选择聚焦在局部区域，学习

局部的模式，比如可以在一个 3×3 的邻域内学习当

前元胞的状态转移，这样需要学习的格子数目就大

大减少了。模型评估方法很多，可以尝试利用监督

学习训练过程评估已经学习到的模型，或者可以做

出一个 N 步的预测来评估这个模型，也可以直接验

证游戏中的表现。在这些评估方法中，局部模型都

能取得非常好的结果，并且相比深度学习的硬件要

求，这些方法用笔记本电脑几分钟就能完成局部模

型的学习过程。 
在前向模型定义的基础上，参考文献[28]给出

了局部模型的定义：直接学习一个完整的状态转移

函数会导致将整个系统的状态转换和所有传感器

值的转换都映射到一个单一的转换函数中，而局

部模型将游戏的转换函数分为多个组件，每个组

件映射一个可观测值子集的转换或一个单一值的

转换，即： 
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 1: , , ,i i
i t t tf S A S +→ �S A  S     （2） 

其中， iS 代表某个传感器的观测值。 
当每个可观测值的转换函数独立于系统状态的

某些组件，从而导致转换函数组件的数量减少时，局

部模型非常有用。特别是在基于网格的游戏中，这一

特性表现为缺乏全局效应，因为某些单元格的未来状

态只需要通过观察单元格的局部邻域来确定。 
以推箱子游戏来说明这一学习过程，推箱子属

于一个解谜游戏，如图 1 所示，玩家（小矮人）必

须将所有的箱子（灰色方块）推入目标（橙色圆圈）

才能通过关卡。如果想把箱子推到指定位置，需要

先把箱子推到另一侧，让游戏的个体能够把箱子从

另一个方向推动到目标位置，这是一个典型的基于

网格的游戏模型。这个游戏可以使用局部模型依次

建立前向模型，从而确定对应动作。 

 
（a）关卡 1         （b）关卡 2        （c）关卡 3 

图 1  推箱子游戏示例 

在这个游戏中，状态可以表示为一组排列在网

格中的瓦片，其中 T(x, y)代表处于网格中位置为(x, y)
的瓦片。游戏的目标是根据单元格的状态 tA 以及它在

t 时刻的局部邻域状态 ( , )tN x y 来预测每个瓦片在 t+1
时刻的状态 1( , )tT x y + 。令局部状态转换函数 fx, y为： 

 , 1: ( , ) , ( , )x y t t tf N x y A T x y +�   （3） 

在这个游戏中，考虑两种类型的局部邻域状

态，分别为交叉模式（cross pattern）和方形模式

（square pattern），如图 2 所示，这两种模式可以表

示为： 

 
{ }
{ }

cross ( , ) ( , ) 0 span

                    ( , ) 0 span

N x y T x i y i

T x y j j

= +

+

∪≤ ≤

≤ ≤
 （4） 

 squa

0 span
( , ) ( , )

0 span

i
N x y T x i y j

j

⎧ ⎫⎪ ⎪= + +⎨ ⎬
⎪ ⎪⎩ ⎭

≤ ≤

≤ ≤
 （5） 

其中，span 代表跨度或者步长。实验中对不同的跨

度进行测试评估，可以研究为局部模型学习提供过

多或不足的信息对算法造成的影响。 

 
（a）交叉模式                 （b）方形模式 

图 2  用于预测中心瓦片下一个状态的本地局部邻域模式 

有很多实现局部正向模型学习的算法，例如

Hash 图和决策树模型。不完美的模型也是很有用

的，可以提供不错的结果。从图 3 可以看到，3 种

状态的结果基本是一致的，但是有的时候也会出现一

些错误，不过正如之前说的，不是完美的方法才有用，

这个局部模型在很大程度上是适用的。 

       
（a）初始游戏状态    （b）中间状态   （c）不完美模型的估计状态 

图 3  不完美模型的结果 

2.3  可解释性 
SFP 算法相对于深度学习的另一个优势在于它

具有更强的可解释性。因为 SFP 算法采用基于前向

模型的仿真方法，可以通过仿真的结果更清楚地了

解到为什么得到了这样的决策。 
对于一个 AI 方法，一个有利的特征就是可调

节性。在进行某个游戏的时候，玩家常常希望有很

多不同能力的人物个体（非玩家角色等），SFP 算法

可以通过调节序列的长度来调节个体对未来情况

的影响范围，通过调节评估次数来选择决策的精细

度，通过调节移位缓冲获得不同决策间的连续性，

这是算法很关键的一部分。 
利用前向模型，结合 SFP 算法，可以得到一个

强大的 AI 方法（这依赖于快速的前向模型），这样

就可以实时地进行 1 000 次以上的仿真，模型的表

达式如下所示。 

 1 ( , )t t tS F S A+ =  （6） 

其中，F 代表模型， tS 代表当前状态， tA 代表动作。

通过这个模型，可以得到执行当前动作之后的下一

个状态 1tS + 。 

3  蒙特 卡罗树搜索 

SFP 算法并不是一个新的算法，其典型案例
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可以追溯到 1998 年利用蒙特 卡罗树搜索

（MCTS）算法解决拼字游戏，拼字游戏是一个很

复杂的游戏，它有很多的不确定因素，玩家不知

道会得到哪一张卡片，需要很多的随机仿真来解

决，因此效果不是非常好。2006 年，MCTS 算法

被用在围棋游戏中，这改变了之前人工制定策略

的方法，性能上有了很大的提升。本文将这种算

法应用在电脑游戏中，在算法性能上同样带来了

显著的提升。 
3.1  算法 

MCTS 算法利用随机仿真的结果迭代构建搜索

树，直到达到一些预定义的计算预算（通常是时间、

内存或迭代约束）搜索停止，并返回性能最佳的根

操作。搜索树中的每个节点表示系统的状态，指向

子节点的链接分别表示指向后续状态的动作。每次

搜索迭代应用以下 4 个步骤。 
  选择：从根节点开始，递归应用子选择策

略遍历树，直到到达最近的可扩展节点。如果一个

节点表示一个非终端状态，并且它有未被访问过的

子节点，那么这个节点就是可扩展的节点。 
  扩展：根据有效决策的动作，添加一个（或

多个）子节点来扩展树。 
  仿真：根据默认策略（default policy）从新

的节点模拟仿真，生成结果。 
  反向传播：将仿真结果向后传递，通过所选

节点（即反向传播更新）更新节点的统计信息。 
上述步骤采取的策略可以分为以下两种。 
  树策略（tree policy）：从搜索树已经包含的

节点中选择或创建叶子节点（选择和展开步骤）。 
  默认策略（default policy）：从给定的非终

端状态开始运行，生成一个估计值（仿真步骤）。 
参考文献[29]给出了一般的 MCTS 算法流程，

如算法 1 所示。 0v 是对应于状态 0s 的根节点， lv 是

树策略阶段中到达的最后一个节点，对应于状态

ls ，Δ是从状态 ls 运行默认策略到达的某个终端状

态所获得的奖励。整体搜索 a (BESTCHILD ( 0v ))的
结果是指向根节点 0v 的最佳子节点的操作动作 a，
其中“最佳”的确切定义由实际游戏的规则和评分

确定。参考文献[30]给出了在一些实时视频游戏中

运用 MCTS 算法的实验结果，实验结果展示了

MCTS 算法能够处理非常细粒度的搜索。游戏中每

次决策的操作动作 a（即对建立的树进行导向的方

式）由式（7）确定。 

 *

( )

ln ( )arg max ( , )
( , )a A s

N sa Q s a C
N s a∈

⎧ ⎫⎪ ⎪= +⎨ ⎬
⎪ ⎪⎩ ⎭

 （7） 

其中，C 是超参数。 
式（7）的意义是每个节点都对从状态 ( , )N s a 开

始移动的频率、从状态 ( )N s 开始移动的次数和平均

奖励分数值 ( , )Q s a 三者相关的统计信息进行跟踪，

即反向传播步骤中利用状态评估获得的奖励，对遍

历的每个节点更新统计量 ( , )N s a 、 ( )N s 和 ( , )Q s a ，

循环执行直到满足终止条件。 
算法 1  蒙特 卡罗树搜索算法 
function MCTSSEARCH ( 0s ) 
    创建根节点 0v 及对应状态 0s  

    While 计算预算以内 do 
          lv ← TREEPOLICY ( 0v ) 
          Δ← DEFAULTPOLICY ( ( )ls v ) 
          BACKUP ( lv ,Δ ) 
return a (BESTCHILD ( 0v )) 

3.2  特性 
MCTS 算 法 的 主 要 特 性 包 括 非 启 发 式

（aheuristic）、随时性（anytime）以及不对称性

（asymmetric），这些特性使其成了很多领域的流行

算法，并取得了显著的成功。 
（1）非启发式 
MCTS 算法最重要的优点之一是不需要领域特

定的知识，这使得它很容易适用于任何可以使用树进

行 建 模 的 领 域 。 例 如 有 限 深 度 极 大 极 小

（depth-limited minimax）算法的博弈质量在很大

程度上取决于用于评估叶节点的启发式算法。在国

际象棋这样的游戏中，经过几十年的研究，利用可

靠的启发式（heuristics），极大极小算法取得了很好

的效果。然而，在像 Go[1]这样的游戏中，分支因子

要大几个数量级，而有用的启发式又很难形成，此

时极大极小算法的性能就会显著下降。这类问题就

需要利用 MCTS 算法来解决。 
虽然 MCTS 算法可以在没有启发知识的情况

下应用，但是使用特定领域的知识通常可以显著提

高性能。目前性能最好的基于 MCTS 算法的围棋程

序都使用特定游戏的知识信息，通常利用模式的形

式表现。这些知识信息不要求非常完备，只需要在

某些模式下提供一个更具偏向性的移动选择（例如

对某个移动决策附加偏置项，从而提升其被选择的

概率）来保障该模式的利益最大化。在使用领域特
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定的知识提供偏向性选择时，还需要考虑一些性能

与通用性以及速度的权衡：均匀随机的移动选择允

许在给定的时间内执行多次模拟，具有更大的速度

优势，而基于特定领域知识的移动选择通常会极大

地减少模拟数量，也会导致减少模拟结果的方差。

参考文献[31]讨论了游戏中决策选择应该包括特定

的知识信息的程度，以及性能与速度的权衡。 
（2）随时性 
MCTS 算法能够及时地对每一次游戏模拟执行

反向传播并输出结果，从而保证所有的参数值在

MCTS 算法执行每次迭代后都是最新的。MCTS 算

法在任何时刻都允许从树的根节点返回一个动作

决策，同时允许进行额外的迭代来改进决策结果。 
（3）不对称性 
树搜索和选择允许 MCTS 算法优先选择有更

大希望的节点，同时不允许其他节点的选择概率收

敛到零，随着时间推移，这种选择策略会导致树呈

现不对称性。树的部分构建倾向于更有希望的、也

更重要的节点区域，即非对称树生长。最终出现的

树的形状可以用来更好地理解它所构造的某个游

戏。例如，参考文献[32]证明了应用上限置信区间

（upper confidence bound apply to tree，UCT）搜索生

成的树的形状的方法，可以区分可玩游戏和不可玩

游戏。 
3.3  应用分析 

以往的对抗性游戏主要有两种决策方法：极大

极小搜索算法和基于启发式知识的方法。MCTS 算

法提供了第三种有效方法，尤其对于那些很难评估

中间游戏状态或很难获取足够详细规则的游戏，

MCTS 算法提供了一种有效的途径，并在许多情境

中取得了迄今为止最强的游戏效果。同时 MCTS 算

法与传统方法的融合提供了一个值得探索研究和

开发的丰富领域。虽然极大极小搜索算法已被证明

是一种有效的游戏算法，但由于这类算法需要评估

游戏的中间状态，因此适用范围较小（如国际象棋

和跳棋），MCTS 算法则不需要这样的中间状态评

估，并已被证明是一种更稳健和通用的搜索方法。

它在广泛的游戏和非游戏的应用中都取得了更好

的实践效果，表明了它在许多决策问题上的潜力。 
MCTS 算法尤其强大的一点是其可以在不了解

游戏规则的情况下应用，即只需要通过对树或仿真

策略进行进一步增强，就可以取得有效的游戏效

果。增强可能来自于融合人类知识、机器学习或其

他启发式方法。MCTS 算法最大的优点是，即使增

强所提供的信息存在噪声干扰，或者偶尔会产生误

导，MCTS 算法的采样方法通常也足够稳健，能够

处理这种噪声并产生有效的结果，这远优于极大极

小搜索算法，在极大极小搜索算法中，中间状态的

评估函数和搜索策略往往对噪声非常敏感，对于延

迟奖励的游戏尤其如此。MCTS 算法的另一个优点

是，它采用的前向抽样方法在某些方面与人类游戏

玩家使用的方法相似（即可解释性的问题），因为

该算法专注于更有希望和前景的路线，而偶尔检查

明显较弱的选项。对于某些并不存在战略或启发式

知识的游戏，MCTS 算法的这种性质使得其可解释

性比某些使用与人类方式截然不同的搜索范例更

强。MCTS 算法通常对于少量的模拟是有效的，这

些模拟中出现的错误对于人类观察者来说也是合理

的。因此，MCTS 算法是一种真正的随时方法，通

过不对称地增长树来生成更可信的结果。 
尽管 MCTS 算法将树搜索的精确性与随机抽

样的通用性结合，在大范围的博弈中提供了更强的

决策能力，但其应用仍存在着很多挑战和瓶颈。在

某些领域，当需要搜索的图的分支因子和深度被限

定，使得简单的 MCTS 算法（或者实际上任何其他

搜索算法）不可行时，MCTS 算法的应用就会存在

很大的挑战。尤其是在视频游戏和实时控制应用程

序中，为了限制要搜索的子树，需要强大的系统方

法来整合知识，MCTS 算法变得不再适用。应用

MCTS 算法的另外一个问题在于，当计算机模拟非

常耗费 CPU 资源时，MCTS 算法必须从相对较少的

样本中学习，并进行非常浅层的搜索，这种情况下

可以执行的模拟相对较少，MCTS 算法是否仍然为

指导模拟的最佳方法是一个有待研究的问题。另

外，MCTS 算法的弱点还在于搜索的动态不能被完

全理解，参数设置和基本算法增强两方面的决策产

生的影响很难预测。 
未来的研究可能会对 MCTS 算法的性能有更

好的理论理解。如何提高 MCTS 算法的整体性能或

提高 MCTS 算法在特定领域的性能，以及理解

MCTS 算法的行为，可能是未来 MCTS 算法的重要

研究方向。 

4  滚动层进化 

滚动层进化（RHE）算法也是一种常用的 SFP
算法。RHE 算法是演化算法的一个子集，它使用种
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群的个体来表示行动计划或行动序列，这些个体通

过前向模型模拟向前移动来评估。从游戏的当前状

态开始，所有的动作（个体的基因）都按顺序执行，

直到达到一个终端状态或个体的长度；然后用一个

启发式函数和分配给个体的适应度来评估在那一

点上达到的状态。 
通常，该算法从随机的个体种群开始。在每一

个博弈步骤中，首先应用传统的遗传操作（如变异

（随机改变序列中的一些动作）、交叉（以不同的方

式组合个体））来获得下一代种群的新个体；然后

对每一个物种进行评估并分配适应度，再根据适合

度对种群进行排序，只有最好的物种才会传给后

代；当满足结束条件时（例如达到时间或内存限制，

或者执行了一定数量的迭代时），流程结束。 
在游戏应用中，RHE 算法是一种实时进化的算

法，它在每个回合都为玩家推荐一个动作。进化使

用方式与 MCTS 算法使用 roll-outs 和生成模型（模

拟器）的方式相同。智能体在一个假想模型中按照

某个设计进化计算，通过执行该设计的第一个动作

对系统状态进行操作，然后重复地进化计算一个新

的设计（同样是基于模拟的方式），直到游戏结束。

这种行为被称为滚动层（rolling horizon）、后退层

或模型预测规划。滚动层术语起源于只有当游戏存

在有限的未来决策时才能够进行设计的规划，因此

要求每一步都不断地重新规划。参考文献[5]使用的

RHE 算法标准形式中，RHE 算法进化出包含 L 个

动作的序列，每个序列的适应度都应用前向模型向

前滚动 L 步骤到达的状态来计算，算法最终评估操

作序列结束时达到的状态。评估方法可以使用参考

文献[33]中介绍的自定义状态启发式算法。RHE 算

法使用 N 个个体的种群，并应用常规的进化算子，

如变异、交叉和精英主义。在计算预算之内循环执

行后，RHE 算法返回在游戏中找到的最佳序列的

第一个动作。 
具体的算法过程如算法 2 所示，FM 代表前向

模型。首先给定一个最优序列（目前来讲还不算最

优，只是一个随机初始化的序列），对于游戏中要

做的每一个决策，重复以下步骤：首先，变化并随

机增补原有的最优序列，然后，在每次评估中对目

前最好的一个序列进行变异操作，如果在目前的前

向模型下，变异后的评分大于当前的评分，那么就

用变异后的序列替代当前最优序列，最后循环结束

后，返回最优的序列的第一个值。 

算法 2  滚动层进化算法 
初始化  bestSeq :=  一个长度为 N 的随机整

数序列 
For  游戏中的每一个决策： 
    bestSeq = shiftAndRandomAppend (bestSeq) 
    While （计算预算以内）do 
          mutSeq = mutate(bestYet) 
          if (score(FM(mutSeq)) > score (FM 

(bestSeq)) 
bestSeq = mutSeq 
return first(bestSeq) 
为了更具体地说明这个算法是如何工作的，假

定初始化的可能的动作序列为推进、左转、开火、

开火、左转，评分是 250 分，经过变异以后，左转

变成了右转。后面也可能有一系列其他变化，结果

发现评分增加到了 350 分，那么选择后面的这个序

列代替第一个序列，算法只考虑评分，不关心具体

动作。算法片段如下所示。 
bestSeq : =  [推进、左转、开火、开火、左转，…]  
评分 bestSeq → +250 points 
变异： 
mutSeq = [推进、右转、开火、开火、推进，…] 
评分 mutSeq → +350 points 
+350 points > +250 points 
     bestSeq = mutSeq 
本文以星球大战为例来说明这个算法如何处

理很复杂的游戏。星球大战游戏的规则是：每个行

星都以一定的速度产生飞船，行星是有主人的，可

以是游戏中的 1 号玩家、2 号玩家或中立行星，中

立行星不产生飞船。动作的搜索空间就是飞船的移

动方向，玩家可以选择把一定数量的飞船从一个星

球送到另外的星球。更新规则是：当飞船舰队到达

一个星球，如果这是盟友玩家拥有的星球，则该星

球就会加入相应数量的飞船；如果这是敌对玩家拥

有的星球，则减去相应数量；如果玩家所拥有的星

球上的飞船数目变为负值，那么这个星球就会易

主。游戏最终的目标是把敌对星球全部消灭。这个

游戏的规则很经典，也很简单，但是其中的策略非

常复杂。参考文献[30]设计了一个星球大战版本，并

将其应用在一个新的游戏智能平台上，这个平台比一

般平台快 10 倍，非常适合 SFP 算法，也非常灵活，

可以设置不同的地图大小。 
这个游戏最基本和核心的策略是：尽快得到更
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多的星球。当用飞船侵略对手星球的时候，只要使

敌对星球的分数变成负数即可，不要浪费太多飞

船；当用飞船占领中立星球的时候，会失去一部分

飞船，所以自己的星球可能会被对手侵略，因此要

非常小心。还需要注意的是不能在一个星球上积攒

太多的飞船，需要留足自己持有的飞船，防止对手

侵略。还要避免长途迁徙，因为迁徙期间飞船是不

能使用的。在这个游戏中应用滚动层进化算法时，

序列中的元素表示星球，在游戏引擎中，作为源和

目标对飞船进行传递。假设总共有20 颗行星，序列长

度是 100，那么搜索空间是 20100，可以看出，搜索

空间是庞大的，因此不必追求绝对的最优。但是

实验表明，这个游戏引擎可能会采取一些非法的

动作（指游戏规则中没有规定的动作，但可能因

为规则漏洞导致玩家可以采用）来获取胜利，因

此还需要排除这些情况。 
游戏有很多复杂的参数，通过实验研究可以发

现很多参数调整的经验，例如使用更长的 roll-outs
长度，并在合适的地方加入衰减因子。一般来说，

使用移位缓冲效果会好很多，变异的强度最好大一

些。为了应对平缓的奖励区域，可以采用改变评分

函数或者加入极大似然估计等方法。比如在推箱子

游戏中，不是仅奖励达到最终的结果的情况，而是

在将每一个箱子推到相应位置时都给予奖励，实验

表明，这样的设计可以防止出现找不到最优解的情

况。还有诸如加强探索的方法以及其他的一些备选

方案，也同样值得实验研究。 

5  结束语 

总体来说，统计前向规划方法是一种使用前向

模型来模拟可能的未来状态的方法。这些方法是一

组稳健的、通用的、随机的人工智能算法，在很多

问题上都取得了很好的效果，同时它适应性很强，

只需要快速地复制前向模型就可以取得很好的泛

化性能。采用错误的模型参数进行的实验也说明，

不是完美的模型才有效。 
统计前向规划方法的例子有：蒙特 卡罗树搜索

算法（它使用随机正向模拟来构建一个搜索树）；

滚动层进化算法（它使用相同的随机正向模拟来演

进一个计划）。 
除了游戏智能以外，统计前向规划在人工智能

领域还有很多潜在的应用场景，例如真实世界的决

策等。 

统计前向规划算法和游戏通用人工智能面

临很多开放的挑战和困难，比如如何采用长期的

强化学习来提升游戏人工智能的性能，如何更好

地学习前向模型。另外，无限的动作搜索空间问

题（目前应用的游戏系统都是有限的搜索空间）

以及在现实世界应用的问题，都是未来需要研究

的内容。 
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