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内	容	摘	要	

随着我国经济社会的不断发展，与人民群众物质文化生活水平的日益提高，人民群众

对医疗健康的需求日益旺盛。除了不断加大医疗卫生投入，培育医生团队之外，另一

个有益方向是通过人工智能相关技术辅助医疗，充当医生助手，或者充当用户的健康

管家，回答用户日常医疗健康相关的问题。	

基于以上背景，本报告研究面向医疗领域的智能问答和文本匹配相关技术。本报告的

研究包括三个主要组成部分：	

1. 面向医疗的自然语言处理关键技术，包括医疗实体扩展、医疗同义词发现和医

疗意图识别。与已有的自然语言处理相关技术相比，本报告在实体扩展、同义

词发现、意图识别等任务中充分考虑了医疗应用的特殊性，充分利用了已有的

医疗词典等信息，并在方法设计中引入了医疗专家的意见和评估。	
2. 医疗问答技术的模型架构。本报告结合已有的问答和文本匹配相关技术，将整

体技术框架模块化，提炼出表征层、学习层、交叉层和输出层等 4 个模块。对

这 4 个模块的作用和可能采用的技术，本报告进行了详细的阐述，并对很多已

有方法提出了改进。此外，本报告还讨论了模型训练中超参数的调整和模型训

练方法。	
3. 实际医疗问答系统的设计与评估。本报告从实际的应用考虑，设计了一个完整

的医疗问答系统，从数据准备、离线模型训练、在线预测等各个环节，完整地

表述了一个完整的应用系统的模块，并阐述本报告前述技术在系统中的具体应

用。此外，本报告还评估了系统的准确性，以及系统延时、模型更新等可用性

指标。	
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Abstract	

As	the	development	of	our	country,	as	well	as	the	development	of	people’s	life	being,	we	
demand	more	for	the	health	and	medical	service.	Besides	the	investment	to	medical	
industry	by	the	country,	and	the	education	on	more	doctors,	it	is	also	possible	to	serve	the	
demands	by	artificial	intelligence	(AI).	Currently	AI	is	able	to	serve	as	medical	assistant,	or	
personal	medical	manager	who	can	answer	medical	related	questions	from	users.	

With	such	context,	this	paper	focuses	on	question	answering	and	text	matching	for	medical.	
This	paper	has	three	main	parts:	

1. Nature	language	processing	(NLP)	technology	for	medical,	including	entity	extension,	
synonym	linking,	and	intent	classification.	In	this	paper,	methods	fully	consider	the	
specific	application	area	of	medical,	and	make	full	use	of	existing	medical	entity	
dictionaries,	and	involve	expert	opinions	and	evaluations.	

2. Methods	for	medical	question	answering.	This	paper	summarizes	existing	methods,	
and	designs	four	layers	for	general	question	answering	purposes:	representation	
layer,	learning	layer,	interaction	layer	and	the	output	layer.	This	paper	clearly	
demonstrates	the	detailed	technology	used	in	each	layer,	and	discusses	about	
possible	improvements.	Besides,	this	paper	also	talks	about	the	design	of	hyper	
parameters	and	the	training	tricks	for	deep	learning	systems.	

3. The	design	and	evaluation	of	a	real	medical	question	answering	system.	From	
practical	usage	aspects,	this	paper	also	designs	a	real	system,	including	the	data	
processing,	model	training,	and	online	predictions.	The	methods	and	models	
presented	before	are	applied	in	this	system.	This	paper	also	evaluates	the	system,	
not	only	the	model	accuracy,	but	also	practical	metrics	such	as	the	latency	and	model	
updates.	
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第 1 章 绪论 

 

1.1 研究背景与意义 

医疗是涉及国计民生的重要领域和话题。一方面，随着我国经济、社会等各方

面不断的发展和进步，人民群众对医疗健康的需求日益旺盛，且不断丰富和细

化；另一方面，随着人口老龄化到来，医疗资源日益紧张，医生、资金、医疗

设施和场地等均出现短缺。	

自 2012 年以来，以深度学习为代表的人工智能技术蓬勃发展，在图形图像、语

音、自然语言处理等领域均取得了新的进展。以图像分类为例， 具代表性的

imagenet 比赛，从 2012 年的 AlexNet	[1]到	2015 年的 ResNet[2]，错误率从

15.4%	降低到 3.57%，超过了人类的平均表现。与此同时，人工智能技术的突破

也在互联网、金融、零售、医疗、农业、交通等许多行业有了新的应用形式，

对传统领域进行改造升级，提高人效，创造出新的经济价值和社会价值。	

在医疗领域，人工智能有非常广泛的应用前景，如图 1.1 所示。	

	

图 1.1	人工智能在医疗领域的应用	
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对于医院、保险公司、药企等组织机构（business,	ToB）,人工智能有多方面应

用场景和方向。医院可通过人工智能研究医疗诊断相关的技术，例如自动问

诊，可自动和病患对话并给出诊断；可分析医疗影像，提出诊断建议；甚至可

以开发手术机器人，辅助医生进行细微的手术操作。人工智能也可以作为医生

的助手，对病人进行分诊，提高人效；自动生成和撰写病历，减轻医生的工作

负担，提高工作效率；还可以对病人进行管理和提醒，监控指标，辅助病人服

药和治疗。	

对于第三方公司，人工智能技术也有许多重要的应用场景。对于保险公司，人

工智能技术可以对保险进行合理定价，获取收益；对于药企，人工智能技术已

经广泛应用在药物研发上，生物信息技术、通过机器学习技术分析分子结构等

大大提高了药企的研发速度。	

对于个人（Customer，ToC），人工智能技术可提供个性化的医疗健康服务与助

手。问答机器人可根据用户的医疗问题，结合知识图谱、问答库等信息，给出

合适答案；智能设备可随时随地收集和分析用户的各项生命体征，给出合理化

建议和疾病预警；人工智能还可用于基因测序等生命科学领域，通过基因分析

用户的患病风险，给出预防和治疗建议。	

本报告重点关注的技术与应用课题是自然语言处理技术与医疗领域的结合与应

用。具体来说，重点关注基于深度学习与人工智能的医疗问答技术。智能问答

是自然语言研究的重要课题与方向，在金融、零售、医疗、教育、客服等多个

不同行业和领域均有重要的应用价值和意义。本报告关注医疗领域，首先结合

行业特点，对已有的自然语言处理关键技术进行优化。其次，本报告提出新的

智能问答与文本匹配的模型与算法。 后，本报告将设计实际的医疗问答系

统，并通过实际数据和实验，评估算法的效果和准确性，以及系统的可用性。	

	

1.2 研究现状综述 

本报告研究医疗领域的智能问答与文本匹配技术，涉及深度学习、命名实体识

别、文本匹配与智能问答等相关技术。本小节将围绕这些话题，阐述国内外的

研究现状和研究热点。	

	

1.2.1 深度学习与 NLP 

利用深度学习处理自然语言问题的基本过程是：1）	表征：通过预训练的词嵌

入，对自然语言进行表征，作为深度神经网络的输入；2）学习：通过深度神经
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网络，在表征的基础上进行学习，通常采用的是 LSTM	或者 GRU，并将 后的

输出隐层，或者多个隐层的池化结果作为学习到的表征；3）交叉：对上述表征

进行交叉学习，提取不同词之间的交叉特征；4）输出： 后通过 1~2 层全连接

网络，得到输出结果。以下对表征以及词嵌入技术、用于学习的 RNN/CNN 模

型，以及交叉常用的注意力机制进行具体的介绍。	

表征：词嵌入(word	embedding)	技术是当前基于深度学习的自然语言处理技术

的基础和基石，是现代自然语言处理系统的必要组成部分。传统方法通过 one-
hot	编码，将所有的词表征为一个高维的稀疏向量，其中只有一位为 1，代表对

应的词。这种处理方式一方面过于稀疏，不利于后续的加工处理；另一方面较

难添加新词。因此需要研究词嵌入的稠密向量的表示方式。	

近 5 年来实用的词嵌入技术起始于 Google 的 word2vec	[3]	和	GloVe	[4]。在

word2vec 中，作者提出了两种预测词嵌入的方法，即连续词袋模型(CBOW,	
continuous	bag-of-words)	和	skip-gram。CBOW	通过目标词前面和后面的	n	个词

来同时预测这个词，而 skip-gram 恰恰相反，用中心语去预测周围的词的嵌入表

征。GloVe	更加明确词嵌入的目标，即编码含义作为嵌入空间中的向量偏移。具

体来说，GloVe	的作者表明两个词同现概率的比值（而不是它们的同现概率本

身）是包含信息并计划作为向量差来编码信息。为了实现这一目标，他们提出

了一种加权 小二乘法的物体	J，旨在 小化两个词的向量点积与它们共现次数

的对数之间的差异。无论是 word2vec 还是 GloVe，在词嵌入的向量空间上，均

保持了特殊的线性关系，例如	King	–	Man	+	Woman	=	Queen.	这是词嵌入表达的

重要特征之一。	

在 word2vec 和 GloVe 基础上，Facebook	提出	fasttext	[5]	引入了 sub-word 的信

息。在具体实现中，sub-word	通过 n 元字符	(n-gram)来实现，这使得没有出现

在训练数据中的词也能够利用 n-gram 的信息学得部分词向量特征。	

更进一步地，词嵌入不仅仅作为一个个割裂的词向量，而是考虑一个预训练的

语言模型，这就是 ELMo	[6]。ELMo	是当前词嵌入表达学习的 先进方法，	在
ELMo 中，词嵌入从一个两层的双向语言模型（LM）的内部状态中计算出来，

因此该模型被命名为「ELMo」：	Embeddings	from	Language	Models。这里 ELMo
包含了预训练的语言模型的信息，可类比 cv 领域根据 imagenet 预训练的网

络。	

在当今基于深度学习的自然语言处理技术中，词嵌入是深度学习的输入，以词

语为级别表征文本信息。用于自然语言处理的深度学习模型主要是循环神经网

络（RNN）和卷积神经网络（CNN）。	
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学习：RNN	是基于序列化输入的神经网络模型，与序列化的自然语言天然匹

配。因此长期以来，NLP 相关的任务主要都是通过 RNN 及其优化模型如

LSTM/GRU	等完成的，如命名实体识别（LSTM-CRF）[7],	文本匹配	（LSTM[8]）,
阅读理解	（LSTM[9],	GRU[10]）。	

RNN	及其改进模型存在的一个问题是：训练无法并行化，因此效率较低，在超

大规模数据上的训练和预测均存在较为显著的工程挑战。近期有很多研究提出

[11]，对于序列化数据的学习与建模，CNN 可以做到和 RNN 同样的效果，甚至

更好的结果；而 CNN 的并行化和计算复杂度远低于 RNN，适合大规模的并行训

练与预测。	

交叉：在交叉的过程中， 常用的技术是注意力机制（attention）。注意力机

制的研究 早出现在图像领域。人在看一个图像的时候，会将注意力集中在一

些关键的位置[12]。图像领域的相关研究将这种机制引入，提高关键位置的权

重，被称为注意力机制。自然语言处理技术，特别是机器翻译中引入了相关的

概念和机制，即通过注意力机制提高文本中关键词句的权重和影响，对关键词

句进行匹配，使模型达到更优的效果。	

注意力机制的技术可分为几类：1）根据注意力机制关注的隐向量（hidden	
vector）的范围，可分为局部注意力(local	attention)	和全局注意力	(global	
attention)。对全局注意力机制来说，注意力会考察全局所有的影响量，而局部

注意力只考察关键词前后 n 个关键词。	2)	根据注意力机制实现的方式，可分为

软性注意力（soft	attention）和硬性注意力	（hard	attention）.硬性注意力只选

取概率 大的一个隐向量，而软性注意力则是所有隐向量的加权平均。	

	

1.2.2 命名实体识别 

命名实体识别（Named	Entity	Recognition,	NER）是指从自然语言中提取出具有

特定意义的实体，例如人名、地名、机构、专有名词等。命名实体识别是自然

语言处理领域的经典问题，有数十年的研究历史。命名实体是自然语言处理的

很多应用，如信息检索、智能问答、机器翻译等必不可少的组成部分。命名实

体识别的技术主要有三大类：1）基于规则和词典的方法[13]；2）基于统计机器

学习的方法[14][15][16]，典型代表为条件随机场	（Conditional	Random	Fields,	
CRF）[16]；3）基于深度学习，与统计机器学习结合的方法，典型代表为	
BiLSTM-CRF[7]。以下对这三类方法进行具体介绍。	
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基于规则和字典：基于规则的方法主要通过专家设计的各类规则，如句法、关

键词、词性等，通过模式匹配的方法来识别是实体词。例如，“说”前面往往

有人名实体，“去”后面往往有地名实体。基于规则的方法，往往和专家标注

的实体字典共同使用。基于规则和字典的方法准确率一般较高，但是覆盖率不

高，可迁移性较差，不适合对新词等进行标注。	

基于统计机器学习：基于统计机器学习的命名实体识别，将命名实体识别看作

序列化标注问题，或多分类问题。常用的统计机器学习方法有：隐马尔可夫模

型(HiddenMarkovMode,HMM)[15]、 大熵(MaxmiumEntropy,ME)[14]、条件随机

场(	ConditionalRandom	Fields,CRF)[16]等。其中	CRF	是基于统计机器学习的各类

方法中效果 佳的模型。CRF	是一种判别式的无向图模型，可以用于标注和划

分序列数据。在命名实体识别的具体应用场景下，CRF 的输入或训练数据是一

系列标注好实体及实体类别的语料，CRF 学习的是不同词及实体类别出现的概

率分布。CRF	一般效果优于 HMM，因为其可以定义更加复杂的特征函数和权

重，因此具有更强的学习和表达能力。	

深度学习与统计机器学习结合：随着深度学习技术的发展，和在自然语言处理

领域的广泛应用，命名实体识别技术也引入了深度学习相关的技术，取得了新

的 STOA	(state	of	the	art),	其中 典型的代表为 BiLSTM-CRF[7].	在 BiLSTM-CRF
中，神经网络的主要作用是通过稠密的特征向量替换之前的编码，利用神经网

络强大的学习和表达能力，优化整个模型的效果。模型的输入为预训练好的词

嵌入，或者字符级的嵌入，作为输入句子的表示。随后输入到一个循环神经网

络中，提取句子中的特征。通过双向 LSTM	（Bi-LSTM），模型可同时学到前向

序列和反向序列的特征，有更强的表达能力。Bi-LSTM 提取出的特征表达作为

CRF	层的输入，与传统的 CRF	方法类似，进行序列标注， 终得到命名实体识

别的结果。	

	

1.2.3 智能问答 

自然语言处理的另一个重要应用是智能问答，这往往被看作是初级人工智能的

一种重要的表现形式。问答系统的研究在自然语言处理领域历史悠久，图灵测

试描述的就是一种不被人察觉机器与人差异的问答系统。通过图灵测试的系统

会被认为拥有人类智能。	

智能问答主要有三类方法：1）信息检索[17]；2）知识库和知识图谱[18]；3）
机器学习，尤其是深度学习[8]。以下对这三类方法进行具体的介绍。	
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信息检索：利用信息检索的方法，将问答系统看作是信息检索的一个任务，即

通过问题去检索出正确的答案，或者包含正确答案的文档。传统的信息检索主

要利用了一些关键词，信息检索指标（BM25）等，对所需检索的结果进行排

序。为了能够回答问题，往往还要跟信息抽取技术相结合，从检索的结果中抽

取出能够回答问题的信息。基于信息检索来实现的问答系统，往往很难直接给

出精确的回答，并且准确率和覆盖率均较差。	

知识库和知识图谱：通过通过构建实体及其关系的知识图谱，在知识图谱上进行推

理回答问题。基于知识库和知识图谱的方法，常常可用于推理实体之间的关系。例如

“姚明的身高是多少?”根据知识库，可以通过实体“姚明”，以及实体的属性“身

高”，得到准确的答案。 

基于知识库和知识图谱的问答，包括两个关键技术。首先是知识图谱的构建。知识图

谱一般由三元组构成，即两个实体词和他们之间的关系。知识图谱的构建可分为以下

步骤：1）命名实体识别，即提取知识图谱中的顶点。知识图谱中的顶点一般是人名、

地名等实体词。前述命名实体识别相关的技术，常常运用在知识图谱的构建当中，用

于挖掘和发现知识图谱网络中的顶点；2）关系挖掘，或者实体链接 (entity 

linking)。这一步是为了获取实体之间的关系，也就是构建知识图谱中的边。例如 对

于两个实体 “成龙”和“房祖名”，需要通过关系挖掘的技术，来发现他们的实体关

系是“父子”。近年来，图嵌入 (graph embedding)的技术越来越多应用到了知识图

谱的构建当中[19], 通过将实体和实体之间的关系都表示成一个高维空间的稠密向

量，挖掘实体及其关系。 

其次是根据在知识图谱上进行推理。这里主要涉及到对问题的表示和语义的匹配与理

解。一种方式是根据语义解析(Semantic Parsing)[20], 将问题转化成一系列的逻辑

形式，再根据逻辑形式得到相应的查询语句，在知识库中进行查询，得到相应答案。

另一种方式是信息抽取[21]，先提取出问题中的实体，在知识图谱中查找该实体词附

近的子图，获得候选的答案，再进行排序。随着深度学习的发展，近年来通过

CNN/RNN 等改进的基于知识图谱的问答系统，取得了新的进展和更好的结果。 

基于知识图谱的问答有一个本质的缺陷，即只能回答答案是实体的问题。实际应用中

的许多问题的答案，都无法简单地通过一个或者多个实体词来回答。	

机器学习和深度学习：基于机器学习和深度学习的方法，将智能问答定义为文

本匹配的问题，即根据已有的问答数据或者信息，根据问题匹配，给出合适的

答案。通过深度学习的方法构建的问答系统，本质在做文本的语义匹配[8]。常

见的做法是将问题和候选答案均通过词嵌入进行表征，再通过 CNN/LSTM/GRU
等神经网络结构学习其表达形式，得到一个稠密的特征向量。 后通过全连接
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网络，得到问题和答案的匹配程度。此外，许多模型还会通过注意力机制，获

取问题与答案之间的交叉信息，提高答案的准确率。	

除此以外，问答系统中往往还包括一些内容信息，近似于阅读理解[22]。在这类

问题中，问题与提供的文本信息相关，答案可以从文本中获取。因此，通过深

度学习构建的问答系统，往往还需要引入除问题和答案之外的额外信息，参与

模型的学习与训练。这些额外信息的引入，一般的方式是与问题和答案共享底

层的词嵌入的学习与编码，再独立通过一个或多个神经网络进行学习和训练，

后参与注意力机制的交叉学习。	
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第 2 章 ⾯向医疗的 NLP 关键技术 

	

针对医疗领域应用的实际需求，在通用的 NLP 技术的基础上还需要进行一些优

化。在具体讨论医疗智能问答相关的技术之前，本章先针对医疗特定的应用背

景，讨论	医疗实体扩展、医疗同义词发现和医疗意图识别等三个具体的技术，

以及结合医疗领域应用需求的优化方法。	

	

2.1 医疗实体扩展  

汉语对症状、疾病等医疗实体的描述多样，实体信息丰富。但是已有的实体词

典数量较少，因此需要对实体词进行挖掘和扩展，提高自然语言处理过程中实

体词的覆盖，提升模型的准确率。	

对实体词扩展的挖掘，缺少足够的训练样本和数据。因此采用了半监督的方

式，对实体信息进行挖掘和扩展。其具体的算法流程如图 2.1 所示。和已有的

命名实体识别的工作类似[7]，本报告针对医疗实体的扩展，将问题看作一个多

分类问题，即对语料中的每个词，判断是否为实体，以及属于哪个实体。由于

缺乏足够的训练数据，本报告根据已有的医学字典，通过规则对数据中的实体

和类别进行标注，训练后扩充医学字典，并继续重复上述过程，使得新标注的

数据能够不断扩充训练数据，提高实体覆盖。	

	

	
	

图 2.1	医疗实体扩展方法。	
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已有的分词算法，常常会将汉语的实体分为多个词，例如“细菌性肺炎”会被

分为“细菌性”和“肺炎”，从而丢失的重要的实体信息。本报告在训练数据

的处理中，考虑到类似的组合性实体词的情况，在利用已有分词工具的基础

上，还考虑了多粒度的词组，作为实体词的候选。具体来说，考虑了 uni-
gram，bi-gram，3-gram，4-gram	的词组信息。	

上述词组信息虽然充分覆盖了可能的实体词，但是也大大增加了数据的复杂

性。因此，根据互信息的计算组合词中词与词的相关性，保留了 准确的词

组。互信息的公式如下：	

	

MI 𝑤$, 𝑤& =
#(𝑤$, 𝑤&)
#𝑤$ ∗ #𝑤&

	

	

其中 MI	利用了两个词共现的次数，计算它们之间的相关性和互信息。	

在获取了较高的实体词覆盖后，利用已有的词向量训练方法，如 word2vec[3]或
GloVe[4]	等，在大规模语料上训练词向量作为特征，并辅以一些已知的实体词

和关系信息。本报告中采用了 xgboost[23]	进行模型的训练与预测，得到预测的

实体词结果和实体词的类型。	

由于实体词整体数量较少，本报告的方法中还考虑到充分利用模型预测的结果

来扩充训练数据进行迭代。预测结果的实体词及关系有两方面的作用：1）可以

直接作为分词的字典使用，提高分词的准确性；2）作为特征使用，对训练数据

的特征和标签进行扩充。 终本方法将 3	万实体词扩充到了 40 万，有效丰富了

实体词的范围，为后续模型的优化提供了数据支撑。	

	

2.2 医疗同义词挖掘 

在上一节挖掘医疗实体词的基础上，还需要考虑实体词之间的同义词关系。医

疗领域广泛存在着同义词的现象，即针对同一种疾病/症状/药品等，不同人

（医生和患者，甚至不同教育背景的医生）有不同的表述方式。例如，医学比

较规范的说法“发热”，可能被表述为“发烧”；“发绀”，也常常被称为

“紫绀”。	

医疗普遍存在的同义词，对医疗相关的自然语言处理任务都带来了较大的挑

战。一方面，医疗知识图谱的构建，需要将同义词的实体进行合并，以控制知
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识图谱结构的复杂性和准确性，保证实体的准确匹配和在知识图谱中的推理；

另一方面，在智能问答、文本匹配等问题中，对同义词直接匹配和替换处理，

效果优于向量表征和相似度的方法。	

针对医疗同义词，其准确性的要求很高，因此需要医学专家的参与和审核。本

报告中提出一种大规模的，基于众包的人机交互系统，用于医疗同义词的挖掘

和匹配，其具体算法流程如图 2.1.	该方法设计的思想是：算法对相似实体的候

选对进行召回，由医学专家 终确认同义词结果。新标注的数据可补充迭代进

入训练数据同步迭代算法。算法中综合考虑实体在文本中的相似性和医疗实体

空间的相似性，获取语义相近的同义词对。其主要步骤包括：1）通过海量医疗

数据和实体字典，计算实体之间的语义相似度，构建实体的相似关系图；2）根

据实体词相似网络的结构特征，利用 Laplacian 进行图频谱分解获取图上实体词

的特征向量，并通过谱聚类得到实体词的一个聚类结果；3）医学专家标注，得

到准确的结果，并进入模型进行迭代优化。以下对其中涉及的两个关键步骤，

即相似关系图构建和相似实体聚类进行具体阐述。	

	

	
	 	

图 2.2	医疗同义词挖掘框架	
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相似关系图构建：本报告中采用语义级别的相似性，来构建实体的相似关系

图，其核心是计算实体词的词向量，再通过多维度的距离度量，计算相似性。

词向量的计算方法有多种。首先可以根据海量的医疗语料数据，结合已有的实

体字典，根据 word2vec	或者 GloVe	等词向量的计算方法得到实体对应的词向

量。根据词向量算法的特性，同义词的词向量，在词向量对应的高维稠密空间

更加接近。同时，根据实体相似关系图，结合图嵌入(graph	embedding)相关的

技术，如 node2vec[24]	等，也可以得到实体词的另一种高维空间的表示形式。

对于这些词向量的表示，可以通过多种距离度量的方法来计算相似性，如 cos	
距离，欧式距离。对于每种距离的度量方法，可灵活地设置阈值，来判断两个

实体词之间是否相似，并对相似的实体词之间建立一条边。也可将实体词的相

似性作为边的权重，构建有权图。可将实体的相似关系图表示为	G = (N, E),	其
中 N 代表实体词，E 代表实体词之间的相似关系。两个实体词之间建立一条相

似关系的条件是：Sim 𝑛$, 𝑛& < 	𝑡ℎ𝑟𝑒𝑠ℎ𝑜𝑙𝑑。其中 Sim	代表一种距离度量的方

法。或者直接以Sim 𝑛$, 𝑛& 	作为边的权重。	

相似实体聚类：根据已有的相似关系图，希望从中挖掘语义相同的同义词。本

报告引入了基于拉普拉斯变化(Laplacian)	的图频谱分解，获取实体基于拉普拉斯

矩阵的特征向量；再对特征向量进行聚类，得到一系列同义词的聚类。在这

里，将聚类看作图论中的一个分割问题，即将一个图分割成若干个子图，子图

内部顶点的相似性（边的权重）尽可能高，而与外部的相似性尽可能低。因此

基于图论的分割优化如下目标：	

	

	

通过聚类的方法挖掘同义词的好处是：医疗同义词往往不是一对，而是多个。

通过聚类得到的一个簇可同时覆盖了所有的同义词，更加准确。	

 

2.3 意图识别 

	

对于医疗智能问答来说，理解问题的意图非常重要。对于一般的通用问答系

统，意图往往通过一个稠密的向量来表示。这个稠密的向量通过多层神经网
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络，或者自动编码机	(auto-encoder)等技术产生，综合表达出问题的语义、意图

等各种信息。	

对于医疗这样一个垂直领域来说，意图可以有根据领域来设计的更加全面的定

义，因此医疗领域的意图识别，可以看作是一个多分类的问题。本报告中，参

考医学专家的意见，将用户的意图分为 5 个大类：疾病、症状、药品、检查、

手术。同时每个大类还可继续划分小类，例如手术可包括小类：风险、并发

症、后遗症、术后康复等。根据这些具体的分类信息，将医疗领域的意图识别

看作多分类问题来解决。	

	

	

	

图 2.3	医疗意图识别模型网络结构	

	

对于自然语言处理的多分类问题，通过构造深度神经网络的结构来训练和预

测。如图 2.3	给出了医疗意图识别模型的网络结构。训练的网络包括两个主要

部分：1）如图上方红色框内，利用的是直接的文本信息。文本信息首先通过词

嵌入等方式进行初始化，得到通过词嵌入表示的特征矩阵。对这个矩阵进行两

两交叉，得到了一个维度为	N	*	N	的特征矩阵，其中 N	是词嵌入的维度。这个

方法，可将不同长度的文本信息进行归一化。在这个特征矩阵的基础上，通过

多层的卷积神经网络和相应的池化层进行特征提取，得到表征文本信息的特征

向量。2）如图下方红色框内，利用了文本中的词性信息（Part	Of	Speech,	
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POS）。这里引入了词性的信息，有助于表达词的属性。词性信息利用已有的一

些工作和工具进行预测，这里不进行赘述。词性信息通过全连接网络进行特征

提取，也得到根据词性信息获取的特征向量。对于两部分获取的特征向量，拼

接后通过两层全连接网络，和一个 softmax 函数，输出得到多分类问题中不同

类别的概率。	

在实际的模型训练和预测过程中，标注的训练数据十分有限，制约了深度学习

模型的使用和准确率。这里采用了一些简单的数据增强的方法，对训练数据进

行扩展。数据增强的思路是：对训练数据中的实体词，通过之前挖掘的同义词

进行替换。例如：“我发烧 39 度能吃泰诺么？”“泰诺”是一个药品的实体，

可找到“泰诺”的同义词有：阿司匹林，布洛芬等。因此可构造出新的训练语

料：“我发烧 39 度能吃阿司匹林么？”，“我发烧 39 度能吃布洛芬么？”。

通过这样的方式，可对训练数据进行扩展，提升实验的效果。	

	

算法	 Top	1	 Top	2	 Top	3	

LR	 0.83	 0.935	 0.95	

SVM	 0.85	 0.94	 0.97	

DL-no_POS	 0.86	 0.95	 0.97	

DL-no_DA	 0.92	 0.96	 0.98	

DL	 0.935	 0.97	 0.985	

表 2.1	不同算法进行意图识别的 Top-K 准确率	

	

如表 2.1 中给出了不同算法进行意图识别的 Top-K 准确率。除了本报告中提出的

基于深度学习的方法外，还比较了两种传统自然语言处理任务中常用的算法，

即 Logistic	Regression	(LR)	和支持向量机	（SVM）。根据表中的数据有几点发

现。首先，基于深度学习的算法（本报告提出）的准确率均高于传统的浅层模

型的方法 LR	和 SVM。这是因为深度学习的方法有更强的特征表达和泛化能力。

其次，增加	POS	信息，以及	数据增强	的方式，均对基于深度学习的方法有提

升。其中，本报告方法中不采用 POS	信息的话，top	1	准确率为 0.86，采用 POS	
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信息则提高到 0.935；类似地，数据增强的方式也使得深度学习的方法能够从

0.92 的准确率提高到 0.935.	 后，如果考虑多分类	top	3 的准确率的话，本报告

提出的方法准确率可达到 0.985.	这一准确率可以应对绝大部分医疗问答相关的

任务。	
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第 3 章 基于深度学习的医疗智能问答与⽂本匹配技术 

	

在医疗问答系统中，文本匹配是 关键与核心的技术之一。本章将首先梳理深

度问答模型的框架，并具体介绍框架中各层涉及的具体技术方案。其次，考虑

具体的实现，本章还将讨论实际模型训练过程中超参数和模型训练的方法。

后，本章将讨论提高深度问答模型效果的模型融合和集成方法。	

	

3.1 深度问答模型 

深度问答，本质上是包含上下文（context）信息的文本匹配问题。近年来随着

基于深度学习的自然语言处理技术发展，问题的解决方案已逐渐形成了一套模

块化的框架结构，如图 3.1	所示。	

	

图	3.1	基于深度学习的问答系统整体框架结构	
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当前基于深度学习的问答系统有非常清晰的层次化结构框架，可包括：表征

层，学习层，交叉层，输出层。以下对这些结构中常见的模型算法进行具体介

绍。	

表征层：表征层是智能问答框架中 基础的一层。在这一层中，输入的文本信

息中的每个词将表征为稠密的词特征向量，作为后续各层的输入。表征层 常

用，也是 直观的方法是词嵌入,	即通过大量的语料预训练每个词的向量表达作

为输入，如	第	1.2.1	节的相关介绍，这里不再赘述。事实上，这是 2012 年至

2015 年 常见的表征层构造方式。现阶段表征层的技术已经不再局限于词嵌

入，逐步开始有多种方式的组合，具体包括：	

• 字符嵌入：对于中文语料来说，采用词嵌入的方式往往还依赖于准确的

分词技术。分词错误会从输入的源头影响模型的效果。同时，中文的单

字往往具有丰富的语义信息，词的概念往往是多个单字语义的延伸。因

此，研究中文单字的表征方式是已有词嵌入技术的重要补充。字嵌入一

般有两种生成的方式：1）第一种利用已有的词嵌入方法，把独立的汉字

(字符)当作词来处理，可直接复用已有的任何词嵌入方法进行训练。实际

使用时，可通过平均池化	(average	pooling)	等方法将一个单词对应的字向

量转化为词向量。2）第二种方式引入了卷积神经网络[25],	称为 char-
CNN.	Char-CNN	通过多层卷积神经网络对字符的表征进行预处理，得到

终的表达形式。其缺点是计算量会相对已有预训练词嵌入的方法更高。

本报告中，主要采用的第一种字符嵌入的方式。	
• 词特征：词嵌入通过词的顺序关系来学习词的表达，具有语义线性可加

等多种特性，因此在一段时间内，传统自然语言处理的特征被忽略。近

期的一些研究发现，将词自身的一些特征，如词性，是否是实体等作为

词特征向量的一部分引入到模型中，对模型的效果提升较大[26].	本报告

中，针对智能问答和文本匹配的具体应用，还考虑了词的共现特征，

即：一个单词是否也出现在答案（问题）中。词的共现特征，可以被认

为是进行文本匹配过程中，比较文本相似的 hard	attention 特征。与后续

将要介绍的 soft	attention 相比，hard	attention	更加直接，但是无法处理

一些同义词的情况。在本报告后续的实验中，词特征考虑了实体词、词

性以及 hard	attention 的相关特征。	
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本报告后续介绍的模型和算法，默认采用了上述三种方式，即词嵌入、字符嵌

入和词特征的组合作为表征层的构造方式，构造时将三者的表达特征通过拼接

的方式输入到学习层。	

	

学习层：学习层有时候也叫编码层	(encoding	layer),	其目的是通过神经网络强大

的学习表征能力，将表征层的输入进一步学习，得到一个特征向量。学习层的

方法一般有两种：基于卷积神经网络（CNN）或者循环神经网络（RNN）。由于

自然语言往往是不定长的序列，采用处理序列化数据的循环神经网络较为普

遍。 简单的循环神经网络遵循如下公式：	

ℎ= = 𝜎?(𝑊?𝑥= + 𝑈?ℎ=DE + 𝑏?)	

𝑦= = 𝜎H(𝑊Hℎ= + 𝑏H)	

简单的神经网络在实际使用的过程中，往往很难训练收敛，因为其存在梯度

爆炸或者梯度弥散的问题。后续的改进，如 LSTM[27]和 GRU[28]等，均通过合

理的门的设计，使信息在深层网络传递中不会丢失。	

LSTM[27]	的设计中，考虑了遗忘门，输入门，输出门，和一个	cell	state。遗忘

门、输入门和输出门的计算，其输入都是[𝑥=, ℎ=DE],	但是参数不同，并通过一个

激活函数判断门是否激活。𝑐=	是	cell	state，由上一时刻的	𝑐=DE和输入得到。如

果遗忘门	𝑓=取	0	的话，那么上一时刻的状态就会全部被清空，然后只关注此时

刻的输入。输入门	it	决定是否接收此时刻的输入。 后输出门	𝑜=	决定是否输出	
cell	state。如下是 LSTM	的计算公式。	
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GRU[28]是 2014 年提出的方法,	其采用的也是门的设计，思想上借鉴了 LSTM。

但是其参数更少，计算效率更高，并且在很多任务中，得到了与 LSTM	相近的

结果，因此也得到了广泛的应用。和 LSTM	相比，GRU	的更新只取决于一个更

新门(update	gate),	如下公式中	𝑧=。	

	

在实际的系统中，为了加强学习层模型的学习和表达能力，往往还会采用双向

的 RNN	(LSTM/GRU	)	或者多层的	RNN	（LSTM/GRU）。前者是为了考虑自然语言

的顺序信息，即一些重要的信息可能出现在当前文本之后。后者主要从模型的

学习和表达能力考虑，期待通过更加复杂的模型，更多的参数，有效表达文本

中的信息。考虑计算复杂度和模型增加实际的效果，一般看到的都是不超过两

层的 LSTM 网络。	

	

交叉层:		交叉层是为了让智能问答中，问题和答案之间的信息进行充分的交叉

和学习。交叉层一般通过一个 attention 矩阵实现，如图 3.2 所示。首先，学习

层 lstm 的输出，可分别表示为问题和答案的两个矩阵	Q	和	A。对这两个矩阵，

通过一个参数矩阵 U	对	Q	和 A	进行学习和变换，得到一个新的矩阵 G。这里，

G	实际上代表了	问题和答案中每个单词的向量内积的结果（当然包含了参数矩

阵 U 的变换），因此也常被称为 attention 矩阵。对这个 attention 矩阵，分别

做	列和行的池化操作，即可分别得到问题和答案的 attention 权重。再与原矩阵

进行加权，即可获得分别代表问题和答案的特征向量。	
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图	3.2	交叉层 attention	矩阵的实现	

	

在实际的问答系统中，由于考虑到了一些已知的信息，例如参考资料文献等，

除了问答外，还需要考虑跟这些参考资料之间的交叉。实际的模型中，可以让

问题、答案、资料之间两两交叉，得到三对共六个特征向量，作为交叉层的结

果。交叉层的所有特征向量，一般通过拼接的方式，得到一个大的特征向量，

进入到输出层。	

	

输出层：输出层是整个系统的 后一层，根据交叉层得到的特征向量，输出层

需要得到 终的预测结果。一般来说，输出层的结构比较简单。一种方式是通

过两层全连接网络，将拼接后的特征向量输出。	

	

𝑜 = 𝜎(𝑊N𝜎 𝑊EℎE + 𝑏E + 𝑏N)	

	

这一方法一般简单有效，两层神经网络也有足够的表征能力根据交叉层得到的

特征向量进一步得到 终的结果。	

一些工作中在输出层没有将交叉层得到的特征向量拼接，而是直接计算问题和

答案表征向量的 cos	距离。这种方法从直观上更具有物理意义，因此得到了广

泛的使用。实际的使用中，其效果一般不如前一种方法。因为两层全连接网络

的表达能力会强于后者。	
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3.2 超参数与训练⽅法 

第 3.1	章中介绍了智能问答系统中采用的深度文本匹配的模型框架。实际的系

统中，参数的选择和训练方式也是重要的研究课题。本小节将结合前述深度智

能问答的技术框架，讨论损失函数的设计和优化方法，并讨论在深度学习和自

然语言处理有效的一些技巧。	

损失函数：在智能问答中，一般采用 hinge	loss	作为损失函数。这是因为问答的

匹配程度一般是 pairwise 的比较，而不是绝对的正确与否。Hinge	loss	的损失函

数计算方法如下：	

	

𝐿 = max	(0,𝑚𝑎𝑟𝑔𝑖𝑛 − 𝑠X +	𝑠D)	

	

上式的含义是：优化正例和负例之间预估分的差距，当差距大于 margin 时则不

再优化。在该式中，margin	是一个重要的参数，margin 大小的设计影响模型优

化的结果。当 margin 过大时，正例和负例之间已有足够的区分，继续优化容易

使模型过拟合；反之，margin 过小则使模型欠拟合。实际任务中，margin 的大

小可通过多次实验来调整和优化。	

	

优化方法：深度学习模型一般通过随机梯度下降（SGD）的方法对模型进行优

化。在 SGD 中，需要设置一个合适的学习率（learning	rate）。学习率的大小影

响模型的收敛速度和 终效果。学习率大时，模型能够快速学习，但是在 优

解处无法收敛，得到 优解；学习率小时，模型学习速度慢，且容易陷入局部

优解，无法得到真正的 优解。因此，当前随机梯度的使用时一般是采用的

带有衰减（decay）的学习率[29]。另一方面，研究者还提出了多种基于 SGD 的

优化方法和改进。其中本报告中主要采用了 adam[31]方法，其结合了动量优化

方法[30]	和	动态调整学习率的优化方法[32],	可以作为当前大多数深度学习任务

的首选优化方法。Adam	的计算方式可表示为如下公式：	

m = 𝛽E ∗ 𝑚 + 1 − 𝛽E ∗ 𝑑𝑥	
v = 	𝛽N ∗ 𝑣 + 1 − 𝛽N ∗ 𝑑𝑥N	
x+= 	γ ∗ m/( 𝑣 + 	𝜀)	
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dropout：dropout	是深度学习模型训练的一个重要技巧。Dropout	是指，在一层

神经网络中，将一部分神经元随机丢弃进行训练。在预测时，则根据所有神经

网络参数的结果进行预测。Dropout	在深度神经网络的训练中， 主要起到了抗

过拟合的作用。直观解释，dropout	使得模型中各个神经单元之间没有强依赖

性，提高了整个系统的鲁棒性。从机器学习的角度，dropout 训练的过程相当于

在训练多个模型结构的网络，并共享参数。从数据的角度，dropout 类似于随机

森林中的数据采样过程。在实际的工程实践中，dropout 参数一般设在 0.2	到
0.4 之间。	

	

归一化	(normalization)：归一化的思想是指，在网络训练过程中，使得结果（输

出信号各个维度）的均值为 0，方差为 1。在 终输出时，再通过参数还原向量

的尺寸信息。一种做法是对模型训中的每个 mini-batch	进行归一化处理，称为	
batch	normalization	[33].	对于 RNN	等循环神经网络，对每一层进行归一化处

理，称为	layer	normalization	[34].	对 LSTM	进行 layer	normalization 的计算方法如

下，其中函数 LN	代表对其中的结果进行归一化的操作。	

	

	

位置编码（position	encoding）：在自然语言处理中，词在句子中的位置包含重

要的语义信息，，而这部分往往不能简单通过词向量的方式来体现。因此，研

究者提出了位置编码的方式[22],	在词向量表征的基础上，增加位置信息。位置

编码的计算方式如下：	

	

其中	d	代表向量的维度，J	代表一个句子中单词的个数。	在本报告中，对问

题、答案和其他信息的表征中，都默认添加了位置编码的信息。	
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3.3 模型融合与集成学习 

基于深度学习的自然语言处理相关任务中，模型自身的设计和机制会引入一定

的随机性，具体包括：批更新和随机梯度下降，dropout，参数随机初始化等。

这些做法实质上导致了任何一次单独训练的模型和结果，都没有在已有数据基

础上做到 优。通过模型融合的方式，可以很简单地提升 终的准确率。	

模型的随机性：深度学习的模型设计中，有如下环节引入了随机性：	

• 批更新和随机梯度下降：深度学习的模型训练中一般采用了批更新	(batch	
update)	的方式。这里的 batch，是指一批训练数据。训练数据的使用过

程中，一般会对训练数据的顺序进行随机化，称为 random	shuffle.	因
此，模型的训练过程中引入了随机性，同时导致随机梯度下降的优化方

向，每次训练时结果都存在一定的差异。	
• dropout：如前文描述，dropout 在一层神经网络中，将一部分神经元随

机丢弃进行训练。因此，每次训练过程中，模型丢弃的神经元是随机

的，两次实验结果之间也无法完全复现。	
• 参数随机初始化：在深度学习模型训练中，几乎所有的参数都是采用的

随机初始化。随机初始化会影响模型 终的学习和收敛，使同样的模型

和超参数的情况下模型的结果也各不相同。	

	

由于模型中天然蕴含了一定的随机性，模型 终的结果一般还存在提升的空格

键。在机器学习的研究中，通过集成学习的方式将多个弱分类器变为一个强分

类器。	

	

集成学习	（ensemble	learning）:	集成学习有多重方式，包括	bagging，boosting	
和 stacking 等。本报告中采用了 bagging 的方式，将多个弱分类器聚合为一个强

分类器。	

bagging 背后的数学原理是大数定律。假设每个弱分类器的准确率为 q,	那么至少

有一半分类器预测准确的概率如下式：	

	

	

p = 2N +1
i

!

"
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%
&.q2N+1−i.(1− q)i

i=0

N

∑
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根据这一公式，可以计算出不同准确率的情况下，以及不同模型个数集成的结

果，如图 3.3.		

	

图	3.3	不同模型准确率和模型个数 bagging 后的准确率	

	

当模型的准确率大于 0.5 时，多个模型的 ensemble 的结果会逐步提升整体的准

确率。理论上，当模型的个数足够多时， 终模型融合的准确率趋向于 1.	

值得注意的是，这里的假设是模型之间互相是独立的。如果模型之间存在了强

相关性，上式则不再成立。在我们的任务中，模型之间并非完全独立，但是通

过这样的方式，也可以有效提升模型 终的预测效果。	
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第 4 章 医疗智能问答系统与应⽤ 

本章将根据基于深度问答的技术，构建一个具体的应用系统：医疗智能问答系

统。实际的应用系统中，不仅要考虑模型相关的准确率和优化，也要考虑实际

系统的可用性等。本章将在第 3 章深度学习相关问答技术的基础上，讨论实际

的医疗智能问答系统的设计方案，并对系统进行评估。	

	

4.1 应⽤背景 

随着人口老龄化的来临，我国的医疗资源日益紧张，而医疗需求不断增长。利

用人工智能辅助医生、提高医疗系统运转效率是发展的必由之路。医疗问答的

具体定义是：用户（患者）提出具体的问题，系统通过人工智能技术向用户提

供相应答案。例如：	

Q：宝宝发烧了怎么办？	

A：如果不超过 38.5 度可以先考虑物理降温，超过 38.5 度则需要及时到医院就

诊。	

医疗问答是辅助医患沟通的重要工具，可以嵌入在医生随访系统中，帮助医生

及时回复患者的问题，也可作为参考知识供患者及家属学习。	

医疗问答同时也能满足用户的泛医疗需求，即用户对医疗知识、日常保健等医

疗健康知识的获取。医疗问答可以更加精准地满足用户的需求，而不需要用户

从大量信息中进行筛选。	

	

4.2 系统设计 

医疗问答系统的设计包含如下模块：1）数据准备部分，需收集整理问答相关数

据，并归一化和去重，并存入问答库；2）离线模型训练部分，根据前述步骤获

取的离线数据进行模型训练，同时将问答库通过 Elastic	Search	进行索引；3）在

线部分，根据用户的问题请求，查询候选答案，并基于模型的结果进行排序，

终得到问题的答案。医疗问答系统的设计如图 4.1	所示。	
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图 4.1	医疗问答系统设计及框架	

	

数据准备：医疗问答系统所需搜集的数据主要是问答相关数据。本系统在构建

过程中，爬取了网络主要医疗问答平台的公开问答数据，包括	寻医问药、好大

夫等，共抓取了超过 2000	万条医疗问答数据。数据在抓取的同时，还获得了平

台对问答的科室分类信息，如	呼吸科、消化内科等。这部分数据在获取后，通

过向量相似性进行归一化和去重，得到问答数据库，并建库和索引，供上游模

型训练和预测使用。	

	

离线模型训练：基于深度学习的医疗问答技术和文本匹配技术在第 3 章有具体

的介绍。在实际的应用系统中，一般采用如图 4.2	的双路形式进行训练。在训

练过程中，同时引入了一个正例（一般为原问题的答案）和一个负例（一般为

随机选择的某个答案）。	模型预估的结果，通过一个 hinge	loss	进行计算和优

化，得到 终的结果。在离线模型训练部分，还需要对问答库通过 Elastic	
Search 进行索引，方便检索。ES	是一个开源的搜索引擎框架，可以方便地将问

答对构建成索引。给出一个问题，可以从 ES	库中检索出，相似的问题及其对应

的答案。ES	还支持一些高级的检索设置，例如	根据之前抓取到的科室信息，检

索过程中可指定问答对应的科室进行检索。	
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在线问答：在线环节中，输入为一个问题	q。根据问题	q，首先从 ES	库中检索

出	N	个候选的问答对。候选的问答通过前述的深度学习模型进行排序， 终输

出得到答案。	

	

	
	

图 4.2	智能问答系统模型训练框架	

	

4.3 系统评估 

本小节	对	医疗智能问答系统进行评估。评估从三个角度去考虑：1）模型的准

确率；2）用户/专家盲测；3）系统可用性，如延时等。	

	

模型准确率：与构造训练数据的方式类似，可以构造出 pairwise	的数据用于评

估模型的准确性。对于一个问答对，包含问题	q	和答案	a，同时从问答库中随机

选择一个答案	a’	为	负例。当模型预测的结果，答案	a	的匹配程度高于	答案	a’
时，说明模型预测正确。		
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模型	 准确率	

深度问答基线	 0.950	

hard	attention	 0.958	

soft	attention	 0.959	

both	attention	 0.963	

	

表	4.1	深度问答模型准确率	

	

本报告中根据前述方法，构造出	10	w	条测试数据用于测试，其准确率数据如表	
4.1 所示。表中分别给出了采用深度学习问答方法的一个基线方法（不采用

attention），以及采用	hard	attention，soft	attention	和两种 attention 机制的方

法。从表中可以看出，不采用 attention	方法，模型的准确率已经高达	0.95.	而
两种	attention	分别可使模型的准确率提高	0.8%	和	0.9%。当两种 attention 机制

都被采用的情况下，模型的准确率可提高到 0.963。	

	

用户盲测：本系统还邀请了普通用户进行盲测。盲测的方法是，请每个用户任

意提出 10 个医疗相关的问题，由系统回答，请用户标注答案和问题的相关性。

在测试中，我们邀请了 10 位用户，每位用户提出了 10 个问题，共计	100	个问

题。标注中，99 个回答被评测为是相关的。	

医疗问答中，一个问题往往可以有多个相关的答案，这些答案均能提供有效的

信息。例如：宝宝发烧了怎么办？	答案可能有：1）物理降温；2）看医生；

3）推荐药物等。因此，智能问答系统中提供多个答案，也能帮助用户获取更多

的有效信息。在用户盲测中，我们还尝试给用户的每个问题提供 3 个相关的答

案。在这一测试中，90%的问题给出的 3 个答案均为相关的答案，85%的问题给

出 3 个答案给用户提供了更丰富的信息。	

	

系统可用性：系统的可用性主要考察了系统延时。在实际系统中，每天会产生

新的数据，因此至少需要每天通过 batch 的方式对模型进行更新。同时，在预

测的过程中，用户输入一个问题后得到答案的过程需要尽可能快，减少预估的

延时。考虑系统可用的具体要求，在实际系统中，对模型采用了参数共享的方
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式。具体来说，问题和答案输入的词向量，表征层的 lstm 等均共享了一套参

数。在这种情况下，模型的准确率没有下降，训练时间减少了 60%。对实际系

统的测试显示，返回一条预测结果仅需	20	ms，满足了实际系统的应用需求。	
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第 5 章 结论与展望 

5.1 报告总结 

医疗是关乎国计民生的大事，和每个家庭、个人都息息相关。随着社会经济的

不断发展和进步，人民群众对医疗健康的需求日益增长，对医疗服务的质量要

求也越来越高。人工智能技术与医疗领域的结合，是缓解上述矛盾，满足人民

医疗健康需求的重要途径。	

本报告研究了当前以深度学习为代表的人工智能技术在医疗问答领域的应用，

并研究实际的医疗问答系统的设计和应用。本报告的主要内容和贡献可分为三

个方面：	

1. 面向医疗领域的自然语言处理关键技术，包括医疗实体扩展、医疗同义

词发现和医疗意图识别等三个具体的技术。针对医疗领域的特殊应用场

景，在实体识别和扩展中引入了医疗实体字典，并通过多轮标注和迭代

进一步扩充；面对医疗同义词发现，采用多种表征方法，利用无监督的

聚类算法将同义词聚类，再通过专家标注进行迭代；对于医疗意图，在

多分类模型的通用框架基础上，还引入了 POS	信息，并通过数据增强的

方式，提高了算法的准确性。	
2. 基于深度学习的医疗问答技术，本报告总结了其通用技术框架，将基于

深度学习的问答技术模块化，即表征层，学习层，交叉层，和输出层,	并
详细阐述了每一层具体实现和关键技术。对于模型训练中的技巧和超参

数调整，本报告也给出了实际应用的建议和方法。	
3. 医疗智能问答系统的设计和评估，本报告从实际系统出发，完整设计了

真实的医疗智能问答系统的所有模块，并阐述了前述相关技术在其中的

具体应用。本报告还对系统进行了评估，不仅评估了模型的准确性和用

户盲测的反馈，还从真实系统的角度考察了系统的延时、模型迭代更新

等可用性指标。	

	

5.2 研究展望 

本报告聚焦在医疗问答相关技术和应用系统。展望未来，还可从如下角度进一

步研究和深入：	

1. 答案的分析，聚类与生成：医疗领域的答案往往没有标准答案，从不同

角度的回答没有对错，但是包含了更加丰富的信息。未来医疗智能问
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答，应该能够综合多个不同的答案的信息，对答案进行分析和聚类，提

取出不同答案的要点，再通过文本生成的方式，产生一个新的答案，充

分涵盖各种信息。	

2. 更多信息，如知识库、医疗文献的引入：本报告研究的医疗智能问答系

统，主要从已有的问答数据出发。未来还可考虑引入医疗知识库、医疗

文献等信息，将问答更加泛化为基于知识库的问答和阅读理解形式的问

答。这样的问答系统，可以涵盖更多的问答类别，并且更加具备科学性

和权威性。	
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