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内 容 摘 要

少样本目标检测是近年来计算机视觉领域中的一个前沿研究方向。目前的基于深度

学习的目标检测方法通常依赖大量数据，然而这在一些实际应用中无法满足。这对少样

本目标检测算法提出了要求。本文对少样本目标检测任务中的若干关键问题展开研究。

首先，本文回顾了近年来学术界在少样本学习和少样本目标检测领域的研究现状。在此

基础上，本文分别从知识和数据两个角度出发，探索解决少样本问题的途径。在基于知

识的少样本目标检测方法，本文分析了迁移学习在少样本条件下存在的问题，研究了基

于元迁移学习的少样本目标检测方法。在基于数据增强的少样本目标检测方面，本文对

跨域少样本问题进行了分析，并利用领域迁移和伪标注实现数据扩增，通过自监督数据

增强方法提升少样本情况下目标定位的精度。本文在基准数据集上进行了测试，实验结

果表明，本文采用的方法达到或超过的了同类型方法。本研究中的方法也应用到了实际

工程中。实践表明，本文的方法对于解决实际场景的少样本目标检测问题具有显著的积

极作用。

关键词：少样本，目标检测，元学习，迁移学习，数据增强
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Abstract

Few-shot object detection is a cutting-edge research direction in computer vision
community. Existing deep learning-based object detection methods rely on
massive data, which can not be satisfied in certain practical applications. This
puts forward a demand for few-shot object detection algorithms. This research
report studies certain key problems in few-shot object detection. Firstly, it
reviews the current research area of few-shot machine learning and few-shot
object detection. Then, it explores solutions from the aspects of knowledge and
data. In knowledge respect, this report analyzes the issues of transfer learning in
the context of few-shot object detection, and studies the meta-transfer learning
method. In the data augmentation respect, this report studies the cross-domain
few-shot detection. It augments the original data via domain-tranfer and
pseudo-labelling, and improves the object location accuracy by means of
self-supervised data augmentation. The methods are evaluated on benchmark
datasets. The adopted methods achieve or outperform the current methods. The
methods in this report are also applied in practical applications. With these
methods, the few-shot detection are improved significantly.

Keywords: Few-shot, object detection, meta-learning, transfer learning,

data augmentation.
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第一章 绪论

近十年以来，随着深度学习技术的迅速发展，一些基于大数据驱

动的机器学习方法在诸多计算机视觉任务上取得了显著的进步。然而，

在许多实际应用场景中（例如医疗应用、军事应用等），数据和标注

的数量非常有限。一些传统的基于大量数据的方法在这种情况下表现

不佳。因此，学术界和工业界对解决少样本机器学习（Few-shot

machine learning）问题提出了强烈的需求[1]。

少样本目标检测（Few-shot Object Detection, FSOD）[2][3][4][5][6]

是少样本机器学习在计算机视觉领域的一个重要研究课题，也是一个

非常具有挑战性但却具有巨大应用价值的研究方向。当前计算机视觉

领域关于少样本问题的研究主要聚焦在图像分类任务上[7][8]。而与

图像分类任务相比，少样本目标检测任务则更贴近现实需要。给定一

些基础类别的样本和少量的模型从未见过的新类别的样本（目标框位

置和类别），少样本目标检测任务希望获得一个模型：对于少量的新

类别标注样本，该模型不仅可以检出基础类别（base class）和新类别

(novel class)的物体，而且要在图像中找到这些物体的位置。因此，相

比于少样本图像分类任务，少样本检测任务的难度更大。

当前学术界对于少样本目标检测方面的研究尚处于起步阶段。主

要方法集中在如何将原有的大数据方法适配到少样本问题上。但是这

并没有从根本上解决少样本问题。基于大数据学习的方法本质上是基

于统计机器学习范式，通过从大量数据中发现知识。然而，在少样本
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情况下，这样的要求显然是无法达到的，这导致纯粹的数据驱动在少

样本上无法发挥作用。

图 1. 少样本图像目标检测示意图

解决少样本问题的关键是如何利用先验知识[1]。人类在少样本上

的快速学习能力得益于先验知识的积累。在机器学习问题中，先验知

识不仅包括模型的结构，也包括模型的初始化参数，模型的优化方向

等各方面。先验知识可以通过人工设计得到，也可以通过一定的机器

学习方法获得，通常二者会相互结合。

少样本问题出现在许多任务上，例如在计算机视觉中，有少样本

图像分类 [7][8]、少样本目标跟踪[9]等。我们的研究工作聚焦在少样

本目标检测这个相对前沿的问题上。我们继承了前人工作的基础，例

如分析少样本问题的成因，少样本问题的解决方向等。但是在具体的

研究思路上与前人方法不同。

在这份研究报告中，我们总结了少样本问题的研究范式。我们认

为，基于知识与数据共同驱动的方法是一个重要的研究范式。基于研

究范式的分析，我们从算法和数据两个方面探讨了少样本目标检测中
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的方法。在算法方面，我们主要关注基于元学习[10][11]的少样本目

标检测方法。我们分析了一些常规的迁移学习方法在少样本情形下失

效的问题，并基于类别相关参数分析和元迁移学习来解决这个问题。

在数据方面，我们主要关注样本生成方法。我们分析了领域转移问题

造成的少样本现象，并通过跨域迁移学习和伪标注方法解决这个问题。

同时我们也研究通过自监督方法来扩增目标检测少样本，从而提升少

样本检测中目标定位的质量。

少样本目标检测具有很强的实际意义价值[12][13]，典型的应用

场景包括遥感图像目标检测、医疗图像分析、单图像人脸识别、个性

化目标检测等，该项技术的突破也会为人车重识别、目标跟踪、行为

检测等相关的研究领域起到帮助作用。我们在实际应用中验证了我们

的方法，获得了较好的效果。

在接下来的章节中，我们首先回顾少样本目标检测方面的研究进

展，并对其中的关键问题和解决办法进行了详细阐述。我们首先回顾

了少样本学习、目标检测和少样本目标检测的当前研究现状。然后我

们介绍针对少样本问题的解决办法。我们分别从算法和数据两个方面

进行了介绍，并提供了实验分析和应用验证。最后我们总结了整个研

究工作。
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第二章 基础理论、模型与前人工作

在这一部分中，我们从少样本学习理论、目标检测算法和少样本

目标检测任务这三个方面来简要回顾前人工作。

2.1少样本机器学习

少样本学习[1]的基本动机是，我们希望机器学习模型在学习了一

定类别的大量数据之后，对于新出现的类别，其只需要少量的样本就

能完成快速学习。在大数据学习中，我们期望通过从大量的数据中抽

取任务专有的知识。然而在少样本问题中，由于数据缺乏，这就要求

我们充分借助先验知识的作用。解决少样本问题，借助先验知识是问

题的核心。而从利用先验知识的不同角度来划分，解决少样本问题通

常可以从数据、模型和算法三个研究角度入手。

图 2. 解决少样本问题的三个角度示意图

（1）数据
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此类方法的基本出发点是通过扩增训练数据来弥合算法和模型

在少样本学习与大样本学习上的差距。通常基于一定的先验知识来扩

增样本数量和多样性。

（2）模型

此类方法的基本出发点是通过约束假设空间 H，来避免模型的优

化方向进入不合理的区域。通常需要借助一定的先验知识约束优化区

域可以降低模型对于数据量的要求。

（3）算法

此类方法的基本出发点是借助先验知识来搜索模型初始初始参

数或优化的起始点，从而可以更快的接近优化的最终目标。

基于以上的几个主要方向，学术界提出了各种少样本方法。例如，

在数据层面的先验知识上，通过手工设计的数据扩增方法[20]，或者

学习得到的数据增强算法，提高样本数量和多样性。利用无标注数据

或粗标注数据，通过半监督或弱监督学习来减小少样本上的过拟合情

况。

在模型层面，通过多任务学习来借助其他任务与数据的映射关系

学习不同任务的模型中共享的参数部分。通过嵌入学习来将样本映射

到同意的嵌入空间，通过相似性度量来进行类别判别。此外还有外部

记忆学习和生成式学习方法。

在算法层面，我们通过元学习来获得“学习如何学习”的元知识

[11]，从而实现快速适应新任务。通过搜索策略学习来避免学习过程

落入错误的局部搜索空间，从而加快学习过程。
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2.2图像目标检测算法

图像目标检测研究经过几十年的发展，已经成为计算机视觉领域

最大的研究社区之一。尤其是最近十多年来，随着深度学习技术的快

速发展，目标检测技术有了飞跃性的进步。

现有主流的目标检测方法主要可以分为两大类：（1）两阶段

（Two-stage）检测器，（2）单阶段（One-stage）检测器。 两阶段

检测方法通常在检测性能上有较好的表现，但是却在效率上不如单阶

段检测方法。

2.2.1 两阶段目标检测算法

两阶段检测器是指检测器先对图像进行候选目标区域提取，再对

候选区域进行识别。代表性的方法包括 R-CNN[14]、Faster R-CNN[15]、

Mask R-CNN[16]、Cascade R-CNN[17]等。

R-CNN[14]系列方法是在诸多两阶段检测方法中最有代表性的

方法。在检测的第一个阶段，它首先使用 selective search方法来生成

候选区域。在第二个阶段，它对各个候选区域进行识别。由于检测器

要对每个候选区域进行特征提取，这造成了很大的计算压力。

随后涌现出一大批在 R-CNN基础结构上的改进方法，从速度和精

度方面提升了性能。例如，SPP-Net和 Fast-RCNN[15]方法在图像上

只进行一次特征图提取，复用骨干网络得到的特征图，从而避免了重

复的特征提取过程。Faster R-CNN通过将 selective search替换为区域

报告网络（RPN）进一步提升了性能。Mask RCNN[16]沿用了 Faster
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RCNN的思想，特征提取采用 ResNet-FPN的架构，另外多加了一个

Mask预测分支，并通过增加 ROI-Align来提高定位精度。Cascade

RCNN[17]则进一步分析了 IOU与正负样本之间的关系，并采用了级

联式的结构，几个检测网络针对不同 IOU阈值确定的正负样本，这

样，每一个级联阶段的检测器都专门检测 IOU在某一范围内的候选

区域，因此检测效果随着级联结构会越来越好。

2.2.2 单阶段目标检测算法

与两阶段检测不同，单阶段检测检测器主要的特征在于没有显式

的候选区域提取步骤。有代表性的方法包括 YOLO[13]，SSD[12]，

RetinaNet[18]等方法。

Overfeat是第一个集成了深度卷积神经网络的单阶段检测模型，

可以实现在一个网络中同时进行定位和分类。在此之后，许多单阶段

方法被提出，例如 YOLO[13]和 SSD[12]。YOLO在单个尺度图上进

行预测，因此检测速度非常快。但是由于单个尺度下对于不同目标的

检测效果较差，因此相比与两阶段方法在检测精度上有较大的差距。

目标的多尺度问题是目标检测中一个典型的问题，由于拍摄角度

的原因，以及不同类别物体自身的原因，目标会体现出不同的尺度和

比例。多尺度目标检测试图从不同的方式解决这个问题。例如，通过

在检测模型头部设计不同的尺度提取层，典型的方法是 SSD目标检

测方法采用的多尺度图的检测头网络。后续的 FPN[18]方法则进一步

在多尺度检测头设计上平衡了语义性和定位准确性。此外，通过扩张

卷积等方法，改变感受野范围，也是一种多尺度特征提取的实现方式。
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由于单阶段检测器没有显式的候选区域提取网络，因此网络结构

相对比两阶段检测方法要简单，但这也导致正负样本的不平衡等问题。

RetinaNet[18]等方法提出使用 focal loss来解决样本不均衡问题，显著

提升了单阶段检测的效果，拉近了其在检测精度上与两阶段方法的差

距。

总体来看，两阶段检测和单阶段检测追求的目标不同，两阶段检

测器更加追求检测的精度，而单阶段检测器则更追求检测速度与精度

的平衡。此外，上述方法均需要大量的训练样本，否则极容易造成过

拟合，因此不适用于样本量极少的情况下。

2.3少样本目标检测方法

少样本目标检测是一个相对较新的研究方向。相比于少样本图像

分类问题，少样本目标检测问题不仅需要检测图像中的目标的类别，

还要定位出目标的位置，因此难度进一步加大。由于问题本身导致样

本数量不足，因此完全依靠从现有数据中提取目标知识的可能性很小，

因此，必须借助各种先验知识来最大限度提高样本数据的利用率，提

高少样本检测模型的泛化能力。

现有的少样本目标检测方法可以分为如下几种：

（1）基于数据增强的方法。

基于数据增强的方法从数据的角度出发，试图通过扩充或者合成

新类别的样本数量缓解因为样本数量不足而导致的过拟合。例如，

Delta-encoder方法[4]通过从一个不可见的类别中的很少的样例来合
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成新的样本，然后利用这些合成的样本来训练用于对象识别的分类器。

可以缓解少样本带来的过拟合问题。

（2）基于迁移学习的方法

通过基于迁移学习的方法，微调大样本数据集上训练得到的网络，

使其适应到少样本数据的域空间。例如，LSTD方法[2]将源域模型与

正则化方法相结合，为少样本目标检测场景构造一个有效的目标域检

测器。但是不恰当的微调会破坏性的改变数据域与特征域的映射关系。

针对这个问题，TFA方法[5]发现，有针对性的微调某些层对于少样

本目标检测任务非常重要，因此详细的规范了微调的策略。

（3）基于元学习的方法

与前两种方法不同，元学习（meta-learning）旨在使得学习器获得

任务级的元知识，即“学习如何去学习”的能力，从而实现快速适应

新任务和少量标注的数据。例如，MetaDet[3]方法提出区分模型中的

类别相关参数和类别无关参数，通过基于任务的元训练来。FSRW[6]

方法则通过一定的策略，仅训练检测模型的最后一层使其快速适应新

的类别。

上述现有方法在不同的方面存在不同的优势，但也存在各自的缺

点和不足：

（1）基于样本合成的方法通过扩充数据，在一定程度上能够缓解

样本不足的问题，可以作为一种辅助手段；但是样本合成方法并没有

从根本上解决少样本问题，通过样本合成得到的数据往往不能够很好

的用于训练。
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（2）基于迁移学习的方法具有较长的研究历史，此类方法与各种

样本扩充的方法配合使用比较常见；但是迁移学习方法在少样本场景

下往往存在严重的过拟合问题。这是因为基于迁移学习的方法在本质

上仍然是学习基于数据驱动的专一模型和特征映射，这就导致方法存

在一定的瓶颈。

（3）基于元学习的方法试图从根本上解决少样本问题，具有较好

的可解释性，被认为是解决少样本问题方面非常有前途的研究方向，

因此近年来引起了学术界极大的研究兴趣；然而，目前的一些基于元

学习方法在少样本检测任务上往往发挥不出足够的效力，在性能上甚

至无法达到基于迁移学习的方法同样的水平。这需要进一步针对检测

任务的特殊性挖掘元学习的潜力。

一些前期的迁移学习的研究表明，在数据驱动的深度卷积模型中，

一些参数与类别强相关，这些参数对模型针对的类别改变（微调阶段）

非常敏感；而另一些参数则是类别无关或者弱相关，当类别变化的时

候，这些参数并不发生大的变化。如果在微调训练中不加区别的微调

所有参数，那么导致类别无关参数的变化过大，而类别相关的参数变

化不足。

而在基于任务的元学习模型中，元参数也具有类似的问题，如果

在元测试中不加区分的将元学习模型的所有参数向任务指向的具体

模型上特化，会导致元模型的性能发生极大的退化。这个问题在少样

本目标检测任务中尤为明显。为了提升基于元学习的少样本目标检测
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模型，需要解耦任务无关的元参数与任务相关的特化任务参数，有区

别的面向任务进行模型特化。

需要注意的是，解决少样本问题通常不能从单一的角度出发，而

应该从多个方面综合性的解决少样本问题。因此，本研究从算法和数

据两个方面解决少样本问题。
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第三章 基于元迁移学习的少样本目标检测方法

我们的研究内容主要从算法和数据两个方向展开。研究内容主要

分为两项：

（1）基于元迁移学习的少样本目标检测方法；

（2）基于数据增强的少样本目标检测方法。

在本章中，我们重点介绍基于元迁移学习的少样本目标检测方法。

3.1元学习范式

元学习（Meta-learning）[10]是解决少样本问题的一种重要的研

究范式。与当前绝大多数的“专有任务”模型不同，元学习旨在使得

机器学习模型获得“学习如何学习”的能力，使其能够快速适应新任

务。

元学习是以任务集（Task）来组织模型训练，这意味着元学习的

训练集和测试集是由许多不同任务构成的。因此，与专有任务模型类

似，元学习也分为训练和测试阶段。元学习的训练过程被称为元训练

（meta-training），元学习的测试过程被称为元测试（meta-test）。相

应的，每个任务的训练集通常被称为支持集（Support Set），测试集

被称为查询集（Query Set）。

元模型的学习过程通常以“片段（episode）”为单位进行迭代，

因此也被称为片段式学习（episode learning）过程。在训练中，从元

任务集中随机的选择 n个类别（n-way），并从每一类样本的数据集

中随机抽取 k+1个（k-shot）样本。从这些样本中，每类样本随机提
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出 k个样本作为支持集，剩余的样本作为查询集。在训练中，从支持

集的各个类别中随机选取一组样本，构成训练数据，送入到元学习模

型中进行训练。然后在测试中，从查询集中随机选取样本，测试模型

对其判断的结果。如此这样持续重复多轮，直到收敛。最终得出的模

型就是学习得到的元模型。

图 3. 元学习的片段式学习过程示意图

在学习过程中，元学习器不断向任务学习器展示各种任务，例如，

在一个批次中的任务是学习分类猫和狗，而另一个批次中学习的任务

是分类汽车和火车，那么最终学习器学习得到并不是某个专有任务的

知识，而是如何快速适应不同任务的要求，通过这个方法获得到“学

习如何学习”的能力。

3.2任务无关参数测量

在一个模型中的参数中，一部分是与具体任务相关的，我们将其

称为“任务相关参数（category-specific parameters）”，通常的表现

是，当模型在不同的任务和对应的数据集上训练的时候，这些参数会
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发生很大变化。此外还有一部分参数是与具体任务无关的，我们将其

称为“任务无关参数（category-agnostic parameters）”，与任务相关

参数不同，这些参数并不会因为任务的不同而发生较大的变化。通常

来说，在不同任务上做迁移学习的时候，要保持任务无关参数不变，

而学习任务相关参数。

在一些迁移学习中，造成迁移学习失效的一个重要原因是，当模

型在不同任务上迁移学习的时候，任务无关参数被破坏，而任务相关

参数却没有学到最有的结果。我们应该恰当的保持任务无关参数不变。

为了解决这个问题，我们需要解耦模型中的类别相关参数和类别无关

参数。沿着这个思路，一些方法通过手工设定的方式来指定模型中的

任务相关部分和任务无关部分。例如，基于元学习的MetaDet方法在

Faster RCNN目标检测模型的基础上，认为模型中的 RPN部分为任务

无关参数，而将其余部分作为任务相关部分，在元训练中固定 RPN

部分不变，而通过在不同任务上训练任务相关部分的参数，来迫使网

络获得元学习能力。

然而，由于神经网络模型复杂，网络参数众多，且模型参数的可

解释性差，我们很难通过人工指定的方式明确区分一个模型中哪些参

数是任务无关的，哪些参数是任务相关的。事实上，一个模型中还有

一部分参数可能介于二者之间。而对于一些单阶段检测模型，没有明

确的网络部件是像两阶段模型一样可以进行分割的，这就带来了很大

困难。类别相关程度是非常重要的超参数，如果不能有效区分不同的

参数，那么可能会导致少样本迁移学习失效。
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为了解决这个问题，我们通过元学习来学习网络中参数的类别相

关程度。我们设计了一种可学习的“探针结构”，它的目的是学习一

个网络中各个层的特征与目标类别的相关程度。如图 3所示，探针向

量被插入到各个层之间，用来感知各个层的类型敏感度和各个特征的

类型敏感度。

图 4. 带有探针结构的少样本目标检测模型示意图

在网络每层的梯度中，我们加入一个可学习的超参数，被称为“探

针（probe）”。在进行梯度下降优化的时候，反向传导的梯度与该

数值相乘，从而改变优化的尺度。这个过程可以形式化表示为：

( 1) ( 1)( )t t tL       (1)

其中，为某一个层的网络参数，为学习率，为该层的探针。以

上过程构成了元学习模式的内部循环（inner loop）。

在一次内部循环中，作为固定的参数，不进行更新。而在元学

习的外部循环（outer loop）中，给定任务集合 T，我们通过元学习器
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和大量的少样本目标检测任务集合来学习探针。这个学习过程也是

基于梯度下降的，可以形式化表示为：

( , ) ( , ) ( )L          (2)

其中，为探针参数，是检测器网络。

片段式迭代优化。通过在整个任务集上进行基于梯度下降的优化，

最终训练得到稳定的。各个层对应的的值越大，代表该层参数的

类别敏感度越小，反之则代表该层参数的类别敏感度约大。

3.3方法整体流程

训练的整体流程分为两个阶段：（1）元训练阶段，和（2）元测

试阶段。元训练阶段基于任务集合对元模型进行训练，元测试阶段使

用训练好的元模型在少样本类别上进行推理。其中，在元训练阶段又

包含：a.基础模型参数预训练，和 b.片段迭代式训练。

在元训练阶段，首先利用大量的基础类别（base class）样本，训

练一个目标检测基础模型（base model），这个过程与训练普通的大

样本目标检测模型没有差异。通过预先在 COCO[22]等带有目标标注

的大样本数据集上构造的大量的少样本检测任务，元特征学习器学习

得到具有强适应性的元特征，获得稳定的网络初始化参数 H。

之后，利用 3.2.2中介绍的片段式迭代训练，我们在任务集合 T

和对应的少样本数据支撑集（support set）和查询集（query set）上，

进行反复的内部循环迭代和外部循环迭代，通过探针超参数来确定网

络中的类别无关参数。最终得到元目标检测模型。
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最后，在元测试阶段，对模型输入少量的新类别（novel class）

样本，利用已经训练得到的元目标检测模型，快速学习得到新的目标

检测模型参数，并对输入样本进行推理。

3.4实验

3.4.1 数据集和基线方法

数据集。我们在 PASCAL VOC[23]数据集的基础上构建少样本数

据集。数据集被分成两个基本的部分，元训练部分和元测试部分。元

训练部分包含的目标类别是已知的，而元测试部分只包含未知的目标

类别。我们进一步将元训练和元测试部分分成了训练和测试两个子集。

这主要是为了让目标检测模型在元训练阶段或元测试阶段，在训练集

上进行训练，在测试集上评估训练升级得到的检测器。其中，元训练

集上的图像来自于 PASCAL VOC 2007 和 2012的 train&val数据集，

而元测试集来自与 PASCAL VOC 2007的测试数据集。

基础模型。我们在实验中选用了 SSD检测网络作为基础的目标

检测模型。SSD模型的网络结构较为简单，适合对其进行改进，也适

合进行性能分析。SSD模型具有比较基础的多尺度检测设计，这使得

我们不仅可以分析探针结构在骨干网络中的作用，也可以分析其在检

测头结构上的作用。因此，我们选用 SSD网络作为基础的测试模型。

事实上，探针结构并不针对某一种网络，我们可以将其应用到其他的

检测模型上。
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3.4.2 测试结果

基线方法。我们将其与MetaDet和 LSTD方法进行了比较，此外

还和标准的 SSD方法进行了比较。MetaDet也是一个基于元学习的方

法，此方法也是在 SSD模型上针对少样本问题进行的改进。LSTD是

一个基于迁移学习的少样本目标检测方法。它在大样本数据集上进行

预训练，然后在少样本数据集上进行迁移学习。

我们对基于探针网络 prob-SSD的少样本目标检测模型进行了测

试。如下表所示，并和Meta-SSD进行了对比。Meta-SSD方法不使

用探针结构，直接在少样本数据上进行训练，可以看到其性能较差。

表 1. 在 PASCAL VOC 少样本数据集上的比较表

Seen class Unseen class
Model Plant Tv Sofa mbike horse boat dog bike train sheep bottle person aero table bird mAP cow bus cat car chair mAP

MetaSS

D 3-1

6.3 29.3 26.5 40.3 46.6 17.8 36.2 30.8 34.9 34.3 3.4 12.6 36.3 29.5 23.9 27.2 32.3 29.1 37.9 25 6.2 26.1

MetaSS

D 3-5

7.1 25.3 32.2 40.2 51.9 23.9 37.1 30 40.6 30.1 4.5 15.4 31.9 29.1 25.3 28.3 26.2 31.2 40.4 29 7.3 28.8

MetaSS

D 5-5

8.1 32.7 39.4 35.9 43.7 18.1 40.1 27.2 39.6 33.3 6.6 13.7 33.1 26.2 21.1 27.9 34.7 27.5 43.4 25.8 7.4 27.8

Prob-S

SD 3-1

6.1 27.3 28.2 39 47.2 16.2 37.5 29.6 35.5 36.1 4.1 13.1 34.7 28.3 23.1 27.1 33.8 29.5 36.7 24.2 6.8 26.2

Prob-S

SD 3-5

7.6 21.8 33.1 41.8 50.1 27.2 36.6 29.2 39.5 32.5 4.9 17.1 32.3 28.8 23.3 28.4 27.5 32.1 42.4 28.6 7.5 27.6

Prob-S

SD 5-5

8.5 31.2 37.6 36.2 42.3 18.3 36.8 28.3 40.2 33.1 6.7 17.2 32.3 27.9 23.2 28.0 35.2 26.9 44.1 26.5 7.6 28.6

我们使用未加改进的 SSD模型，利用微调训练来测试比较探针

结构的作用。其中的 SSD模型在 COCO数据集上训练得到，再在少

样本测试集上进行测试。比较 SSD与 prob-SSD，其主要的区别在于

针对少样本情况的探针结构的使用。从下表可以看到，纯粹的微调方
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法在少样本情况下效果较差。而利用探针结构在性能改进中起到了很

大的作用。

表 2. 不同方法在 PASCAL VOC 少样本目标检测上的性能对比表

方法 SSD LSTD Meta SSD Prob-SSD

结果 21.5 28.3 27.8 28.6

在对比方法中，LSTD是一种有代表性的基于少样本迁移学习的

方法。比较 LSTD与 prob-SSD方法的测试结果，我们可以发现元学

习在快速的任务适应上具有优势。

3.5在 SAR 图像舰船检测应用中的验证

我们将上述的 prob-SSD方法应用于实际问题中进行测试。在这

个应用问题中，我们主要关注基于 SAR图像的海面舰船检测问题。

问题背景。合成孔径雷达(Synthetic Aperture Radar, SAR)具有全

天候天时且不受天气影响等特点，SAR遥感图像已经成为对地观测

的重要手段之一，在遥感领域发挥非常重要的应用。通过机载雷达或

卫星雷达，我们可以获得具有高分辨的遥感 SAR图像，从而可以用

来检测海面舰船等，为国防预警或海警监测提供重要的情报信息。

数据集。我们采用 SAR-SHIP[24]数据集作为训练和测试集。这

个数据集的图像主要来自我国的高分三号卫星 SAR图像数据和美国

的 Sentinel-1卫星的 SAR图像。前者和后者分别有 102景和 108景，

被切分成256 256 尺寸的图像块。其中共包含 43819个舰船目标。SAR

图像相比 RGB更难以收集和标注。SAR图像不同于 RGB图像，其
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特征不符合人的感知特点，因此需要专门的判读人员进行标注，因此

标注代价很高。

由于 SAR数据与 RGB数据有较大的差异，在实验中我们发现，

利用预训练模型微调的方法对于最终结果几乎没有帮助。然而，由于

SAR数量稀少，所以单纯使用 SAR图像和常用的迁移学习方法，则

会导致很严重的过拟合现象。

为了解决这个问题，我们借助少样本问题的研究思路，利用

prob-SSD来进行基于元学习的少样本目标检测。首先，我们在 RGB

数据集 DOTA、红外图像数据集 VEDAI和 SAR图像数据集

SAT-SHIP[24]上构建少样本任务集。构造 1-way 200-shot的元训练任

务集和元测试任务集。然后我们将 coco数据集上训练完成的 SSD300

目标检测模型作为基础模型参数，在其模型上添加探针结构。然后在

构造任务集上进行训练。最后，我们将训练得到的模型在 SAR-SHIP

数据集上进行微调训练，在这个过程中，我们固定探针参数不进行更

行。在 5个 epoach之后得到最终的检测模型。最终在测试集上达到

了 62%的测试精度。对比结果如下表。

表 3. 与基线方法对比结果表

对照组方法 mAP(%)

使用 SSD微调训练的结果 46.8

使用 prob-SSD训练的结果 61.1

一些样本的检测实例如下图所示。左图是使用 SSD方法检测得

到的结果，其中包含若干漏检的结果和误检结果；右图是使用

prob-SSD的结果，可以看到误检较少且定位比较准确。
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图 5. 检测结果实例对比图
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第四章 基于数据增强的少样本目标检测方法

从数据扩增的角度提升目标检测方法的性能，是解决少样本问题

的一个重要的途径。但是，一些研究表明单纯的扩增数据的数量并不

能有效的提升少样本目标检测模型的效果，甚至会导致模型性能的退

化。通常来说，少样本问题会与其他一些问题有连带关系，例如域偏

移（domain shift）, 正负样本严重不均衡等，因此必须有针对性的进

行数据增强。

在本章中，我们从两个方面对少样本目标检测问题背景下的数据

增强问题进行探索。

4.1 跨域少样本目标检测方法

造成少样本现象的一个重要问题是领域转移（domain shift）[21]。

机器学习中的基本假设是训练和测试数据是从相同的分布中提取的，

但是在实际情况中并不总是这样。训练数据和测试数据往往来自不同

的数据分布，这种分布不匹配将严重影响算法的性能。由于新的领域

中样本非常稀少，这构成了一类典型的少样本问题。

图 6. 左图是 GTA5 游戏中生成的画面，右图是真实拍摄的画面,二者

存在领域偏移现象。
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领域转移。训练数据的收集实际是一个采样过程。然而受到实际

条件的限制，采样过程并不能做到完全均匀采样，而且会引入一定的

数据分布的转移。如果测试数据与训练数据并不完全符合相同的数据

源域，二者虽有同类目标，但检测效果却可能相差很大。例如，在遥

感目标检测中，我们可能采集到的图像大多都是晴天条件下的图像，

但是在实际使用中却有很多是雾天的图像，这导致检测的效果相差较

大。在一些特殊的应用场景中，我们只有非常少的样本图像，因此不

得不通过计算机图形学技术来人工合成样本，但这也会导致训练样本

与现实世界中的样本存在较大的不同。

4.1.1 领域转移的概率化分析

我们可以通过概率的角度来分析领域转移问题。假设 I 是图像

的特征表示，C表示目标的类别，B是目标框的坐标，目标检测算法

实际是一个学习后验分布 ( , )P C B I∣ 的过程。

我们用S和T分别指代源域和目标域，那么 ( , , )sP C B I 和 ( , , )tP C B I 表

示训练样本的联合概率分布。当出现领域转移的情况时，

( , , ) ( , , )s tP C B I P C B I ，这就导致预测结果出现较大的偏差。

协方差转移假设。在跨域少样本目标检测问题中，我们要求源域

的边缘分布和目标域联合分布不一致时，即 s ( ) ( )tP I P I 时，两个域上

的条件分布应该达到一致，即 ( , ) ( , )s tP C B I P C B I∣ ∣ 。

然而，领域转移主要是由不同图像的边缘分布不同导致的。在跨

域自适应问题当中，源域图像和标注都是可以获得的，而在目标域中

只有少量图像，只有少量标注，或没有标注。



中国科学院自动化研究所博士后研究报告

29

在跨域少样本目标检测中，我们的任务是学习一个适合于未标记

目标域的物体检测模型，并要求在满足协方差转移假设下进行，即：

( , , ) ( , , )s tP C B I P C B I (3)

( , ) ( , )s tP C B I P C B I∣ ∣ (4)

图像偏移与目标偏移。在目标检测问题中，一般存在两类比较常

见的领域偏移类型：图像级别的偏移与目标级别的偏移。在贝叶斯定

理下:

( , , ) ( , ) ( )P C B I P C B I P I ∣ (5)

图像偏移的表现是 ( ) ( )s tP I P I 。给定一张图像，不+管图像源域还是目

标域，检测的结果应该不变。同样，在贝叶斯定理下:

( , , ) ( , ) ( , )P C B I P C B I P B I ∣ (6)

目标偏移的表现是 ( , ) ( , )s tP B I P B I 。给定一张包含某个物体的图像区

域，无论图像来自于源域还是目标域，检测得到的物体的类别应该相

同。

图像偏移和目标偏移在实际情况中往往同时存在。我们希望通过

生成跨域的训练数据的办法，来帮助目标检测模型在目标域上获得更

好的性能。

4.1.2 基于领域迁移和伪标注的跨域样本生成

现有的针对深度学习模型的跨域迁移方法，主要是在无监督范式

（UDA）下实现的[25]。通常需要收集大量的目标域的图像，并且在

进行跨域适应时的学习时间较长，很难做到快速适应。目前对于监督
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式的域适应研究较少。此外，由于无监督式跨域适应方法，目前学术

界主要关注的是相对比较容易的图像分类问题，在目标检测这样的复

杂任务上难以直接套用。

为了解决目标检测中的域适应问题，我们采用两种方法：（1）

领域迁移学习和（2）伪标注，来分别改善图像偏移和目标偏移问题。

二者存在各自的不同：如下图，领域迁移学习在源域图像基础上生成

近似符合目标域整体分布的图像，因此实例的标注是正确的，但图像

的整体分布只能接近于目标域；而伪标注使用目标域的真实图像，因

此图像的风格完全与目标域的分布相同，但是由于使用了伪标注，因

此标注的坐标并不足够精确。

图 7. 利用领域迁移和伪标注来进行样本扩增和逐级微调训练的过

程

领域迁移学习（DT）。源域和目标域图像级别的偏移主要体现

在低级特征上，主要是颜色、纹理等，而高级的语义特征则基本相同，

例如目标的种类相同、场景相同。我们生成整体分布相同的图像来捕

捉其不同，这可以是的目标检测方法更加鲁棒。为了达到这个目标，
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我们使用了一种图到图的风格迁移方法[26]，名为 CycleGAN[27]。用

它来学习从源域 X到目标域 Y的映射函数 G。同时也学习用目标域

Y到源域X的反向映射函数 F。一旦这两个映射函数可以成功学习到，

那么我们就可以将源域的图像迁移到目标域。由于这并没有改变目标

在图像中的位置，因此精确的目标标注坐标是可以得到的，这就可以

进行基于迁移学习的训练。

图 8. 基于 CycleGAN 的可见光到红外图像样本生成

伪标注（PL）。如果我们在目标域图像上完全使用源域上训练

得到的模型进行检测，那么检测模型有可能会完全失效，这种失效主

要表现并不是目标的定位不准，而是对目标的类别估计错误。在目标

域上使用伪标注来进行基于微调的训练，可以有效的改善性能。伪标
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注的目标是获得目标域上的图像的目标标注。假设 x是一个 RGB图

像。我们用 C代表图像中的目标集合的类别。z代表图像级的标注，

即，它表明了图像中有哪些目标，但没有目标的具体位置坐标。我们

用 b代表图像中的目标的坐标。在进行伪标注时，首先，我们使用在

源域上训练得到的检测模型进行目标检测，得到输出结果 D。D是一

个集合，其中包含每个目标检测结果 ( , , )d p b c ，其中 p表示该目标

属于类别 c且位置为 b的概率。然后，对于每一个类别 c，我们采用

置信度最大的检测结果。最后，我们在成对的 x和 b上采用微调训练

检测模型。

我们使用 DT和 PL方法来扩增样本。在训练中，我们交替的将

其二者的图像加入到训练图像中，提升训练效果。

4.2 基于自监督学习的目标定位数据增强

目前的少样本分类问题出现了许多的解决办法。然而相比于分类

问题，检测问题的精度却有比较大的差距。少样本目标检测问题相对

于少样本图像分类问题的一个不同之处在于其多了目标定位的要求。

由于二者的不同之处主要在于是否需要对目标进行定位，因此我们认

为重点应该增强少样本目标检测算法在目标定位方面的能力。

我们设计了基于自监督数据增强的方法，来提升少样本目标检测

条件下目标定位的精度。

自监督学习。自监督学习（Self-supervised learning）[28]旨在减

小机器学习模型对于样本标注的依赖。自监督学习方法通过模型自身

借助辅助任务来创建标注，减少对人工标注的依赖。在计算机视觉中
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的典型的辅助任务包括图像着色、图像修复、空间块补充或者时间线

补全等。通过这些辅助任务来学习更好的表示，或者增强模型在某些

方面的特性。

4.2.1 辅助任务的构建

构造辅助任务。利用自监督学习的一个重要问题是如何构造辅助

任务。为了增强少样本目标检测任务中的目标定位能力，我们构造了

两个辅助任务：（1）图像混叠；（2）目标替换。

 辅助任务 1：图像混叠。对于给定的包含不同目标的两个图像

A和 B，以一定的偏移量<x,y>将其叠加成一张图像 C。在图像

混叠位移中， ( , ) ( , ) ( , )(1 )i j i j i x j yC A B      ，其中是混叠系数，

,x y 是 A中目标框与 B目标框的中心点的相对偏移量。。

 辅助任务 2：目标替换。对于给定的包含不同目标的两个图像

A和 B，其 A是具有标注的少样本图像，B是不包含少样本类

别的图像，其中 AO 是图像 A中少样本目标的区域， BO 是图像

B中的任意目标区域，将 B 图中的 BO 区域替换为 AO ,得到 C 图

像。
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图 9. 构造自监督辅助任务的示意图

通过这两个方法，我们构造出一系列新的扩增图像。使用目标检

测模型对 C做目标检测。在训练时，将 C传递给检测模型，得到预

测值 z，在计算损失函数时候，对两个图片的标签分别计算损失函数，

也同样依据混叠系数对二者进行加权。损失函数形式化表示为：

( , ) (1 ) ( , )a bL L z y L z y    , (7)

其中，是混叠系数。

4.3 实验

4.3.1 数据集和基线方法

数据集。在这部分的实验中，我们使用了两种数据集。首先，我

们使用Watercolor2k来测试跨域目标检测问题。Watercolor2k[26]数据

集是一个水彩图像风格的数据集。其中包含 5个类别的，1000张图

像，3315个目标实例。其次，我们对 PASCAL VOC数据集进行了基

于自监督目标定位数据增强。PASCAL VOC数据集的 20个类别，我

们随机选取 5个类别作为 novel类别，剩下的 15个作为 base类别。



中国科学院自动化研究所博士后研究报告

35

在每个类别中，我们只取 10张样本。为了测试目标定位扩增的性能，

我们对每个样本进行 4倍的扩增。对于一个图像，我们随机从剩余 9

张图像中选择一张，将图像或目标覆盖到原图像上，偏移量<x,y>为

(1, / 2)x w ， (1, / 2)y h 中随机选取，其中 w是图像的宽度，h是图像

的高度。

4.3.2 测试结果

基线方法。我们使用 SSD300作为基础模型，其中的骨干网络被

替换为 mobilenet网络，为了获得更好的检测速度。输入图像被统一

归一化到300 300 像素尺寸。被对比的方法包括 YOLOv2目标检测模

型。

我们在 PASCAL VOC数据集上进行了对跨域少样本目标检测方

法进行了测试。我们使用 prob-SSD，对比的方法包括 SSD300和

YOLOv2目标检测方法。同时，也测试了 prob-SSD方法的结果。在

使用 DT方法中，对每张图像生成一张Watercolor风格图像。再使用

PL方法中，对每张Watercolor2k图像使用 VOC进行标注。然后把这

些图像送入到训练样本中。

如下表所示，我们对比了进行样本扩增和不进行样本扩增的结果。

结果表明使用样本扩增对于少样本目标检测的方法有明显的提升作

用。
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表 4. 基于 DT和 PL方法扩增图像的对比测试结果

方法 SSD300 YOLOv2 prob-SSD

无样本扩增 22.6 25.1 32.6

使用 DT 24.2 26.6 35.3

使用 PL 22.3 25.4 33.8

使用 DT+PL 24.6 26.5 36.2

接下来，我们测试自监督目标定位数据增强在少样本目标检测中

的作用。我们分别使用图像混叠和目标替换两种方法来测试效果，少

样本设定为 5-way+5-shot。两组方法我们分别扩增 4倍样本，而在同

时使用图像混叠和目标替换的对比项目种，两种方法分别扩增 2倍样

本。从下边可以看到，两种方法对于目标检测的效果均有一定的帮助

作用。

表 5. 目标定位数据增强方法的结果对比

方法 SSD300 YOLOv2 prob-SSD

无样本扩增 26.3 27.8 28.6

图像混叠（x4） 28.9 28.1 35.3

目标替换（x4） 28.1 28.3 33.8

图像混叠+目标替

换（x2+x2） 28.2 28.1 36.2

4.4 驾驶员行为识别实际应用中的验证

问题背景。在驾驶员行为识别中，我们需要通过图像判断驾驶员

是否存在危险行为：接打手机、抽烟和喝水。这需要用到目标检测技
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术。目前采集的训练图像绝大多数都是可见光图像。但是，在实际使

用中，我们使用的是红外图像。这是因为红外图像可以在夜间成像。

由于红外图像和可见光图像在成像方式上存在比较大的差异，因此会

造成领域转移，也导致了少样本问题。

数据集。我们收集了近 2,000张驾驶状态图像，但其中绝大多数

是可见光图像。少量的红外图像对于每个被测人仅有 3~10张。由于

在实际使用中需要用到的是红外图像的检测结果，因此这构成了典型

的跨域少样本问题。我们将数据集分成了训练集和测试集，其中，训

练集合包含 1,580张可见光图像，和 20张红外图像，测试集中包 345

张可见光图像和 5张红外图像。

图 10. 驾驶环境采集的驾驶员行为图像

利用跨域数据迁移来进行数据扩增。首先，我们采用基于

CyclyGAN方法进行从可见光到红外的样本生成。其中含有两个生成

器，生成器 A将数据从可见光图像域生成为红外风格的图像，生成

器 B则从红外图像生成可见光风格的图像,二者构成了对偶关系。如

下图，左图是利用跨域数据迁移得到的扩增图像；右图是真实的实用

红外摄像机拍摄得到的红外图像。
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图 11. 左图：利用跨域数据迁移得到的扩增图像；右图：真实的实

用红外摄像机拍摄得到的红外图像。

接下来，我们再使用自监督数据增强方法，扩增 20%的数据。其

中 10%的扩增样本采用了图像混叠，另外 10%采用目标替换方法进行

样本扩增。样本的偏移量<x, y>采用随机采样。经过图像扩增之后，

训练集的红外达到了16,000张，而测试集合中的图像数量达到了3500

张。

在此基础上，我们使用 SSD方法进行了目标检测，使用

MobileNet[29]作为骨干网络，这是由于MobileNet的参数量和计算规

模要远小于标准的 SSD中的 VGG19网络，这样有利于在移动设备和

低功耗设备上进行部署。

我们对最终结果进行了对比。使用MobileNet+SSD的网络结构。

从下表可以看到，相比于不使用样本扩增的方法，使用样本扩增对于

最终性能的有显著的提升。

表 6. 使用不同的样本扩增方法对结果的影响

对照组方法 mAP(%)

不使用样本扩增 57.2
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仅使用领域转移方法 63.5

领域转移+自监督增强 69.2
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第五章 总结

在这个报告中，我们总结了近期在少样本目标检测问题中的研究

内容。针对少样本目标检测问题的特点，我们从知识和数据两个方面

进行研究。在基于元学习的少样本检测方面，重点研究了基于元学习

的少样本目标检测方法。在基于数据扩增方面，我们针对跨域问题进

行样本扩增，提升定位准确性。我们将研究内容应用到了实际项目中，

取得了较好的效果。未来我们将进一步探索少样本机器学习问题，从

类脑认知层面探索少样本目标检测问题的解决办法。
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