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摘 要: 目的 度量学习是机器学习与图像处理中依赖于任务的基础研究问题。由于实际应用背景复杂，在大量

不可避免的噪声环境下，度量学习方法的性能受到一定影响。为了降低噪声影响，现有方法常用 L1 距离取代 L2

距离，这种方式可以同时减小相似样本和不相似样本的损失尺度，却忽略了噪声对类内和类间样本的不同影响。

为此，本文提出了一种非贪婪的鲁棒性度量学习算法———基于 L2 /L1 损失的边缘费歇尔分析( marginal Fisher anal-

ysis based on L2 /L1 loss，MFA-L2 /L1) ，采用更具判别性的损失，可提升噪声环境下的识别性能。方法 在边缘费

歇尔分析( marginal Fisher analysis，MFA) 方法的基础上，所提模型采用 L2 距离刻画相似样本损失、L1 距离刻画不

相似样本损失，同时加大对两类样本的惩罚程度以提升方法的判别性。首先，针对模型非凸带来的求解困难，将目

标函数转为迭代两个凸函数之差便于求解;然后，受 DCA( difference of convex functions algorithm) 思想启发，推导出

非贪婪的迭代求解算法，求得最终度量矩阵;最后，算法的理论证明保证了迭代算法的收敛性。结果 在 5 个 UCI

( University of California Irrine) 数据集和 7 个人脸数据集上进行对比实验: 1) 在不同程度噪声的 5 个 UCI数据集上，

MFA-L2 /L1 算法最优，且具有较好的抗噪性，尤其在 30%噪声程度的 Seeds 和 Wine 数据集上，与次优方法 LDA-

NgL1( non-greedy L1-norm linear discriminant analysis) ) 相比，MFA-L2 /L1 的准确率高出 9% ; 2) 在不同维度的 AＲ和

FEI人脸数据集上的实验，验证了模型采用 L1 损失、采用 L2 损失提升了模型的判别性; 3 ) 在 Senthil、Yale、OＲL、

Caltech和 UMIST人脸数据集的仿真实验中，MFA-L2 /L1 算法呈现出较强鲁棒性，性能排名第 1。结论 本文提出

了一种基于 L2 /L1 损失的鲁棒性度量学习模型，并推导了一种便捷有效的非贪婪式求解算法，进行了算法收敛性

的理论分析。在不同数据集的不同噪声情况下的实验结果表明，所提算法具有较好的识别率和鲁棒性。
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Ｒobust distance metric learning algorithm based on nongreedy solution
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2. University of Chinese Academy of Sciences，Beijing 100049，China

Abstract: Objective Distance metric learning，which is task dependent，is an essential research issue in machine learning

and image processing. As a usual preprocessing step for classification and recognition，distance metric learning method

enhances the performance of machine learning methods，such as clustering and k-nearest neighbor. This kind of method

aims to learn the underlying structure of distribution given the semantic similarity or labels of samples. The optimization goal

of distance metric learning is to shrink the distance between similar pairs and expand the distance between dissimilar pairs.
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With the development of machine learning，many distance metric learning methods have been proposed and applied success-

fully. These methods use L2 distance to measure loss. However，the L2 distance amplifies the influence of noise with the

square operation，because of the unavoidable noise resulting from the complex application background. This situation may

make the observed dissimilar and similar pairs respectively appear to be further apart and closer than in fact，which mis-

leads the learning. Thus，the existence of noise leads to the poor performance of distance metric learning in machine learn-

ing and pattern recognition. Existing robust distance metric learning methods usually adopt L1 distance rather than L2 dis-

tance，aiming to diminish the distance scale of pairs simultaneously and thus reduce the influence of noise. However，by

adopting a kind of loss for similar and dissimilar pairs，these methods neglect the different optimization directions between

intra-and interclasses. Therefore，a robust distance metric learning algorithm based on L2 /L1 loss with nongreedy solution

is proposed. This method adopts more discriminative loss and improves the recognition performance in the presence of fea-

ture noise. Method Based on marginal Fisher analysis ( MFA) method，the proposed model adopts L2 and L1 distance to

measure the loss of similar pairs and dissimilar pairs，respectively. In details，it considers the influence of noise on intra-

class and interclass scatters separately. Affected by noise，the observed similar pairs may be closer than the truth，and the

observed dissimilar pairs may be further apart than the truth，which may leads that the punishments on pairs is not enough.

Adopting L2 /L1 loss，L2 distance gives more punishments on similar samples than L1 distance does，and L1 distance gives

more punishments on dissimilar samples than L2 distance does. However，the model is nonconvex，which is involved with

both minimization of L2 norm and maximization of the L1 norm. Hence，the existing solution for trace ratio problems are not

suitable for the objective function. This makes the object difficult to solve，thus a nongreedy solution is derived. First，the

objective function，which is a ratio，is transformed into a difference of two convex functions during each iteration. This

process makes the object easy to solve. Then，inspired by the idea of the difference of convex function algorithms ( DCA) ，

an iterative algorithm with nongreedy solution is derived to solve the object，and a projection matrix is learned. Analyzing

the algorithm，in fact，an auxiliary function of the object is generated during the iteration，which makes sure that the value

of objective function decreases. Lastly，a theoretical analysis of the iterative algorithm is performed to ensure the conver-

gence of the proposal. Ｒesult Synthetic experiments are conducted on five UCI ( University of California Irrine) datasets

and seven face datasets with noise. The nearest neighbor classifier based on the learned matrix is used to compare the per-

formance of related methods. The proposed method outperforms other methods in terms of accuracy. First，when 5%，

15%，25%，and 30% feature noise is added on five UCI datasets，MFA-L2 /L1 achieves the best performance and exhibits

robustness against noise. In addition，the accuracy of MFA-L2 /L1 is 9% higher than the second-best method. Second，

during the accuracy comparison with varying dimension of projection based on AＲ dataset，the proposal beats MFA，which

validates that using the L1 loss for dissimilar pairs makes the proposal more discriminative. During the accuracy comparison

with varying dimensions of projection based on FEI dataset，the proposal beats LDA-NgL1 ( non-greedy L1-norm liner dis-

criminant analysis) ，which validates that using the L2 loss for similar pairs makes the proposal more discriminative. Lastly，

based on five face datasets with noise，MFA-L2 /L1 behaves better than other methods in terms of robustness. Conclusion

This study proposes a robust distance metric learning method based on L2 /L1 loss，which adopts different losses for similar

pairs and dissimilar pairs respectively. To solve a nonconvex object，the object is transformed into a difference of two con-

vex functions during each iteration. By virtue of the idea of DCA，an iterative algorithm is derived，which generates an aux-

iliary function decreasing the object. The convergence of the algorithm is guaranteed by a theoretical proof. Based on the

public datasets，several series of experiments with different levels and types of synthetic noise are executed. Ｒesults on dif-

ferent datasets show that the proposal performs well and is robust to noise based on the experiment datasets. Future research

will focus on local distance metric learning in the presence of label noise，because the label noise makes the observed distri-

bution deviate from the true distribution more than the feature noise does.

Key words: distance metric learning; robustness; non-greedy algorithm; marginal Fisher analysis ( MFA) ; classification

and recognition; L2 /L1 loss
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0 引 言

度量学习是机器学习与图像处理中的基础研究

问题( Bellet 等，2014; Moutafis 等，2017 ) ，具有重要
的研究价值与意义。从度量函数类型角度分析，度
量学习方法可分为线性方法和非线性方法，均旨在

学习一个线性马氏矩阵( 可分解为投影矩阵) 或非

线性变换，使得相似样本距离更近、不相似样本距离
更远。该方向的研究已广泛应用到图像检索 ( Dai
等，2018 ) 、人脸识别 ( Hu 等，2014; Guillaumin 等，
2009) 、行人再识别 ( Liao 等，2015; 张晶和赵旭，
2017) 、跨模态检索 ( Liong 等，2017 ) 、跟踪 ( Hu 等，
2016;霍其润 等，2017; Zhang等，2017) 等领域。
在给定样本相似性或标签的前提下，传统的线

性方法通过定义损失来学习一个马氏矩阵 M 或投
影矩阵W( M = WTW ) 作为输出。当投影矩阵非满
秩时，度量学习方法可看做一种降维方法，因此度量

学习与诸如流形学习一类的降维方法有着密切的联

系。大部分方法常基于二元组或三元组样本相似性
建立损失。其中，Xing 等人 ( 2002 ) 提出的 MMC
( Mahalanobis metric for clustering) 、Hoi 等人( 2006 )
提出的 DCA ( discriminative component analysis ) 和
Xiang等人( 2008) 提出的针对聚类和分类的马氏度
量方法是早期基于二元组关系的经典代表性方法。
基于三元组关系，代表性方法包括 LMNN( large mar-
gin nearest neighbor) ( Weinberger和 Saul，2009) 以及
后续的 SCML ( sparse compositional metric learning )
( Shi等，2014) 等。受线性方法的启发，非线性方法
常将数据扩展到核空间或利用深度神经网络学习一

个非线性度量( Lu等，2017) 。但这些工作都是基于
L2 距离建立损失，易受实际应用的噪声干扰，其性
能受到一定影响( Ke和 Kanade，2005) 。
如何针对噪声环境构建一个鲁棒的度量学习算

法，是提升该情境下分类和识别性能的关键点

( Wang等，2014 ) 。传统方法常假设类内和类间样
本均服从两个不同的高斯分布，因而模型采用 L2 损
失( Xiang等，2008) 。但实际应用中，噪声的存在往
往使得观测分布偏离真实分布，采用 L2 距离反而会
同时扩大样本距离的尺度，加剧观测分布与真实分

布的偏离程度。因此，在考虑噪声的情况下，一部分
工作转而采用 L1 距离作为损失 ( Kwak，2008; Nie

等，2011) ，其本质是假设类内样本和类间样本均服
从两个不同的拉普拉斯分布( Zhang 等，2016a) 。由
于 L1 损失可减小样本距离尺度以降低噪声对方法
的影响，很多学者基于 L1 损失提出了一系列卓有成
效的方法。例如，非监督情况下，PCA-L1 ( principal
component analysis based on L1-norm maximization )
( Kwak，2008) 采用 L1 损失取代 L2 损失，最大化目
标方差，提升了算法的鲁棒性。有监督情况下，基于
L1 损失的线性判别分析 ( L1-norm-based linear dis-
criminant analysis，LDA-L1) ( Zhong 和 Zhang，2013 )
方法和 Wang等人( 2014) 利用 L1 损失提出的度量
学习方法，取得了一定效果。但这类方法均采用逐
向量的贪婪式求解算法，未对投影矩阵进行整体求

解，其优化效果并不太理想。Liu 等人 ( 2017 ) 在
LDA-L1 的基础上，推导了一种非贪婪的矩阵整体求
解算法，提升了 LDA-L1 的性能。
然而，上述方法存在两方面的问题。一方面，这

些方法本质上并未从判别性的角度对度量进行提

升。L1 损失同时减小类内和类间距离尺度，并未在
减小类内散度的同时增大类间散度。因此，要提升
方法的判别性，应在扩大类内样本距离尺度的同时

减小类间样本距离尺度。这样可同时扩大两类损失
的惩罚程度，以更好地提升算法的鲁棒性和判别性。
另一方面，类内样本和类间样本应考虑不同的损失

( Ye 等，2018) 。
鉴于上述分析，基于边缘费歇尔分析( marginal

Fisher analysis，MFA) ( Xu 等，2007; Xiong 等，2014 )
方法，本文提出了一种采用 L2 /L1 损失的非贪婪的
鲁棒性度量学习方法，以同时最小化类内样本的 L2
距离和最大化类间样本的 L1 距离为目标，加大对两
类样本的惩罚程度，提升算法的判别性。针对目标
函数非凸带来的求解困难，将目标函数转化为迭代优

化两个凸函数之差进行求解。随后，受 DCA ( differ-
ence of convex functions algorithm) ( An 和 Tao，2005)
思想启发，推导了一种非贪婪的迭代求解算法 MFA-
L2 /L1，从理论上分析了迭代过程的收敛性。随后在
公开数据集上进行了大量仿真实验，结果表明，本文

MFA-L2 /L1方法具有一定的优越性和鲁棒性。

1 相关方法

给定训练样本集 X = ［x1，x2，…，xN］∈ Ｒd×N ，



Vol． 25，No． 9，Sep． 2020

1828

xi 是第 i 个含有 d 维特征的训练样本。对于样本
对，有 ( xi，x j ) ∈ S或 ( xi，x j ) ∈ D，其中，S是相似
样本集，D是不相似样本集。记待学习的投影矩阵
为 W∈ Ｒd×m ，其中，m表示投影向量的个数。
1. 1 基于 L1 范数的线性判别分析
考虑到 L2 损失容易受噪声影响 ( Ke 和 Ka-

nade，2005 ) ，Zhong 和 Zhang ( 2013 ) 提出了基于 L1
损失的线性判别分析( LDA-L1 ) 。该方法致力于在
目标函数下学习一个投影矩阵 W，具体为

max
W

∑
c

i = 1
ni ( 珔xi － 珔x)

TW 1

∑
c

i = 1
∑
xj∈ci
( x j － 珔xi )

TW 1

s. t. WTW = I

( 1)

式中，珔x是总体样本均值，珔xi 是第 i 类样本的均值，
ni 表示对应第 i 个类别的样本个数，c 表示总类别
数，x j∈ ci表示第 j个样本 x j属于第 i个类别类 ci ，

( x j － 珔xi )
T 表示列向量 x j － 珔xi 的转置。与传统线性

判别分析 ( linear discriminant analysis，LDA) 不同的
是，该目标函数采用 L1 损失刻画类内散度和类间散
度。由于目标函数同时涉及 L1 范数最大化和最小
化，求解较为困难，LDA-L1 通过贪婪的逐向量优化
算法求得最终投影矩阵。为了改善贪婪式求解算法
在模型式( 1) 中的不足，Liu等人( 2017) 提出了 non-
greedy L1-norm LDA( LDA-NgL1 ) 算法，该方法对投
影矩阵进行整体求解，相对贪婪算法有一定的性能

提升。
1. 2 边缘费歇尔分析(MFA)
线性判别分析假设类内样本和类间样本均服从

高斯分布，但真实数据成因复杂，难以满足高斯假设

( Xu等，2007) 。针对这一限制，MFA( Xu 等，2007 )
根据样本之间的近邻关系重新定义了类内散度与类

间散度，基于该目标函数学习投影矩阵 W，具体为

min
W

∑
xij∈SM

xT
ijW

2
2

∑
xij∈DM

xT
ijW

2
2

( 2)

s. t. WTW = I
式中，xij 是关于相似或不相似样本对 ( xi，x j ) 的差

向量，xij = xi － x j ，行向量 xT
ij 是列向量 xij 的转置。

此处采用样本对关系形式表示 MFA，SM 和 DM 分别

是基于内部图 GS = { X，AS} 的相似样本集和基于

惩罚图 GD = { X，AD} 的不相似样本集。两个图 AS

和 AD 的连接权定义为

AS ( i，j) =
1 i∈ N +

kS ( j) 或 j∈ N +
kS ( i)

0{
其他

( 3)

AD ( i，j) =
1 i∈ N －

kD ( j) 或 j∈ N －
kD ( i)

0{
其他

( 4)

式中，N +
kS ( i) 表示与第 i个样本具有相同标签的 kS

近邻集，N －
kD ( i) 表示与第 i 个样本具有不同标签的

kD 近邻集。该目标函数可直接通过特征向量分解
实现求解。然而，由于 MFA采用 L2 距离度量损失，
该方法受噪声影响较大。

2 方 法

2. 1 基于 L2 /L1 损失的鲁棒性度量学习模型
由于实际应用中不可避免的噪声，数据的观测

分布易偏离真实分布，特征噪声下的观测样本与真

实样本分布可能如图 1 所示。

图 1 特征噪声下的观测样本与真实样本分布图
Fig． 1 Distribution of the observed samples and true samples

in the presence of feature noise( ( a) intraclass; ( b) interclass)

考虑 L2 距离和 L1 距离具有不同的尺度性，基
于图 1 进行分析，特征噪声对度量学习的负面影响
可能表现在类内和类间两个方面。一方面，如图 1
所示的类内情况，噪声可能使得相似样本的真实距

离比观测距离更远。类内样本应该采用尺度更大的
距离损失，加大对该类样本的惩罚，使得同类样本间

尽可能压缩、距离更近。因此，该情况下采用尺度较
小的 L1 距离定义类内损失，可能使得惩罚程度不
够;采用尺度较大的 L2 距离定义类内损失可加大对
类内样本的惩罚程度。另一方面，如图 1 所示的类
间情况，噪声可能使得不相似样本的真实距离比观

测距离更近。与类内情况相反，类间样本应该采用



第 25 卷 /第 9 期 /2020 年 9 月 曾凡霞，张文生 / 非贪婪的鲁棒性度量学习算法

1829

尺度较小的损失，加大对类间样本的惩罚，使得类间

样本尽可能分离、距离更远。因此，该情况下采用尺
度较小的 L1 距离定义类间损失，可加大对类间样本
的惩罚程度。综合噪声对两类样本不同优化方向的
影响，采用 L2 距离定义类内样本损失、L1 距离定义
类间样本损失，同时加大对两类样本的惩罚程度，可

提升投影矩阵的判别性。
利用 MFA方法无需高斯假设的优势，本文提出

一种基于 L2 /L1 损失的边缘费歇尔分析 ( marginal
Fisher analysis based on L2 /L1 loss，MFA-L2 /L1) 模
型，具体为

min
W

∑
xij∈SM

xT
ijW

2
2

∑
xij∈DM

xT
ijW 1

= tr( WTATAW)
BW 1

( 5)

s. t. WTW = I
式中，xij 与 MFA在式( 2) 中的定义相同，是来自相
似样本集 SM 或不相似样本 DM 的差向量; tr( ·) 表
示对矩阵取迹，所有来自相似样本集 SM 的行向量

xT
ij 构成矩阵 A，所有来自不相似样本集 DM 的行向

量 xT
ij 构成矩阵 B。为了方便表示，对任意大小为

n1 × n2 的 矩 阵 C，定 义 其 矩 阵 范 数 C 1 =

∑
n1

i = 1
∑
n2

j = 1
Ci，j 。由于该目标函数非凸，且同时涉及

最小化 L2 范数和最大化 L1 范数，MFA 和 LDA-
NgL1 的求解算法都将不再适合该模型。为了解决
该模型的求解问题，本文将推导一种非贪婪的优化

算法，实现逐矩阵求解，无需逐向量求解。
2. 2 求解算法
与 MFA和 LDA-L1 模型相比，MFA-L2 /L1 的目

标函数同样是两个凸函数的商形式。受已有工作
( Wang等，2014) 中定理 1 和定理 2 启发，目标函数
式( 5) 可转化为

Wt = arg min
WTW = I

G( W) － λ t －1L( W) ( 6)

式中，G( W) = tr( WTATAW) ，L( W) = BW 1 ，

λ t －1 是由第 t － 1 次投影矩阵 Wt －1 计算所得的目标

函数值，具体为

λ t －1 =
tr( WT

t －1A
TAWt －1 )

BWt －1 1
( 7)

用 F( W) 表示 G( W) － λ t －1L( W) ，则
arg min F( W) =

arg min
WTW = I

G( W) － λ t －1L( W) ( 8)

观察目标函数式( 8 ) 可知，λ t －1 在迭代求解 Wt

时是常数，不影响推导分析。因此，优化 F( W) 的
实质为优化 G( W) 和 L( W) 两个凸函数的差。受
DCA ( difference of convex functions algorithm ) ( An
和 Tao，2005) 思想启发，在第 t次迭代求解Wt时，固

定 λ t －1 ，用上标 k表示求解 Wt 时的内部迭代次数，

与外部迭代次数 t区分，可生成两个变量序列，即中
间变量序列 Yk 和求解变量序列 Wk ，具体为

Yk ∈ L( Wk )

Wk+1 = arg min G( W) － λ t －1［L( W
k ) +

tr( ( Yk ) T ( W － Wk
{

) ) ］

( 9)

式中，Yk 是 L( W) 在 Wk 处的次梯度。

记 H ( W，Wk ) = tr ( ( Yk ) T ( W － Wk ) ) ，则

L( Wk ) + tr( ( Yk ) T ( W － Wk ) ) = L( Wk ) + H( W，
Wk ) 是 L( W) 在 Wk 处的一阶 Taylor 展开式。对于
序列式( 9) ，有如下定理:
定理 1 序列式 ( 9 ) 中的 Wk+1 ∈ Ｒd×m 使得

F( Wk+1 ) ≤ F( Wk ) 成立。

证明:由于 Yk 是 L( W) 在 Wk 处的次梯度，有

L( W) ≥ L( Wk ) + λ t －1H( W，W
k ) 成立。所以，有

F( Wk+1 ) = G( Wk+1 ) － λ t －1L( W
k+1 ) ≤

G( Wk+1 ) － λ t －1［L( W
k ) + H( Wk+1，Wk) ］≤

G( Wk ) － λ t －1［L( W
k ) + H( Wk，Wk) ］ =

G( Wk ) － λ t －1L( W
k ) = F( Wk )

证毕。
从定理 1 可知，由序列式 ( 9 ) 可得出一系列下

降的目标函数值 F( Wk ) 。
由序列式( 9) 推导对应目标函数式( 8 ) 的具体

计算为

Yk = BTsign( BWk )

Wk+1 = arg min tr( WTATAW) － λ t －1H( W，W
k{ )

( 10)

式中，sign( ·) 是关于矩阵逐元素的函数，具体为

sign( x) =
1 x≥ 0
－ 1 x ＜{ 0

在序列式( 10) 中，关于 Wk 的常数项 L( Wk ) 已

忽略。考虑序列式( 10) 中的求解变量序列 Wk ，对

目标函数关于变量 W 求导，并令导数为零，有
2ATAW － λ t －1Y

k = 0 ，求解可得

Wk+1 =
λ t －1

2 ( A
TA) －1Yk ( 11)
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根据以上推导，可得到关于 Yk 和 Wk 两个序列的迭

代计算，直至序列式( 10 ) 迭代终止。迭代终止时的
最终 Wk+1 则为第 t次迭代所求的 Wt ，然后代入 Wt

可求得 λ t 。

进一步，考虑矩阵 W的正交性，约束 WTW = I
可通过正交强迫一致问题 ( orthogonal procrustes
problem) ( Green，1952) W = arg min

WTW = I
W － Wt F 来

解决，其解为W = UVT 。其中，U和 VT是大小分别

为 d × k1和 k1 × m的正交矩阵，均来自Wt的奇异值

分解( singular value decomposition，SVD) ，k1 是非零
奇异值的个数。总结以上分析，MFA-L2 /L1 求解的
算法 1 具体步骤如下:
输入: X = ［x1，x2，…，xN］∈ Ｒd×N ，投影矩阵

维度 m，总迭代次数 T，固定 λ t －1 时的内部迭代次

数 l和终止误差 ε。
输出: 投影矩阵 W。
初始化: 随机初始化投影矩阵W0 ，使其满足正

交性:WT
0W0 = I;令 t = 1 。

1) 按式( 7) 更新 λ t －1 ;

2) 令 k = 1 ，W1 = Wt －1 ;

3) 按照式( 10) 中第 1 个序列更新 Yk ;

4) 按照式( 11) 更新 Wk+1 ，k = k + 1 ;
5) 检查内部序列式( 10 ) 是否满足迭代终止条
件;若满足则跳出序列迭代，得到固定 λ t －1 时所求的

Wt ;若不满足返回步骤 3) ;
6) 计算关于 Wt 的奇异值分解，更新第 t次迭代

投影矩阵 Wt = UVT ;

7) t = t + 1 ;
8) 检查是否满足收敛或满足迭代次数 t ＞ T，
若不满足则返回步骤 1 ) ; 若满足则结束迭代，输出
投影矩阵 W。
从迭代流程分析，序列 Yk 的作用是构造一个关

于目标函数式( 8) 的辅助函数，即序列式( 10 ) 中关
于 W 的目标函数，使得在迭代过程中目标函数
式( 8) 下降。整个算法过程始终对 W 进行整体求
解，属于非贪婪式算法，因此该算法比逐向量的贪婪

式算法更为便捷。
2. 3 算法收敛性分析
上节讨论了求解Wt时序列的单调性，本节将联

合 Wt 和 λ t 两个变量分析算法的整体收敛性。
定理 2 算法 1 使得目标函数式( 5) 下降。

证明:用投影向量 ( wl ) t 表示对矩阵 Wt 的第 l

个投影向量，用 bi表示矩阵 B的第 i个行向量，假设
矩阵 B的行向量个数为 nb 。

用
biwl

biwl
表示 sign( biwl ) ( 当分母为 0 时，令

其为 1) ，由前面的分析可知，Wt使得目标 F( W) 下
降，则

∑
m

l = 1
( wl )

T
t A

TA( wl ) t －

λ t －1∑
m

l = 1
∑
nb

i = 1

( wl )
T
t ( b

i ) Tbi ( wl ) t －1
bi ( wl ) t －1

≤

∑
m

l = 1
( wl )

T
t －1A

TA( wl ) t －1 －

λ t －1∑
m

l = 1
∑
nb

i = 1

( wl )
T
t －1 ( b

i ) Tbi ( wl ) t －1
bi ( wl ) t －1

( 12)

根据柯西—施瓦兹不等式，在第 t 次迭代与
第 t － 1 次迭代之间，对投影矩阵W的第 l个投影向
量，有

( bi ( wl ) t )
Tbi ( wl ) t －1 ≤ bi ( wl ) t bi ( wl ) t －1

( 13)
将矩阵 B的 nb 个行向量叠加，则有

∑
i

( bi ( wl ) t )
Tbi ( wl ) t －1

bi ( wl ) t －1
－∑

i
bi ( wl ) t ≤

∑
i

( bi ( wl ) t －1 )
Tbi ( wl ) t －1

bi ( wl ) t －1
－∑

i
bi ( wl ) t －1 = 0

( 14)
对于投影矩阵W的 m个投影向量，将其所对应

的公式( 14) 代入式( 12) ，得到

∑
m

l = 1
( wl )

T
t A

TA( wl ) t － λ t －1∑
m

l = 1
B( wl ) t 1 ≤

∑
m

l = 1
( wl )

T
t －1A

TA( wl ) t －1 － λ t －1∑
m

l = 1
B( wl ) t －1 1 = 0

( 15)
最后，得出

∑
m

l = 1
A( wl ) t

2
2

∑
m

l = 1
B( wl ) t

≤ λ t －1 =
∑
m

l = 1
A( wl ) t －1

2
2

∑
m

l = 1
B( wl ) t －1

( 16)

即

tr( WT
t A

TAWt )
BWt 1

= λ t ≤ λ t －1 =
tr( WT

t －1A
TAWt －1 )

BWt －1 1

( 17)
因此，目标函数式( 5) 在迭代过程中下降，证毕。
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3 实 验

为了验证本文算法的鲁棒性和有效性，实验分

别在 5 个 UCI( University of California Irvine) 数据集
( Dua和 Graff，2019) 和 7 个人脸数据集上添加不同
程度和类型的噪声，与相关的代表性算法进行对比。
为确保实验的公正性，所有实验均在训练样本中学

习一个度量矩阵或变换矩阵，之后均基于所学矩阵

采用最近邻算法对测试样本进行分类。
3. 1 UCI数据集上的实验
为分析本文算法在不同程度噪声下的性能，本

组实验基于 Statlog ( Heart ) 、Parkinsons ( Little 等，
2007) 、Seeds、Sonar和Wine等 5 个 UCI数据集( Dua
和 Graff，2019) 进行方法对比。UCI 数据集信息如
表 1 所示。为避免特征尺度与噪声尺度不一致影响
实验评价，将数据集每个特征维度的模标准化为 1，
参考椒盐噪声的定义，随机选取部分样本的部分特

征置为 0 或 1 作为特征噪声，分别加入比例为 5%、
15%、25%和 30%左右的噪声，按噪声比的平方根
对样本数和特征数取整，随机选取对应数量的样本

和维度加入噪声。训练集和测试集的比例为 7 ∶ 3，
该划分重复 100 次，取平均值作为结果。

表 1 UCI数据集信息
Table 1 Characteristics of UCI datasets

数据集 样本数 特征数 类别数

Statlog ( Heart) 270 13 2

Parkinsons 195 22 2

Seeds 210 7 3

Sonar 208 60 2

Wine 178 13 3

选用 LDA-L1 ( Zhong 和 Zhang，2013 ) 、LDA-
NgL1 ( Liu 等，2017 ) 、MFA-NgL1、MFA ( Xiong 等，
2014) 和 DNS ( discriminative null space) ( Zhang 等，
2016b) 作为对比方法。对于 MFA-NgL1 模型，在
MFA的样本关系下采用与 LDA-NgL1 相同的 L1 损
失与解法。LDA-L1、LDA-NgL1、MFA-NgL1 和本文
MFA-L2 /L1 属于迭代解法，MFA 和 DNS 属于非迭
代解法。LDA-L1 梯度步长设为 0. 01，其他设置均遵
循原方法的设置。将矩阵第 t 次迭代时 MFA-L2 /L1

序列式( 10) 的迭代次数设置为 l = 1 。由于 LDA-
NgL1 和 MFA-NgL1 矩阵的第 t 次迭代属于梯度法，
需要较高的迭代次数，因此梯度迭代次数设置为

100。当矩阵总迭代次数 t ＞ 100 或误差满足

ε =
Wt +1 － Wt F

Wt F
＜ e －11

时，算法终止。
在 100 次样本划分过程中均采用了不同的随机

种子，各算法在同一随机种子下保持同一初始矩阵。
实验事先采用主成分分析( principal component anal-
ysis，PCA) 计算出 95%贡献率的成分个数 p，投影
矩阵维度设置为 p + 1 。各算法的排名及性能结果
分别如表 2 和图 2 所示。

表 2 各算法在 UCI数据集上的实验排名
Table 2 Ｒanking of different algorithms based

on UCI datasets experiment

算法 排名

LDA-NgL1( Liu等，2017) 2. 75

MFA-NgL1 3. 15

LDA-L1( Zhong和 Zhang，2013) 4. 60

MFA( Xiong等，2014) 3. 70

DNS( Zhang 等，2016b) 5. 40

本文( MFA-L2 /L1) 1. 40

注:加粗字体为最优结果。

从表 2 和图 2 可以看出，在不同程度的噪声下，
MFA-L2 /L1 均表现出较好的准确性，在 Parkinson、
Seeds和 Wine数据集上的性能始终超越其他对比
方法。且在 Wine 数据集上，本文方法的准确率与
次优方法 LDA-NgL1 的差异尤为明显，当噪声程度
处于 15% ～ 30% 时，所提方法的准确率比 LDA-
NgL1 高出 9%。在图 2 ( a ) 中，本文方法虽然在
Heart和 Sonar 数据集上的性能略低于 LDA-NgL1、
MFA-NgL1 和 LDA-L1，但图 2( b) — ( d) 显示，随噪
声程度升高，MFA-L2 /L1 的性能逐渐超过其他方
法，与次优方法间的差异也逐渐增大。观察 4 个
子图之间的变换，随噪声程度增加，MFA-L2 /L1 具
有较好的抗噪性。综合实验分析表明，MFA-L2 /
L1 在本次实验的加噪数据集上表现出一定的鲁
棒性。
3. 2 AＲ数据集上的实验
为了具体地比较 MFA-L2 /L1 和 MFA两个相近
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图 2 各 UCI数据集在不同程度噪声下的准确率结果
Fig． 2 Accuracy on UCI dataset under different levels of noise

( ( a) noise rate = 5% ; ( b) noise rate = 15% ; ( c) noise rate = 25% ; ( d) noise rate = 30% )

方法的差异，实验在 AＲ 数据集 ( Martinez 和 Kak，
2001) 上对两种方法进行对比，该数据集为经典的
人脸识别数据集，实验选取 AＲ 数据集裁剪后的
2 600 幅图像，共 100 人 ( 男女各 50 人) ，每人为一
类，每类 26 幅，包括光照、表情和是否佩戴眼镜、围
巾等变化的图像。
实验将图像转换为 50 × 40 像素的灰度图像，

对每个类别随机选取 6 幅图像，每幅图像分别加入

15%比例的随机块和椒盐噪声两种噪声。从每个类
别中随机选取 13 幅图像作为训练样本，剩余 13 幅
图像作为测试样本。实验事先采用 PCA 保留 95%
的贡献率，对所有样本进行前处理。各方法的实验
设置与 UCI 数据集实验一致。为避免实验结果的
随机性，实验过程重复 10 次，对比了投影矩阵在
80 ～ 225 维之间的性能变化，平均结果如图 3 所示。
由图3可知，在高斯块噪声情况对应的子图3( a)

图 3 在 AＲ数据集上 MFA-L2 /L1 与 MFA算法的准确率对比结果
Fig． 3 Comparison of accuracy between MFA-L2 /L1 and MFA on AＲ dataset( ( a) patch noise; ( b) salt and pepper noise)
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中，MFA-L2 /L1 的性能好于 MFA。在椒盐噪声情况
对应的子图 3 ( b) 中，MFA 的性能随维度增加发生
了微弱下降，之后保持稳定; MFA-L2 /L1 的性能随
维度增加逐渐上升，超过 MFA之后保持稳定。如前
文所述，两种方法模型均采用 L2 损失定义类内散
度，差异在于类间散度的定义不同。相对而言，
MFA-L2 /L1 采用 L1 损失定义类间散度，具有更好
的判别性。因此，结合结果得知，由于对类间散度采
用 L1 损失，MFA-L2 /L1 对类间样本赋予了更大的
惩罚，在本次实验不同维度和噪声类型下的性能优

于 MFA方法。
3. 3 FEI数据集上的实验
基于 MFA-L2 /L1 与 LDA-NgL1 两种非贪婪算

法在 UCI数据集上的稳定性，在公开的 FEI 人脸识
别数据集( Thomaz和 Giraldi，2010) 上对两种方法进
行比较。FEI人脸数据集包括 200 个人( 男女各 100
人) 在不同角度和光照环境下的各 14 幅 ＲGB图像。
实验固定选取 6 个场景共 1 200 幅图像( 均为正面
人脸) 进行训练和测试。
实验将图像转换为 32 × 32 像素的灰度图像。

前面的实验已考察了不同噪声程度和噪声类型的情

况，此处只针对一种噪声情况下的性能进行考察。
参考 Chen等人 ( 2018 ) 的方式，对每个类别随机选
取 2 幅图像，在图像中随机选取 25%的像素点，将
其从原始值 a翻转至 255 － a 作为像素噪声。每个
类别随机选取 3 幅干净图像作为测试样本，其余图
像作为训练样本。基于前面的实验，MFA-L2 /L1 和
LDA-NgL1 均设置相同的矩阵初始化方式和迭代终
止条件。为避免实验结果的随机性，训练集和测试
集的划分过程重复 10 次，对比投影矩阵在 100 ～
250 维之间的性能变化，平均结果如图 4 所示。

图 4 在 FEI数据集上 MFA-L2 /L1 与
LDA-NgL1 算法的准确率对比结果

Fig． 4 Comparison of accuracy between MFA-L2 /L1

and LDA-NgL1 algorithms on FEI dataset

由图 4可知，LDA-NgL1 的性能随维度增加发生
了一定波动; MFA-L2 /L1 的性能随维度增加呈现上
升趋势，在不同维度下始终高于 LDA-NgL1。由于两
种非贪婪算法的区别主要在于对类内散度的定义不

同，相对 LDA-NgL1而言，MFA-L2 /L1采用 L2 损失定
义类内散度，在本次实验中提升了算法的判别性。
3. 4 5 个人脸数据集上的综合实验
为了进一步全面对比 MFA-L2 /L1 与同类方法

的性能，除了选取 LDA-NgL1、MFA-NgL1、LDA-L1、
MFA和 DNS 以外，还选取了经典的度量学习方法
KISSME ( keep it simple and straightforward metric
learning) ( Kstinger等，2012) 。其中，DNS 主要通过
计算类内样本的零空间来学习变换矩阵，KISSME
主要依赖类内样本和类间样本的两个协方差矩阵来

计算度量矩阵，两种方法的投影矩阵维数固定，无需

设定。因此，实验均只在固定维度下进行对比。实
验设置的初始化和终止条件与前面一致。为避免实
验结果的随机性，训练集和测试集的划分过程依然

重复 10 次。由于第 3. 3 节实验未进行 PCA 处理，
算法性能并无较大差异，实验依然采用 PCA 保留
95%的贡献率，对所有样本进行前处理。5 个人脸
数据集的信息和加噪方式如下:

1) Senthil 数据集。该数据集由 5 个人的 80 幅
人脸图像构成，每人各 16 幅。实验时，先将每幅图
像转换为 32 × 32 像素的灰度图像，然后对每个类
别随机选取 4 幅图像作为噪声图像，并按第 3. 3 节
的方式加入 20%的像素噪声。在每个类别中随机
选取 6 幅干净图像和 2 幅噪声图像作为训练样本，
剩下的作为测试样本。投影矩阵的维度设置为 25。

2) Yale 数据集 ( Belhumeur 等，1997 ) 。该数据
集采集了 15 个人的 165 幅人脸图像，每人各 11 幅。
实验时，先将每幅图像转换为 32 × 32 像素的灰度
图像，然后对每个类别随机选取 3 幅图像，加入面积
比为 15%的随机块噪声。从每个类别中随机选取
5 幅干净图像作为测试样本，剩下的噪声图像和干
净图像作为训练样本。投影矩阵的维度设置为 40。

3) OＲL ( Olivetti Ｒesearch Laboratory ) 数据集
( Samaria和 Harter，1994) 。该数据集采集了 40 个人
的 400 幅人脸图像，每人各10 幅。实验时，先将每
幅图像转换为 33 × 28 像素的灰度图像，然后对每
个类别随机选取 3 幅图像，加入 15%的随机块噪声
作为噪声样本。从每个类别中随机选取 5 幅干净图
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像作为测试样本，剩下的噪声图像和干净图像作为

训练样本。投影矩阵的维度设置为 35。
4) Caltech数据集( Weber，1999 ) 。该数据集采
集了 31 个人的 450 幅人脸图像，其中 5 个类别只有
1 幅图像，其余每个类别包含 5 ～ 29 幅图像不等。
实验时，先将每幅图像裁剪为 193 × 162 像素的灰
度图像，然后转换为 32 × 27 像素。考虑数据集类
别的不平衡性，将不超过 5 个样本的类别全部作为
噪声样本，在其余类别中随机选取 5 幅图像作为噪
声样本，并按第 3. 3 节的方式加入 25%的像素噪声。
从每个类别中随机选取一半图像作为训练样本，剩下

一半作为测试样本。投影矩阵的维度设置为 60。
5) UMIST 数据集 ( Graham 和 Allinson，1998 ) 。
该数据集采集了 20 个人的 575 幅人脸图像，每个类
别包含 19 ～ 48 幅不等。实验时，先将每幅图像转换
为 32 × 32 像素的灰度图像，然后对每个类别随机
选取 10 幅图像作为噪声样本，并按第 3. 3 节的方式
加入 20%的像素噪声。从每个类别中随机选取占
样本总数一半的干净图像作为测试样本，其余的噪

声图像和干净图像作为训练样本。投影矩阵的维度
设置为 25。

5 个人脸数据集的实验结果如表 3 所示，在实
验的噪声环境下，MFA-L2 /L1 方法优于其他方法。
在 MFA-L2 /L1、LDA-NgL1、MFA-NgL1 和 LDA-L1 几
个迭代算法中，LDA-L1 的性能较差，原因在于该方
法属于贪婪式方法，采用逐向量求解算法使得该方

法性能较不稳定。该现象从另一层面上验证了非贪
婪方法的优势。对比 LDA-NgL1、MFA-NgL1 与 MFA
的差异，发现前两者并没有太大的优势，说明仅采用

L1 损失刻画类内散度和类间散度并未充分提升方
法的判别性。DNS 方法性能不佳的原因在于数据
集的零空间有限使得其表达能力有限。KISSME 方
法由于在全局空间学习度量矩阵，未着重突出有效

的低维结构，使得其性能也表现不佳，这一缺点也在

Liao等人( 2015 ) 的文献中有所印证。对比不同的
模型和方法，验证了 MFA-L2 /L1 方法利用不同的损
失刻画类内散度和类间散度，在实验的噪声数据上

具有一定的鲁棒性和有效性。

表 3 在 5 个人脸数据集上不同方法的准确率对比结果
Table 3 Comparison of accuracy among different methods on five face datasets

/%

方法
Senthil Yale OＲL Caltech UMIST

维度 = 25 维度 = 40 维度 = 35 维度 = 60 维度 = 25

DNS( Zhang 等，2016b) 63. 5 77. 87 — 83. 81 67. 44

KISSME( Kstinger等，2012) 76. 0 80. 27 — 94. 51 97. 44

LDA-L1( Zhong和 Zhang，2013) 77. 25 79. 07 90. 5 91. 53 78. 18

LDA-NgL1( Liu等，2017) 83. 0 86. 67 93. 2 96. 65 96. 56

MFA-NgL1 82. 0 88. 67 93. 3 96. 56 96. 74

MFA( Xiong等，2014) 83. 0 87. 87 92. 4 96. 65 97. 89

本文( MFA-L2 /L1) 84. 0 90. 27 94. 1 97. 02 98. 11

注:加粗字体表示每列最优结果;“—”表示准确率低于 60%，不予报告。

4 结 论

针对特征噪声对度量学习方法的影响，本文提

出了一种基于 L2 /L1 损失的非贪婪的鲁棒性度量
学习算法，并针对非凸目标函数推导了高效的求解

算法。本文算法分别考虑噪声对类内样本和类间样
本不同优化方向的影响，使所学投影矩阵具有较好

的判别性。针对优化目标非凸带来的求解困难，推
导了一种迭代的非贪婪求解算法。在 5 个 UCI数据
集和 7 个人脸数集上进行了仿真加噪实验，结果表
明，本文算法相对其他算法具有较好的抗噪性和判

别性。
在监督和弱监督学习中，样本主要由特征和标

签相关信息组成。相对特征噪声，标签噪声下的观
测分布偏离真实分布更为严重。而基于样本三元组
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的局部方法已成为度量学习方法中最为重要的一

类。因此，下一步主要针对标签噪声下的度量学习
进行研究，针对标签噪声设计局部的鲁棒性度量学

习方法，以提升机器学习方法的性能。
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