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摘　要：大部分的语音分离系统仅仅增强混合的幅值谱（短时傅里叶变换的系数），但是对于相位谱却不做任何
处理。然而，最近的研究表明相位信息对于语音分离的质量起着很重要的作用。为了同时利用幅值和相位信息，

本文提出了一种有效的端到端分离方法。这种方法是直接利用原始语音波行点作为特征，是一种基于编解码器

的卷积神经网络结构。跟其他的说话人独立的语音分离系统不同，本文提出的方法其神经网络只输出一个说话

人的信号，其他的语音可以由混合语音与网络输出信号的差值获得。我们在 ＴＩＭＩＴ数据集上验证本文提出的方
法。实验结果表明，本文提出的方法明显优于句子级别的排列不变性训练（ｕｔｔｅｒａｎｃｅｌｅｖｅｌｐｅｒｍｕｔａｔｉｏｎｉｎｖａｒｉａｎｔ
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１　引言

语音分离的目标是从混合的语音中分离出目

标语音，也被称为鸡尾酒会问题［１］。尽管人类的听

觉系统可以很容易地从混合声音中分离出自己感

兴趣的源信号，但是这对于自动计算机系统来说特

别的困难，尤其是在单通道的情况下。语音分离是

语音增强中一个很重要的组成部分。除此之外，语

音增强还包括语音降噪和语音去混响等。本文主

要是针对单通道的语音分离问题。

在过去的几十年，为了解决鸡尾酒会问题，研

究者们已经做了很多尝试。其中，计算场景分析

（ｃｏｍｐｕｔａｔｉｏｎａｌａｕｄｉｔｏｒｙｓｃｅｎｅａｎａｌｙｓｉｓ，ＣＡＳＡ）［２］就
被用来广泛的使用。非负矩阵分解（ｎｏｎｎｅｇａｔｉｖｅ
ｍａｔｒｉｘｆａｃｔｏｒｉｚａｔｉｏｎ，ＮＭＦ）［３４］是另外一个流行的方
法，它的目标是学习一个非负基的集合，然后用此

来进行语音分离。但是，对于多说话人的语音分离

来说ＣＡＳＡ和ＮＭＦ取得的效果有限。
近几年，深度学习在很多领域都取得了很好的

性能。受深度学习成功应用的启发，许多研究者已

经提出了基于深度学习的语音分离方法［５６］。但

是，对于说话人独立的多说话人语音分离来说，其

难点在于标签模糊性或者是排列问题。俞栋等人

提出了帧级别（ｐｅｒｍｕｔａｔｉｏｎｉｎｖａｒｉａｎｔｔｒａｉｎｉｎｇ，ＰＩＴ）
和句子级别的排列不变性训练（ｕｔｔｅｒａｎｃｅｌｅｖｅｌＰＩＴ，
ｕＰＩＴ）方法［７８］。他们通过选择一个最小均方误差

的排列作为训练目标来解决这一问题。此外，Ｈｅｒ
ｓｈｅｙ等人提出了另外一种方法来解决这个问题，叫
做深度聚类（ｄｅｅｐｃｌｕｓｔｅｒｉｎｇ，ＤＰＣＬ）［９］。他们训练
一个深层网络获取嵌入向量，通过嵌入向量对每一

个时频块进行聚类来得到相应的掩蔽值。就像传

统的方法一样，ＰＩＴ，ｕＰＩＴ和ＤＰＣＬ仅仅对傅里叶变
换的幅值谱进行增强，然而对于相位谱却不做任何

处理。

但是，最近的研究表明［１０］，通过对相位谱进行

增强可以提高分离后语音的质量。这些研究成果

已经使研究者来增强相位谱去提高语音分离的质

量［１１１２］。Ｗｉｌｌｉａｍｓｏｎ等人［１０］提出了一种基于深度

神经网络（ｄｅｅｐｎｅｕｒａｌｎｅｔｗｏｒｋ，ＤＮＮ）的语音分离方
法。他们将短时傅里叶变换（ｓｈｏｒｔｔｉｍｅＦｏｕｒｉｅｒ
ｔｒａｎｓｆｏｒｍ，ＳＴＦＴ）的系数分成实部和虚部，然后这两

组参数组成一个特征向量，来替代幅值谱。在文献

［１２］中，他们使用一种全复数神经网络去学习一个
非线性映射从混合 ＳＴＦＴ系数到各个目标源来解决
语音分离问题。然而，对于［１１］和［１２］他们都需要
手动的去提取特征，并且计算复杂度比较大。

最近，端到端的方法在很多领域都取得了显著

的效果，包括语音合成［１３］和增强［１４］。Ｐａｓｃｕａｌ等
人［１４］提出了一种端到端的语音增强方法。他们直

接使用时域上的波行点作为输入特征而不是使用

ＳＴＦＴ的系数，然后从带噪语音中去估计目标信号。
因为时域信号包含了相位信息，所以这样就可以解

决只增强幅值谱而相位谱不做改变的问题。受

Ｐａｓｃｕａｌ等人的启发，本文提出了一种基于卷积编
解码器（ｃｏｎｖｏｌｕｔｉｏｎａｌｅｎｃｏｄｅｒｄｅｃｏｄｅｒ，ＣＥＤ）的端
到端说话人独立的语音分离方法。跟 Ｐａｓｃｕａｌ等
人不同，我们不是进行语音降噪而是语音分离。

人类的听觉系统可以很容易的从混合语音中分离

出自己感兴趣的信号［１５］，但是，当同时关注多个说

话人时就变得很困难。基于此，我们认为神经网

络的输出一次也应该只关注一个说话人，因此本

文ＣＥＤ的网络只输出一个目标说话人的语音。因
为本文是针对两个说话人的语音分离，所以，另外

一个说话人的语音可以从混合语音和网络输出的

语音中获得。

本文的其余部分组织如下。文章第２部分主要
介绍卷积编解码器的结构。文章第３部分重点阐述
了本文提出的语音分离方法。文章第４部分通过实
验对结果进行分析。文章第５部分对本文提出的方
法进行总结。

２　卷积编解码器

ＣＥＤ的结构跟自编码器很类似。ＣＥＤ比循环
神经网络（ｒｅｃｕｒｒｅｎｔｎｅｕｒａｌｎｅｔｗｏｒｋｓ，ＲＮＮｓ）包含了
更少的参数。此外，它还有一个更快的语音分离过

程，因为它不像ＲＮＮｓ需要回归操作。
ＣＥＤ包括了对称的编码层和解码层（如图１所

示）。在编码阶段，输入信号 ｙ（ｔ）通过一些卷积层
被保护和压缩。在每一层卷积网络后都有一个参

数整流线性单元（ｐａｒａｍｅｔｒｉｃｒｅｃｔｉｆｉｅｄｌｉｎｅａｒｕｎｉｔ，
ＰＲｅＬＵ）激活函数［１６］。

ｃ＝ｆＥ（ｙ（ｔ）） （１）

３４５
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其中，向量ｃ是输入特征的压缩表示，ｆＥ（）是从输
入特征到向量ｃ的映射函数。

在解码阶段，解码的过程是卷积的逆操作：

ｘ～ｉ（ｔ）＝ｆＤ（ｃ，ｚ） （２）

其中，ｘ～ｉ（ｔ）是说话人 ｉ的分离信号，ｆＤ（）是解码
器的映射函数。ｚ是服从正态分布的噪声向量。跟
编码过程一样，逆卷积层也都跟随一个 ＰＲｅＬＵ激活
函数。

跳连接（ｓｋｉｐｃｏｎｎｅｃｔｉｏｎｓ）也被使用在 ＣＥＤ中，
它连接着编码层和对应的解码层。关于它的优点

在文献［１４］中已经被介绍了。

图１　ＣＥＤ结构图
Ｆｉｇ．１　ＴｈｅａｒｃｈｉｔｅｃｔｕｒｅｏｆＣＥＤ

　

３　本文提出的语音分离方法

对于人类来说，在一个含有多个说话人的环境

中可以很容易的只关注自己感兴趣的信息。但是，

当同时关注不止一个说话人时就变得很困难。因

此，人类的听觉系统有能力选择自己感兴趣的说话

人而忽略其他人。受此启发，本文的ＣＥＤ网络仅仅
输出一个说话人的信息，另外一个说话人的语音可

以从混合语音和网络输出的语音中获得。在优化

网络时同时考虑了两个说话人的信息，这样就能更

好地分离语音。

３．１　基于ＣＥＤ网络的端到端语音分离方法
本文只针对两个说话人的语音进行分离。对

于单通道的语音分离问题，我们定义第 ｓ个说话人
的时域信号为ｘｓ（ｔ），ｓ＝１，２。混合的语音信号为：

ｙ（ｔ）＝ｘ１（ｔ）＋ｘ２（ｔ） （３）
对于语音分离的目标为从混合的输入信号 ｙ（ｔ）中

估计出目标信号 ｘ１（ｔ）和 ｘ２（ｔ）。我们用 ｘ～１（ｔ）和

ｘ～２（ｔ）分别表示分离后说话人１和２的语音信号。
本文提出的基于 ＣＥＤ网络的端到端语音分离

算法流程图如图２所示。ＣＥＤ网络的结构图如图１
所示，是根据文献［１４］的结构改编而来。ＣＥＤ网络
的输入为混合的语音信号 ｙ（ｔ）。我们直接使用时
域上的原始波形点作为输入特征，因为时域信号包

含了相位信息，所以这样就可以解决只增强幅值谱

而相位谱不做改变的问题。

图２　基于ＣＥＤ网络的端到端语音分离算法流程图

Ｆｉｇ．２　Ｔｈｅｆｌｏｗｃｈａｒｔｏｆｔｈｅｐｒｏｐｏｓｅｄｅｎｄｔｏｅｎｄｓｐｅｅｃｈ

ｓｅｐａｒａｔｉｏｎｍｅｔｈｏｄｂａｓｅｄｏｎＣＥＤｎｅｔｗｏｒｋ

　
在编码阶段，输入的混合信号被压缩成一个低

维的向量表示。在解码阶段，则是把低维的向量解

码到输出目标信号。本文将模型的输出固定为第

一个说话人。所以，ＣＥＤ网络的输出为 ｘ～１（ｔ），并且
满足如下关系：

ｘ～１（ｔ）＝ｆＤ（ｆＥ（ｙ（（ｔ），ｚ））） （４）
　　因为本文提出的语音分离方法是在时域上进
行的，所以另外一个说话人的语音信号可以从混合

信号和网络输出的语音中获得。

ｘ～２（ｔ）＝ｙ（ｔ）－ｘ～１（ｔ） （５）
３．２　损失函数

根据估计出的语音信号 ｘ～１（ｔ）和 ｘ～２（ｔ），我们

可以得到两个说话人的误差如下：

Ｊ１＝
１
Ｔ∑

Ｔ

ｔ＝１
（ｘ１（ｔ）－ｘ～１（ｔ）） （６）

Ｊ２＝
１
Ｔ∑

Ｔ

ｔ＝１
（ｘ２（ｔ）－ｘ～２（ｔ）） （７）

４４５
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其中，Ｔ代表语音的时长。因此，损失函数为两个误
差的和：

Ｊ＝Ｊ１＋Ｊ２ （８）
　　使用Ｊ作为损失函数要好于使用Ｊ１。这是因为
Ｊ是Ｊ１与Ｊ２的和，它同时包含了说话人１和说话人
２的信息，这样，当优化 Ｊ时，Ｊ１与 Ｊ２都可以被优
化，因此，两个说话人可以互相从对方学到有助于

语音分离的信息。

４　实验及结果分析

４．１　实验数据
我们在 ＴＩＭＩＴ［１７］数据集上验证本文提出的方

法。文本是针对两个说话人混合的语音分离，因

此，我们从ＴＩＭＩＴ数据库中任意挑选两个说话人进
行混合来生成我们的数据。

ＴＩＭＩＴ数据库中一共有６３０位说话人，每位说
１０句话。训练集中共有 ４６２０句话，其中男性有
３２６０句，女性有１３６０句。本文的训练集是从ＴＩＭＩＴ
的训练集中随机挑选出两个不同说话人的句子进

行混合，混合的信噪比（ｓｉｇｎａｌｔｏｎｏｉｓｅｒａｔｉｏ，ＳＮＲ）
为从０ｄＢ到５ｄＢ均匀分布。对于训练集总共有
５０８２０句话。跟训练集的产生方式一样，本文的测
试集是从ＴＩＭＩＴ的１６８０句测试集中随机挑选出两
个不同说话人的句子进行混合。产生的测试集共

有１８４８０句话。
４．２　实验设置

当进行训练的时候，我们用滑动窗口提取波形

块。块的大小１６３８４个点，大约接近一秒钟（其中包
含５０

!

的重叠）。在测试的时候，我们仅仅进行滑

动窗口提取波形块，但是没有重叠。然后把测试的

一句话的剩余部分在分离完后拼接到一起。

对于算法的结构，ＣＥＤ网络总共包括 ２２个卷
积层，其中滤波器的宽固定为３１，步长是２。在编码
阶段，当时长的宽度变得更窄的时候，我们增加每

层滤波器的个数，这样就可以使深度变得更深。每

一层的具体结构如下（样本点×特征映射）：１６３８４×
１，８１９２×１６，４０９６×３２，２０４８×３２，１０２４×６４，５１２×６４，
２５６×１２８，１２８×１２８，６４×２５６，３２×２５６，１６×５１２，８×
１０２４。其中，随机噪声

!

是一个 ８×１０２４维度的向
量，服从正态分布

#

（０，Ｉ）。在解码阶段，由于它跟
$

编码阶段是对称的镜像过程，因此对于每一层它跟

编码阶段拥有同样的滤波器宽度和滤波器的数量。

但是，因为有跳连接的存在，所以特征映射的个数

是编码阶段的两倍。

本文提出的算法模型其训练轮数为５０，优化算
法使用的是 ＲＭＳｐｒｏｐ［１８］，学习率为０．０００２，批大小
是１００。对于 ＣＥＤ网络的参数主要是参考文献
［１４］设定的。

本文的基线系统使用的是 ｕＰＩＴ［８］。对于 ｕＰＩＴ
网络参数的设定，主要是参考文献［８］。本文使用
理想振幅的掩蔽值（ＩＡＭ，ＩｅａｌＡｐｌｉｔｕｄｅＭｓｋ），对于
网络参数，我们使用的 ＬＳＴＭ进行训练，每层含有
１０２４个隐层节点，学习率设置为０．０００２。本文的输
入和输出特征是经过ＳＴＦＴ提取的２５７维的幅值谱。

文本的评价指标为相对于混合输入信号，信号

失真比（ＳＤＲ）［１９］的提高值，也被称为 ＧＮＳＤＲ，以及
语音质量的感知评估（ｔｈｅｐｅｒｃｅｐｔｕａｌｅｖａｌｕａｔｉｏｎｏｆ
ｓｐｅｅｃｈｑｕａｌｉｔｙ，ＰＥＳＱ）［２０］。它们被广泛用于评价语
音增强的性能，其值越大说明增强的性能越好。

４．３　实验结果
如图３所示，展示了在不同的语音分离方法下

ＧＮＳＤＲ的值。输入的 ＳＮＲ是从０到５ｄＢ。其中，
红色的线表示本文提出的方法。为了证明本文提

出的损失函数的有效性，我们还对比了只使用Ｊ１作
为损失函数而不是 Ｊ，结果如图３中绿线所示。此
外，为了证明相位谱的重要性，我们用混合语音的

相位替换掉本文分离后语音的相位信息，结果如图

３中的玫红色所示。最后，蓝色线表示本文的基线
ｕＰＩＴ的结果。

图３　ＧＮＳＤＲ的实验结果
Ｆｉｇ．３　ＴｈｅｒｅｓｕｌｔｏｆＧＮＳＤＲ

　

５４５
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从图３中我们可以做出以下几个观察。首先，
从０～５ｄＢ的ＳＮＲ中，本文提出的方法全部优于基
线ｕＰＩＴ系统。这显示了对于两个说话人的语音分
离任务中本文提出方法的有效性。此外，我们还可

以发现，随着 ＳＮＲ的增加，所有方法语音分离的性
能在下降。这是因为，当 ＳＮＲ变大时，有一个说话
人的信息比较好分离，但是对于另外一个说话人就

更难分离，所以两个说话人混合的 ＳＮＲ越接近（即
接近于０）越有助于分离。

第二，为了验证相位信息的重要性，我们用混

合语音的相位替换掉本文分离后语音的相位信息。

通过图３可以发现，当相位谱被替换掉后，分离的性
能变得更差了。因此证明了相位谱对于语音分离

是很重要的。所以，仅仅增强幅值谱而不对相位谱

进行改变会损伤语音分离的性能。因为本文提出

的方法是在时域上进行的，这其中就包含了幅值和

相位信息，因此本文提出的方法对幅值和相位谱都

进行了增强。此外，我们还发现，尽管我们使用混

合的相位谱来替换分离后语音的相位谱，但是其分

离性能仍然要好于ｕＰＩＴ基线方法。这说明了，用本
文提出的方法得到的幅值谱要比 ｕＰＩＴ好。这是因
为，我们是使用时域波行点作为特征进行分离，同

时利用了幅值和相位信息，这样两者可以相互增

强，从而使得分离的性能更加好。

最后，与使用Ｊ１作为损失函数相比，使用 Ｊ１与
Ｊ２的和Ｊ作为损失函数可以很明显的提升 ＧＮＳＤＲ
的值。这表明了与最小化Ｊ１相比，最小化Ｊ可以得
到更好的分离效果。这是因为，Ｊ中同时包含了两
个说话人的信息，这样他们的信息可以被同时优化。

因此，两个说话人可以互相从对方学到有助于语音

分离的信息，从而提高分离的质量。

表１　ＳＮＲ从０～５ｄＢ，对于不同的语音分离方法

ＧＮＳＤＲ的平均值

Ｔａｂ．１　ＡｖｅｒａｇｅＧＮＳＤＲ（ｄＢ）ｆｏｒｄｉｆｆｅｒｅｎｔｓｅｐａｒａｔｉｏｎ

ｍｅｔｈｏｄｓｏｎ０～５ｄＢＳＮＲｓ

方法 ＧＮＳＤＲ

ｕＰＩＴ（基线） ６．９７

使用Ｊ１作为损失函数 ７．０９

使用混合相位替换分离后语音的相位 ７．２７

本文提出的方法（Ｊ１＋Ｊ２） ８．０９

表１显示了 ＳＮＲ从０～５ｄＢ，对于不同的语音
分离方法ＧＮＳＤＲ的平均值。从表１我们可以看出，
本文提出的方法要明显好于 ｕＰＩＴ方法。更加具体
地说，跟ｕＰＩＴ方法相比，对于ＧＮＳＤＲ的值本文提出
的方法提高了１．１２ｄＢ，相对提升了１６．０６

!

。这个

结果表明了对于两个说话人分离的任务本文提出

方法的优越性。

图４展示了一个测试集中语谱图的例子，他们
分别是目标语音（ａ）、使用 ｕＰＩＴ方法分离的语音
（ｂ）和使用本文提出的方法分离的语音（ｃ）。由图
４我们可以发现，跟目标干净语音相比较，本文提出
的方法能够很好的保存谐波，并且共振峰也很清

晰。这表明混合的语音信号被很好地分离了出来。

此外，我们还可以发现，使用 ｕＰＩＴ方法可以将不同
的语音分离出来，但是跟本文提出的方法相比的

话，其共振峰并没有那么清晰。并且，通过比较图４
中的（ａ）和（ｂ）我们可以发现，（ｂ）中会多出一部分

图４　目标语音、ｕＰＩＴ基线方法和本文提出方法语谱图的一个例子
Ｆｉｇ．４　Ｅｘａｍｐｌｅｏｆｔａｒｇｅｔ，ｔｈｅｐｒｏｐｏｓｅｄｓｙｓｔｅｍａｎｄＰＩＴｐｒｏｃｅｓｓｅｄｓｐｅｃｔｒｏｇｒａｍｆｏｒａｓｐｅｅｃｈｓｅｇｍｅｎｔ

６４５
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共振峰（图中黑色方块标出的地方尤为明显），这说

明使用ｕＰＩＴ方法并没有将语音分离干净，仍然会保
留一部干扰音。

表２　不同系统的ＭＯＳ值和ＰＥＳＱ得分
Ｔａｂ．２　ＴｈｅＭＯＳａｎｄＰＥＳＱｒｅｓｕｌｔｓｏｆｄｉｆｆｅｒｅｎｔｓｙｓｔｅｍｓ

方法 ＭＯＳ ＰＥＳＱ／ｄＢ

ｕＰＩＴ（基线） ２．７０ １．５５

本文提出的方法（Ｊ１＋Ｊ２）

原始干净语音

３．６１

５．００

１．８６

４．５

为了对比本文提出的方法与基线系统的主观

评价，我们也对本文提出的方法和ｕＰＩＴ基线系统进
行主观平均得分（ＭＯＳ，ｍｅａｎｏｆｓｃｏｒｅ）。实验结果
如表２所示，我们以原始的干净语音作为满分５分
参考，然后从测试集中随机选出１０句话，让６位从
事语音专业的人员进行主观评测打分。从表２我们
可以看出，本文提出的方法明显要优于ｕＰＩＴ基线系
统，ＭＯＳ评价指标相对提升了３３．７０

!

。

此外，表２还对比了本文提出的方法和ｕＰＩＴ基
线系统的ＰＥＳＱ得分。从表２可以看出，本文提出
的方法ＰＥＳＱ得分明显高于基线系统 ｕＰＩＴ，其得分
从１．５５ｄＢ提升到１．８６ｄＢ，相对提升了２０

!

。结

果再次表明本文提出方法的有效性。

５　结论

在这篇文章中，我们介绍了一种基于卷积神经

网络的端到端语音分离方法。为了充分利用原始

数据的信息，本文提出的方法是基于时域上进行

的。此外，本文的模型是基于卷积编解码器网络结

构，不同于其他基于深度学习的说话人独立的语音

分离方法，我们网络的输出只有一个说话人的信

息。实验结果表明，本文提出方法的语音分离性能

明显好于ｕＰＩＴ方法，ＧＮＳＤＲ评价指标相对提升了
１６．０６

!

，ＭＯＳ值相对提升了３３．７０
!

，ＰＥＳＱ得分
相对提升了２０

!

。这证明了本文方法的有效性。
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