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摘要：目前针对知识增强机器阅读理解的研究主要集中在如何把外部知识融入现有的机器阅读理解模型，却忽

略了对外部知识的来源进行选择。该文首先基于注意力机制对外部知识进行编码，然后对不同来源的外部知识编码进

行打分，最后自适应的选择出对回答问题最有帮助的知识。与基线模型相比，该文提出的基于自适应知识选择的机器

阅读理解模型在准确率上提高了 1.2 个百分点。 
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Abstract : The current research on knowledge-enhancement machine reading comprehension mainly focuses on how to 

integrate external knowledge into the existing MRC model, but ignores the selection for the source of external knowledge. 

This article first uses the attention mechanism to encode external knowledge, then scores external knowledge from different 

sources, and finally adaptively selects the most helpful knowledge for answering the question. Compared with the baseline 

models, our method improves the accuracy by 1.2 percent. 
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0 引言 

随着互联网、人工智能行业的迅猛发展，网

络空间中的数据规模以指数级速度增长。文本阅

读理解作为验证理解文本数据的重要手段，在近

些年来也迎来了蓬勃发展。该任务在形式上表现

为：给定问题，系统要求根据给定的文档输出正

确答案。近年来，得益于海量数据的大规模获取

和深度学习的方法的应用，机器阅读理解任务取

得了长足的进展。 

尽管经典的机器阅读理解模型已经在一些

简单的测试样例下取得了很好的性能，然而在面

对更为复杂且贴近真实应用场景的情况时，已有

方法的表现仍然捉襟见肘，其中在需要推理的场

景下问题尤为显著
[1][2][3][4][5]

。 

目前，已有部分工作通过引入外部知识尝试

去解决这个问题。如 Chen
[1]
等、Wang

[2]
等、Yang

[3]

等 主 要 采 用 注 意 力 机 制 融 入 外 部 知 识 ；

Mihaylov
[4]
等和 Sun

[5]
等主要采用记忆网络机制

融入外部知识；除此之外，Weissenborn
[6]
等尝试

动态融入外部知识，Bauer
[7]
等采用多跳方式融入

外部知识。然而，上述这些方法主要关注的是如

何把特定的一个或多个来源的知识融入到模型

中，却忽略了知识来源选择的问题。如果对来源

不加区分的引入外部知识，可能会给模型输入噪

声，进而干扰模型对文本的理解和推断，最终影

响模型的测试性能。 
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如图 1 示，该机器阅读理解样例的测试目标

是根据给定的故事文本推断其结尾，假设在引入

外部知识时，模型有两个知识来源：WordNet
[8]

和 ConceptNet
[9]
。其中关键词“dinner”的解释

分别为：dinnner 的同义词是 supper，dinner 是

一种“good time to gather”。由于神经网络模

型天然具有数据关联的特性，来自于 WordNet 的

“supper”与错误答案 E1中的“supper”具有显

著的自相关特性，所以模型容易被误导从而选择

错误答案。而来自于 ConcpetNet 的“good time 

to gather”与正确答案 E0中的关键词“catch up”

具有高度的语义相关性，所以模型更倾向于选择

正确答案。 

事实上，在自然语言处理领域中，每个知识

库都有自身的特点，如 WordNet 侧重于词语的上

下位、同义词，而 ConceptNet 更侧重于对词语

本身概念的解释与语义扩展。如果引入的外部知

识库并不包含对回答问题有帮助的知识，则无论

采用何种知识融入方式都相当于引入噪声，这反

而会降低模型性能。因此本文重点在于探讨如何

根据给定文档和问题，自适应的匹配对回答问题

有帮助的外部知识库。 

 

 

图 1 故事结尾推断型机器阅读理解样例 

 

本文提出了一种针对机器阅读理解任务进

行自适应外部知识增强的方法。首先，根据上下

文对多个外部知识库分别检索出对回答问题可

能有帮助的知识。然后，基于注意力机制分别得

到对每个来源的外部知识感知的上下文编码。接

着，通过硬性或软性的方式，自适应的确定最合

适的外部知识来源，进而挑选出该来源知识感知

的上下文编码。最后，将选择出来的编码融入原

有模型选出最终答案。本文通过实验证明了对机

器阅读理解任务自适应引入外部知识具有必要

性和有效性。 

本文的主要贡献有三个： 

1. 指出现有机器阅读理解任务中缺乏自适应选

择知识源的问题。 

2. 针对该问题提出基于机器阅读理解任务的自

适应知识选择模型。 

3. 基于两个常见外部知识 库 WordNet
[8]

和

ConceptNet
[9]
，在 ROCStories

[10]
数据集的基

线模型上准确率提高了 1.2 个百分点。 

1 相关工作 

最早的机器阅读理解研究可以追溯到 1972

年 MIT 人工智能实验室的一篇报告“Toward a 

model of children’s story comprehension”。

半个世纪之后，微软 2013 年提出的 MCTest
[11]

数

据 集 、 谷 歌 和 牛 津 大 学 2015 年 提 出 的

CNN/DailyMail
[12]

数据集以及最为经典的，由斯

坦福大学 2016 年提出的 SQuAD
[13]

数据集，和基于

神经网络的深度学习模型，把机器阅读理解任务

推到了前所未有的高度。以抽取式机器阅读理解

任 务 为 例 ， Wang
[14]

基 于 RNN 架 构 提 出 了

Match-LSTM 模型，Minjoon Seo
[15]

引入问题与文

档之间双注意力机制提出了 BiDAF 模型，Wang
[16]

采用文档自注意力机制提出了 R-Net 模型。在不

断涌出的新兴模型推动下，机器在简单机器阅读

理解任务上的表现屡屡超过人类水平。于是，现

有的机器阅读理解研究向知识增强、识别不可回

答问题、多文档机器阅读理解、多跳推理等方向

发展。 

研究者们在对基于机器阅读理解的知识增

强任务做了大量研究。Long
[17]

等提出了一种类似

于完形填空的缺失命名实体预测任务。该任务通

过从 Freebase 知识库中检索得到的对于实体的

描述用以辅助预测仅仅通过上下文无法预测出

的实体。一些研究者对注意力机制按照符合机器

阅读理解任务的特性进行改进。Chen
[1]
等提出了

KIM 模型，通过收集局部信息进行自然语言推理。

Wang
[2]
等采用了三路注意力机制，分别对问题、 
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文档和外部知识进行编码，从而融合来自外部知

识库 ConceptNet中的知识。Yang
[3]
提出了 KT-NET

模型，通过打分机制和注意力机制融合来自外部

知识库 WordNet、Nell 的知识。也有一些研究者

在记忆网络上进行改进，Mihaylov
[4]
等把给定问

题和从外部知识库检索到的知识作为键进行匹

配，按照其相关性作为值进行打分。Sun
[5]
等在记

忆网络的基础上根据外部知识的相关性对候选

答案进行打分。 

除了基于注意力机制和记忆网络机制以外，

针对不同形式的机器阅读理解任务，研究者们也

做了大量改进。Bauer
[7]
针对生成式的多跳机器阅

读理解任务提出了一种新的融合外部知识的方

法。该方法基于互信息和词频的打分函数从外部

知识库 ConceptNet 选择对给出答案可能有帮助

的常识。Mihaylov
[4]
等针对完形填空式的机器阅

读理解任务提出了一种把外部知识编码作为键

值对进行存储的知识网络模型，有效的将上下文

与外部知识进行交互融合。Weissenborn
[6]
提出了

一种通用的融合外部知识的架构，融合外部知识

和上下文，和不同下游任务相连接，从而实现动

态的融合外部知识。 

此外，针对某个特定的外部知识库和某些特

定的数据集，研究者们也做了具有针对性的工

作。Wang
[19]

为了充分利用 WordNet的语义关系网，

提出了语义关系链的概念，把位置信息作为一种

特征融入上下文中。现有的知识库一般以结构化

存储知识，Pan
[20]

等针对科学领域的经典问答数

据集 ARC 和 OpenBookQA 提出了一种融合外部无

结构化知识的方法，将来自外部知识库关于实体

的无结构化描述文本进行融合从而辅助选择正

确答案。 

针对 ROCStories 数据集，研究者们也提出

了一些知识增强的机器阅读理解模型。Li
[21]

提出

了一种多注意力引入外部知识的方法，把常识知

识引入端到端的神经网络模型。由于 ROCStories

的给定文档和候选项可以构成一个完整的生活

化小故事，Chen
[22]

把外部知识归为三类：叙述序

列、情感演变和常识知识，对这三类外部知识进

行端到端的融入。Tian
[23]

提出了一种新颖的图迭

代网络方法，把外部知识作为原子融入图网络，

模拟人类进行阅读理解的习惯从而再现每一个

样例的场景。 

2 模型与方法 

为了让模型更好的引入外部知识，我们提出

了自适应引入外部知识的方法。具体的，如图 2 

图 2 基于自适应知识选择的机器阅读理解模型框架图 
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所示，本文将模型分为三个部分：（一）问题与

文档编码模块；（二）知识引入模块；（三）答案

选择模块。其中，知识引入模块详解见 2.2。 

针对问题与文档编码模块，本文采用 BERT
[24]

模型作为上下文（问题与文档）编码模块。针对

知识引入模块，我们首先根据上下文的自然语言

文本去不同外部知识库中检索出相关知识，然后

基于注意力机制得到每个外部知识库知识感知

的上下文编码，再通过计算匹配度自适应选择外

部知识融入模型。针对答案选择模块，我们通过

融入了外部知识的上下文编码对不同答案进行

打分，以选择最终答案。 

 

2.1 问题与文档编码 

 

本文以预训练语言模型 BERT 作为编码器，

输 入 句 子 以 字 符 为 单 位 表 示 为

1 2 3{ , , ,..., ,..., }i ls c c c c c= ，其中 l 表示该句子的长

度，即该句子中字符的个数。BERT 模型的输入为

字符序列，在机器阅读理解任务中，输入为

[ ] [ ] [ ]CLS q SEP d SEP+ + + + ，其中 [ ]CLS 和

[ ]SEP 为 BERT 模型输入的特殊处理字符，q 表示 

问题，d 表示文档。BERT 模型输出为上下文每个

字符对应隐向量组成的编码（隐向量序列）和代

表上下文全局的编码（单个隐向量）。其具体公

式如下： 

 , ( )c h g s=  (1) 

其中，g 为 BERT 编码函数，c 为代表上下文

全局的单个隐向量， dc R ， h 为代表上下文的

隐向量序列， l dh R  ， d 为隐层维度。 

 

2.2 知识引入 

 

知识引入模块如图 3 所示。我们首先基于注

意力机制得到外部知识感知的上下文编码，然后

依据具有上下文全局信息的编码对不同外部知

识感知的上下文编码进行匹配，最后选择合适的

外部知识感知上下文编码进行下一步的答案选

择，其步骤如下。 

 

2.2.1 基于注意力机制得到外部知识感知的上下

文编码 

对于上下文编码 h 和外部知识编码 k ，外部

知识感知的上下文编码计算方式如公式（2）（3）

（4）所示。 

 
T

ij i jh k =  (2) 

其中， k 由检索到的外部自然语言文本输入

公式（1）得到， r dk R  ， r 为外部知识字符个

数。 ij 为两个隐向量序列每一对单元的相关度。 

 
*

exp( )

exp( )

i j

ij

i j

j





=


 (3) 

 
*

i ij j

j

v k=  (4) 

其中，公式（3）对公式（2）得到的相关度

进行归一化，公式（4）以归一化的相关度分数

权重对外部知识每个字符的表示进行加权求和。 

图 3 知识引入模块 
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2.2.2 基于匹配度打分自适应选择外部知识 

 

本文采用硬性和软性两种选择外部知识的

方法，具体计算方式如下。 

 

1）硬性选择外部知识：将上下文和外部知识输

入公式（1），除了能得到 h 和 k 之外，同时还可

以得到代表上下文全局信息的 hc 和代表外部知

识全局信息的 kc 。 hc 和 kc 相关度计算公式如下： 

 
Th ks c c=  (5) 

其中， s 为一个标量，作为 hc 和 kc 相关程度

的度量， ,h k dc c R 。 

对于多个外部知识库 1 2, ,..., mKB KB KB ,则

得到多个相似度 1 2, ,..., ms s s ，m 是外部知识库的

个数。自适应选择匹配度最大的一个作为外部知

识源融合原文档的语义表达，本文称之为硬性选

择外部知识，公式如下： 

 
1 2

*

1 2
, ,...,

arg max( , ,..., )
m

m
v v v

v s s s=  (6) 

其中，
*v 为与原文档匹配度最大的外部知识

感知的上下文编码。 

 

2）软性选择外部知识：对于经过注意力机制得

到的外部知识感知的上下文编码，我们不仅可以

对外部知识源进行硬约束，还可以对其进行软约

束，即把来自不同知识库的外部知识加权融入上

下文编码。其公式如下： 

 ( ) ( )T

i s if v w v=  (7) 

 

1

exp( ( ))

exp( ( ))

i
i m

i

i

f v

f v



=

=


 (8) 

 
*

1

m

i i

i

v v
=

=  (9) 

其中 是 sigmoid激活函数， i 即加权因子，

m 是外部知识库的个数， sw 是学习参数向量，

, d

i sv w R ，
*v 为与软性融合的外部知识感知的

上下文编码。 

 

2.2.3 融入外部知识 

 

对于选择得到的外部知识编码 *v ,与公式

（1）得到的上下文编码 h 相加得到新的隐向量序

列 *h 作为下一层神经网络的输入。其公式如下： 

 
* *h h v= +  (10) 

 

2.3 答案选择 

 

对于多项选择问题，一般在问题与文档编码

层 加 入 候 选 答 案 ， 即 输 入 为

[ ] [ ] [ ] [ ]iCLS q SEP d SEP a SEP+ + + + + + ，其

中 ia 为第 i 个候选答案，经过知识引入则得到

*

ih ，经过最后输出层神经网络得到打分,其公式

如下： 

 
*

i o iscore w h=  (11) 

其中，
h

ow R ，该向量是一个参数矩阵，

iscore 为一个标量。最终选择打分最高的答案 *a

作为终选答案，其公式如下： 

 
1 2

*

, ,...,

arg max( )
n

i
a a a

a score=  (12) 

其中， n 为候选答案个数。 

3 实验 

3.1 数据集和测试方法 

 

本文采用 ROCStories
[10]

数据集，该数据集由

亚马逊众包平台上的工人制作得到。在该数据集

的开发集和测试集中，每个样本都包含一个由四

句话组成的文档和两个候选单句结尾，其中两个

候选结尾分别为正负例，其样式如图 1 所示。但

是由于该数据集的训练集并未提供正例结尾，本

文与 Cai
[25]

 等、Chaturvedi
[26] 

等、Cui
[27]

等、

Tian
[23]

等设置相同，对 3742 个样例进行五折交

叉验证，评价指标为准确率(Accuracy)。 

 

3.2 参数设置 

 

3.2.1 实验细节 

 

文档与问题编码模块采用 BERT-base 模型，

其网络层数为 12 层，隐层维度为 768 维，多头
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个数为 12，参数规模为 110M，占用现存 7G 多。

实验采用的优化器为 Adam
[28]

，batchsize 设置为

32，初始学习率为 0.0001，以每轮 0.95 指数级

递减。 

 

3.2.2 外部知识库 

 

WordNet 是一个词典知识库。WordNet 对名

词、动词、形容词和副词等构建了一个语义网络，

如“dinner”是“supper”的同位词。WordNet

存储知识的格式以结构化数据为主。实验采用的

WordNet 知识库由 python 包 nltk 加载得到。 

ConceptNet 是一个常识知识库。不同于

WordNet，ConceptNet 对各种常识概念构建了一

个语义网络，如“dinner”通过“type of”与

“good time to gather”相连接。ConceptNet

存储知识的格式接近于非形式化、更贴近自然语

言的样式。ConceptNet 通过官方的 API 接口

http://api.conceptnet.io/c/en/获取。 

 

3.3 基线模型 

 

本文提供在 ROCStories 数据集上进行实验

的一系列模型作为基线模型。简单起见，我们只

罗列了具有代表性的工作，如表 1 所示： 

 

表 1 ROCStories 数据集各模型性能 

模型 准确率 

SeqMANN
[21]

(Li 等) 84.7 

GPT
[29]

(Radford 等) 86.5 

Concept
[22]

(Chen 等) 87.6 

BERT
[24]

(Devlin 等) 88.4 

本文方法（BERT+自适应知识选择） 89.6 

 

SeqMANN(Li 等, 2018)：一个采用了多注意力机制

引入外部知识的模型，该模型通过大量的无标注

样例扩充数据集。 

GPT(Radford 等, 2018)：一个生成式的预训练语

言模型，该模型在 ROCStories 数据集上进行微

调。 

Concept(Chen 等, 2019)：一个引入多类知识的模

型，该模型引入的外部知识库只有 ConceptNet。 

BERT(Devlin 等, 2018)：一个预训练语言模型，

该模型在 ROCStories 数据集上进行微调。 

 

3.4 实验结果与分析 

 

3.4.1 与 SOTA 方法比较 

 

实验结果如表 1 所示，本文提出的自适应知

识选择的方法取得了 SOTA 的性能。我们的方法

比 SeqMANN 高出了 4.9 个百分点，这说明了 BERT

作为编码器和自适应选择的有效性。我们的方法

比 Concept 高出了 2 个百分点，这说明了采用多

个外部知识库进行自适应选择的重要性。我们提

出的方法比 BERT 提高了 1.2 个百分点，比 GPT

高出了 3.1 个百分点，这充分说明了自适应选择

外部知识源进行知识引入的必要性。 

 

3.4.2 自适应知识选择的有效性 

 

本文进行以下对比试验，如表 2 所示。（1）

“+WordNet”指只引入 WordNet 一个外部知识库

的知识；（2）“+ConceptNet”指只引入 ConceptNet

一 个 外 部 知 识 库 的 知 识 ；

“+WordNet+ConceptNet”指同时引入 WordNet

和 ConceptNet 的知识且不加区分；“+硬性选择

WordNet/ConceptNet”指引入硬性选择两个外部

知 识 库 的 知 识 ； “ + 软 性 选 择

WordNet&ConceptNet”指引入软性选择两个外部

知识库的知识。 

 

表 2 对比实验结果 

模型 准确率 

Bert-base 88.4 

+WordNet 88.8 

+ConceptNet 88.8 

+WordNet+ConceptNet 88.3 

+硬性选择 

WordNet/ConceptNet 

89.4 

+软性选择 

WordNet&ConceptNet 

89.6 

 

“+WordNet”&“+ConceptNet”:在分别引入外

部知识库 WordNet 和 ConceptNet 的知识之后，

模型准确率都有了 0.4 个百分点的提升，这说明

引入知识确实是有效的。 

“+WordNet+ConceptNet”：当同时引入多个外部

http://api.conceptnet.io/c/en/
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知识库的知识且不加区分时，性能比基线模型反

而下降了 0.1 个百分点，这说明不加选择的引入

知识可能会带来模型性能的损失。 

“+硬性选择 WordNet/ConceptNet”：当引入硬性

选择的外部知识时，模型比基线模型模型比 BERT

模型高出 1.0 个百分点，这说明在机器阅读理解

任务上对自适应引入外部知识是必要且有效的。 

“+软性选择 WordNet&ConceptNet”：当引入软性

选择的外部知识后，模型有了进一步的提升，说

明对多个外部知识源的知识进行加权融合，可以

取得最佳的效果。我们推测在有限数据集下，软

性选择可能在训练上更平滑，所以取得了更优的

效果。 

 

3.4.3 样例分析 

 

为了更加直观的分析本文提出的知识选择

机制，我们对测试集进行了采样分析，如图 4 图

5 所示，其中数字表示模型内部选择外部知识时

的打分，笑脸符号表示引入此知识使得模型得到

正确答案，哭脸符号表示引入此知识使得模型得

到错误答案。如图 4 所示，来自 WordNet 的

（hockey，similar to，baseball）的打分为 0.06，

如果模型选择引入该知识，则可能把模型误导选

择错误答案 E0。来自 ConceptNet 的（hockey，

type of，game）的打分为 0.94，如果模型选择

引入该知识，由于“game”和“competition”

具有高度的语义相关性，模型更倾向于选择正确

答案 E1。我们可以看出模型确实具有正确区分外

部知识源的能力。 

在我们的采样过程中，同样也发现了一些负

样例。通过对负样例的抽样统计，我们发现模型

判断错误主要集中在以下几个方面，如表 3 所示，

其中抽样数量为 200。其中“需要更多外部知识

源”表示模型需要更多的外部知识库进行知识引

入才能得出正确答案。“需要多跳推理”表示模

型需要通过至少大于一步的推理链才能得出正

确答案。“其它”表示模型即使通过引入外部知

识或推理的途径也很难得到正确答案。如图 5 所

示，无论加入来自何种知识源的外部知识，都不

能有效的引导模型，反而会降低模型的表现。这

说明我们需要进一步扩充多样化的外部知识源。

如图 6 所示，如果想要得到正确答案，则需要从

“candy”推理到“food”再推理到“kitchen”。

扩充外部知识源和多跳推理可以作为下一步研

究的方向。 

 

表 3 负样例错误原因比例分析 

错误原因 占比 

需要更多外部知识源 44.5% 

需要多跳推理 36.5% 

其它 19% 

 

 

图 4 正样例 

 

 
图 5 需要更多外部知识源的负样例 
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图 6 需要多跳推理的负样例 

4 总结和展望 

本文致力于引入外部知识来提升机器阅读

理解模型的性能。区别于大多数已有方法不加区

分的引入多种知识来源的方式，本文提出了一种

根据上下文特点自适应选择外部知识来源的方

法，以更有针对性的引入外部知识。为了验证该

方法的有效性，本文在公开数据集 ROCStories

数据集上做了充分的实验。结果表明本文提出的

自适应引入外部知识的方法能够较好的提升模

型效果。在此基础之上，我们将进一步探索某些

特定领域的自适应知识引入方法。 
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