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一种针对德州扑克 AI 的对手建模与策略集成框架 
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摘  要  以德州扑克游戏为代表的大规模不完美信息博弈是现实世界中常见的一种博弈类型. 现有以求解

纳什均衡策略为目标的主流德州扑克 AI 算法存在依赖博弈树模型、算力消耗大、策略过于保守等问题，导

致智能体在面对不同对手时无法最大化自身收益. 为解决上述问题，本文提出一种轻量高效且能快速适应

对手策略变化进而剥削对手的不完美信息博弈求解框架. 本框架分为智能体离线训练和在线博弈两阶段. 

第一阶段基于演化学习思想训练智能体，得到能够剥削不同博弈风格对手的策略神经网络. 在博弈阶段中，

智能体在线建模并适应未知风格对手，利用种群策略集成的方法最大化剥削对手. 在两人无限注德州扑克

环境中的实验结果表明，本框架在面对动态对手策略时，相比已有方法能够大幅提升博弈性能. 
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Abstract  Texas Hold'em is a typical large-scale imperfect information game in the real world. Existing algorithms 

computing Nash equilibriums in the Texas Hold'em have severe problems, including the heavy dependency on the 

game's abstract model, the considerable resource consumption, and the learned strategy's conservatism prevents it 

from maximizing the payoffs when facing different opponents. To alleviate these problems, we propose a light-

weight and efficient framework for imperfect information that can quickly adapt to new opponents/strategies. It 

consists of two stages: The offline training stage and the online game stage. Based on the evolutionary theory, we 

train policy networks to exploit opponents with distinct styles in the training stage. While during the game stage, the 

agent first model the unknown opponent and then weighted the trained policies to integrate an adaptive strategy, 

which maximizes the exploitation of the opponent. Experimental results in Heads-Up No-Limit Texas Hold'em show 

the superiority of the proposed framework. Strategy obtained by this framework significantly outperforms the 

existing methods when facing dynamic opponents. 
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计算机博弈与人工智能的发展一直相

辅相成. 从人工智能（Artificial Intelligence, 

AI）学科诞生伊始，计算机博弈研究就是 AI

技术发展创新的沃土，AI 领域的先驱图灵和

香农都曾研发过计算机博弈的程序[1]. 用于 
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测试机器是否具有“智能”的图灵测试，其

实现形式就是通过人和机器之间的博弈进

行的. 智能博弈一直都是衡量 AI 技术发展

水平的重要评价准则，AI 发展历史上的主要

里程碑事件都与计算机智能博弈游戏研究

相关. 1962 年 6 月机器学习之父阿瑟·塞缪

尔的西洋跳棋程序战胜美国著名职业选手

尼雷、1997 年 5 月 IBM 公司的超级电脑“深

蓝”战胜国际象棋大师卡斯帕罗夫等都是 AI

学科早期发展历史上重要的里程碑事件. 

近年来，计算机的存储与计算能力不断

提升，以及各类数据的爆炸式增长与积累，

以人工神经网络为主要技术工具的深度学

习（Deep Learning）方法[2-3]，因其强大的数

据拟合能力与泛化能力，使其在语音识别[4]、

图像识别[5]和自然语言处理[6-7]等领域都取

得了突破性进展，成功推进了 AI 领域由感

知智能到认知智能的跨越. 如今，AI 领域正
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在经历从认知智能迈向决策智能的过程，以

强化学习与深度学习相结合的深度强化学

习（Deep Reinforcement Learning）方法[8-10]，

在围棋博弈领域取得了重大突破并成功打

败人类顶尖选手[11-15]，为完美信息场景下的

博弈决策问题提供了有效的方法指导. 而智

能体如何在其所处状态信息不完全已知的

情况下做出准确的决策，是目前 AI 领域面

临的核心问题. 因此，不完美信息博弈场景

下智能决策问题的研究和解决，是 AI 取得

突破的核心前沿领域和重要驱动力. 

游戏是一种虚拟的实验环境，具有可控

损失的优点，实验成本低并且允许实验的失

败. 博弈游戏本身又存在很多难点，具有决

策空间复杂、实时高动态、信息不完美等特

点[16-17]，能够为智能决策问题研究提供一种

良好的算法实验环境，是 AI 技术绝佳的实

验研究平台. 不完美信息博弈游戏是指智能

体在游戏中只能够获得自身的游戏状态以

及公共游戏信息，而无法掌握全部的局面信

息[18]，例如在德州扑克[19-21]、麻将[22]、斗地

主[23]等游戏博弈过程中对手的手牌不可见，

因此获得的局面信息是不完美的，这也使得

此类博弈游戏的研究和解决更具挑战性. 

现实生活中，在军事、经济、商业、网

络安全等实际场景中的大多数问题，均属于

不完美信息博弈问题. 此类问题的研究和解

决往往受到实际环境的成本制约，而将其转

化为对博弈游戏抽象模型的求解寻优问题

可以大幅降低所需实验成本. 因此，以不完

美信息博弈游戏为载体的研究，能够为现实

问题的解决提供有效的方法论. 

本文选择国际上流行的德州扑克游戏

作为对不完美信息博弈的主要研究和实验

对象，以演化学习方法[24]和深度神经网络相

结合完成对智能体的训练，通过在线的对手

风格建模和种群策略集成的方法使智能体

能够适应对手策略的变化，最终实现了一种

轻量高效并对解决不完美信息博弈问题具

有通用性的博弈求解框架. 

1. 德州扑克游戏 

德州扑克游戏规则明晰、玩法多样并且

趣味性很强，是当今世界范围内最受欢迎的

扑克游戏之一. 德州扑克游戏具有信息不完

美、状态和动作空间巨大、对手不确定等特

性[25]，是不完美信息博弈游戏的典型代表，

集中反映了人工智能领域的许多核心问题，

其研究对于整个人工智能领域的发展有着

极其关键的影响，得到国内外诸多研究团队

的极大关注并取得诸多进展. 

1.1 游戏规则介绍 

德州扑克游戏通常采用 52 张扑克牌，

参与游戏的玩家人数通常限制在 2~9 人. 游

戏分为翻牌前（Preflop）、翻牌（Flop）、转

牌（Turn）和河牌（River）四个阶段，在翻

牌前阶段开始时，每名玩家将获得 2 张只有

自身能够看到的“底牌”，之后的三个阶段开

始时桌面上会分别发出 3 张、1 张和 1 张“公

共牌”. 在经过各阶段游戏多次的“加注

（Raise）/全压（All-in）”、“跟注（Call）/过

牌（Check）”、“弃牌（Fold）”等押注圈操作

后，若牌局仍存在至少两名玩家没有弃牌，

游戏进入“摊牌（Shutdown）”阶段，该阶段

各玩家在自己的 2张底牌和 5张公共牌中挑

选 5 张形成一种牌组，按照图 1 所示的德州

扑克游戏牌型大小规则分出胜负，赢家获得

桌面上全部筹码. 

大

小

牌型示例 中文名称 解释

皇家同花顺 同一花色最大的顺子

同花顺 同一花色的顺子

四条 四张相同+单张

葫芦 三张相同+对子

同花 同一花色

顺子 花色不一样的顺子

三条 三张相同+两张单牌

两对 两个对子

对子 一对

高牌 花色不同不连的单牌

KA Q J 10

QK J 10 9

AA A A 10

42 7 9 Q

AA A KK

KA Q J 10

AA A QK

JAA K Q

AA K QQ

KA Q 4J

 
图 1 德州扑克游戏牌型大小规则 

Fig.1  Texas Hold'em card rules 

本文主要针对两人无限注德州扑克游

戏（Heads-Up No-limit Texas Hold'em, HUNL）

进行方法的实验和验证. HUNL 是指只有两

个玩家参与的德州扑克游戏，游戏双方按照

游戏位置分为大盲位（Big Blind）和小盲位

（Small Blind）. 小盲位在翻牌前阶段首先

做动作，其余阶段均为大盲位首先做动作. 

每局游戏结束时双方交换游戏位置并且重

置筹码量，然后开始下一局游戏. 

1.2 相关解决方法介绍 

HUNL 方面的研究主要经历从博弈树

（Game Tree）模型搜索优化逼近纳什均衡

策略（Nash Equilibrium），到深度神经网络
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拟合纳什均衡策略，再到深度强化学习自我

博弈优化的发展过程. 

Slumbot[26]是博弈树模型搜索优化方法

的典型代表，其核心是利用反事实遗憾最小

化（Counterfactual Regret Minimization, CFR）

算法 [27]在 HUNL 中逼近纳什均衡策略 . 

Slumbot 主要算法流程为：首先根据 HUNL

规则构建出游戏的博弈树原始模型；然后利

用抽象（Abstraction）技术[28]将相似的游戏

状态进行聚类，从而缩减博弈树规模，降低

算法计算规模；最后在缩减过的博弈树上进

行 MCCFR 算法[29]迭代，最终收敛得到近似

的纳什均衡策略. 这种方法严重依赖于游戏

博弈树模型和人类专家知识进行抽象，并且

CFR 算法需要对博弈树上约 6.31×10164个状

态结点进行不断地采样遍历和迭代优化从

而收敛得到纳什均衡策略，即使经过模型缩

减后该方法仍需要耗费大量的计算和存储

资源，例如 Slumbot 在训练阶段需要耗费大

于 105个 CPU 小时的计算资源和 TB 级别的

存储资源来分别迭代优化和离线保存策略. 

此外，CFR 算法最终收敛得到的是一种静态

的离线策略，所以在对手策略变化时存在无

法动态适应和剥削对手等问题. 

DeepStack[19]是利用深度神经网络拟合

纳什均衡策略方法的典型代表，其核心主要

是利用CFR+算法[30]迭代计算出部分游戏状

态对应的纳什均衡策略，然后使用神经网络

对采样到的“状态-策略”样本进行拟合，并

利用神经网络的泛化能力，估计得到没有采

样过状态的策略信息. 此类方法的性能主要

依赖于采样到的样本数量和神经网络拟合

精度，比如 DeepStack 需要在每一阶段游戏

中至少采样 106种游戏状态，并在博弈子树

上进行至少 103轮算法迭代从而得到神经网

络训练样本，这至少需要耗费 106个 CPU 小

时和 103 个 GPU 小时的计算资源，因而该

方法需要极其巨大的算力支持，导致其运算

经济性较差，并且训练样本的存储也需要耗

费大量的存储资源. 此外，在与对手实际交

互过程中，DeepStack 每次决策均需要在博

弈子树上进行算法迭代以求解均衡策略，存

在决策速度和算法性能的矛盾性问题. 

神经虚拟博弈（Neural Fictitious Play, 

NFSP）[31]是基于深度强化学习自我博弈优

化方法的典型代表，其核心思想主要是通过

自我博弈对战提升策略性能，算法训练过程

中博弈双方每次都固定其中一方的策略，利

用强化学习算法通过在线博弈优化另一方

策略，如此交替进行获得策略提升. 此类基

于强化学习的方法需要不断采样大量的交

互数据并保存到经验回放池（Replay Buffer），

从而给神经网络的训练优化不断提供样本. 

NFSP 在训练过程中需要至少采样约 3×107

组交互样本，并且强化学习的训练也存在样

本利用率问题. 此类方法目前仅适用于小规

模博弈问题和简化的德州扑克游戏中，在大

规模和多人博弈问题中存在算法稳定性差

和无法快速收敛到纳什均衡解等问题. 

上述 HUNL 的主流求解方法均是为了

得到近似的纳什均衡策略，从而在理论上保

证自己不输. 但是对于德州扑克这种具有巨

大状态和动作空间的不完美信息博弈游戏，

求解近似的纳什均衡策略不仅在计算层面

是非常困难的，而且计算结果与真实纳什均

衡之间的差异也很难衡量. 此外，由于在

HUNL 中纳什均衡策略的静态特性，智能体

只是根据已知信息使用固定的响应作为自

身策略，忽略了对手行为对自身策略的影响，

所以无法根据对手的实际特点发现和利用

对手弱点，进而实现自身收益最大化. 

此外，演化学习在德州扑克游戏中得到

过成功应用，ASHE[32]是此类方法的代表. 

ASHE首先根据人类玩家知识定义具有特定

策略规则的对手，然后通过智能体种群同时

与不同的对手进行对打和演化训练，从而不

断提升种群对特定对手的适应度（Fitness）. 

由于 ASHE 博弈水平与训练对手的种类及

策略水平相关性较强，因此智能体训练时需

要面对博弈类型尽量丰富的对手，而该方法

中的对手智能体是根据常见的玩法策略经

过人工地精心设计得到，使该方法对人类专

家知识的依赖较为严重. 并且在博弈过程中

ASHE需要依赖一种规则的决策算法得到其

策略，无法端到端（End-to-end）完成该过程. 

2. 方法框架 

针对 1.2节中各类HUNL主流求解方案

所存在的缺点，本文设计了流程如图 2 所示
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的不完美信息博弈求解框架. 本框架将演化

学习方法和深度神经网络相结合，通过在线

的对手风格建模和种群策略集成使智能体

能够适应对手策略的变化. 

策略网络
演化训练

特征库
构建

相似度
度量

策略
集成

离线训练阶段 在线博弈阶段

 
图 2 不完美信息博弈求解框架整体流程 

Fig.2  Overall process of the imperfect information 

game solving framework 

本框架整体分为智能体的离线训练和

在线博弈两个阶段，主要包含以下四个步骤： 

⚫ 首先通过智能体与已知风格的对手博

弈交互，完成对智能体策略神经网络参

数的种群演化训练，从而获得能够剥削

不同风格对手的克制策略网络； 

⚫ 然后利用不同的克制策略网络重新构

建智能体，并分别与其对应克制的对手

进行博弈交互，通过在交互过程中收集

对手信息来构建出对手特征库； 

⚫ 在线博弈阶段，首先对未知对手在线建

模，并与对手特征库进行博弈风格的相

似度度量，得到博弈风格度量矩阵； 

⚫ 然后根据博弈风格度量矩阵对各种克

制策略网络的输出进行加权集成，从而

获得集成策略与对手进行博弈交互. 

2.1 离线训练阶段 

智能体的离线训练阶段主要是为了获

得能够剥削已知风格对手的策略网络并构

建对手特征库. 本阶段首先设计含有不同博

弈风格的对手池和能够在线建模对手的智

能体结构，然后通过智能体与对手池中的不

同对手进行博弈交互，从而利用种群遗传算

法对智能体策略网络参数进行演化训练. 下

面将分别对上述过程展开详细叙述. 

1） 博弈风格建模与对手池设计 

为保证集成策略在面对不同对手时均

具有一定适应性，每种克制策略应尽量均匀

分布在整个策略空间中，因此对手池应为策

略网络的种群演化训练提供具有不同典型

博弈风格的对手策略. 

根据上述要求，本文对德州扑克游戏人

类专业玩家的常见策略和博弈风格进行充

分的调研和总结，最终从德州扑克游戏代表

性玩法的“策略激进度”和“手牌松紧度”

两个维度出发，在整个策略空间中定义不同

风格的对手策略从而构建对手池. “策略激

进度”评价玩家在不同牌局状态时动作的概

率分布情况，激进类玩家即使在游戏局势不

是足够对自己有利的情况下，选择加注动作

的概率也比较高，而在相同情况下保守类玩

家弃牌的概率较高. “手牌松紧度”评价家

所玩手牌的牌力范围，如果玩家只在手牌牌

力较大时继续游戏，手牌较小时选择直接弃

牌，则表示其博弈风格比较“紧”，如果玩家

即使在手牌牌力相对较小时也将游戏进行

下去，则表明其博弈风格比较“松”. 
松

紧

保守 激进

松-凶

紧-凶紧-弱

松-弱

手牌松紧度
小于40％

策略激进度
加注多，跟注少

手牌松紧度
大于40％

策略激进度
加注多，跟注少

手牌松紧度
小于40％

策略激进度
跟注多，加注少

手牌松紧度
大于40％

策略激进度
跟注多，加注少

 
图 3 对手池策略空间与博弈风格类型定义 

Fig.3  The opponent strategy space and game styles 

definition 

根据上述博弈风格的度量方法得到了

如图 3 所示的对手池策略空间，并将不同风

格的玩家策略归类为“松-弱”、“松-凶”、

“紧-弱”和“紧-凶”四类博弈类型. 

“松-弱”和“松-凶”型玩家具有较“松”

的手牌松紧度，其手牌牌力范围一般大于

40％，“紧-弱”和“紧-凶”型玩家则具有

较“紧”的手牌松紧度，其手牌牌力范围一

般小于 40％. “松-弱”和“紧-弱”型玩

家具有偏保守的策略激进度，表现出跟注动

作较多和加注动作较少等特点，“松-凶”

和“紧-凶”型玩家的策略则偏激进，表现

出加注动作较多和跟注动作较少等特点. 

2） 智能体结构设计 

为获得能在博弈交互过程中建模对手

的智能体，本文设计了图 4 中右图所示的智

能体结构，该智能体主要由特征提取器和策

略网络两个模块组成. 

特征提取器主要在博弈交互过程中从

游戏的游戏牌局上不断收集与对手的历史

交互信息，然后统计获得对手在不同牌局状
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态时的特征信息，并作为对手特征输入智能

体策略网络，从而完成对手建模任务. 德州

扑克是一种参与人之间动作具有先后顺序

的动态博弈过程，适合使用博弈树对该类型

的博弈进行表示. 而特征提取器就是一种与

博弈树类似的树形数据结构，树中结点代表

不同的游戏牌局状态，结点之间连接的边代

表不同的动作，每个结点上都将维护关于对

手历史博弈交互信息的特征值. 

牌局状态主要是由两名玩家交互的动

作序列决定的. 特征提取器的构建是根据游

戏历史动作序列进行动态“扩充”和“更新”

的过程. 例如：当特征提取器已经存在动作

序列“Raise300/Raise600/Call”，如果另外两局

游戏的动作序列分别为“Raise300/Raise600/

Call”和“Raise300/Raise600/Raise900”，那么

对于已有的状态结点“Call”，特征提取器将

只对该路径结点上所记录的特征进行更新. 

而对于不存在的状态结点“Raise900”，特征

提取器将扩充自身结点. 由于德州扑克游戏

动作空间巨大，为了控制树形结构的规模，

本文对游戏双方均进行了动作抽象，并按照

底池（Pot）倍数将加注的筹码量映射到以下

七个范围内：（0，0.125）、（0.125，0.375）、

（0.375，0.75）、（0.75，1.25）、（1.25，2.0）、

（2.0，4.0）、（>4.0）. 

智能体策略网络主要是完成“状态特征

-动作策略”的端到端映射过程，具体结构如

图4中策略网络模块所示，由对手特征网络、

游戏特征网络和策略输出网络三个模块组

成，其中对手和游戏特征网络均是由多层长

短期记忆网络（Long Short-Term Memory，

LSTM）所构成，图中每个 LSTM 区块（Block）

均对应其中一层，而策略输出网络则是由包

含多个隐含层的全连接神经网络组成. 

博弈过程中智能体每次做动作时，首先

根据当前的游戏牌局提取出游戏特征，并根

据牌局状态得到在特征提取器中对应结点

位置，从而读取得到结点上维护的对手特征. 

然后将游戏特征和对手特征构建为特征向

量，并分别输入对应的特征网络进行特征编

码. 最后，两种特征网络输出的编码信息“拼

接”后输入策略输出网络，策略输出网络输

出智能体策略并与对手博弈交互. 详细的特

征及编码方式见 3.1 节特征定义部分.

对手
特征

游戏
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络

游
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络
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图 4 离线训练阶段算法流程及智能体结构 

Fig.4  The offline training process and the agent structure 

3） 种群遗传算法 

在德州扑克这种对抗性的回合制不完

美信息博弈游戏中，由于对手策略未知并且

动态变化，导致深度强化学习算法在这种具

有较高随机性环境中的训练难以收敛. 遗传

算法通过模拟生物界“优胜劣汰，适者生存”

的进化法则，在整个解空间内不断搜索具有

最高博弈性能的智能体策略并繁衍新的种

群，使得种群适应度得到稳定的提高，最终

以轻量化的算法框架获得良好的收敛效果. 

本文基于遗传算法的思想对智能体种群进
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行演化训练，训练核心流程如图 4 中左图所

示，主要包括以下三个步骤： 

(1) 选择. 选择是为了筛选并“淘汰”种

群中适应度较低的个体，而适应度较高的个

体将存活至下一代种群. 本步骤首先将种群

内每个智能体分别与所指定的对手进行博

弈交互，然后对每个智能体的适应度进行评

估，最后种群内所有智能体将根据其适应度

高低进行排序，并最终按照一定的比例（生

存率）淘汰部分智能体. 智能体的适应度评

价函数如公式（1）所示： 

1

1
( ) , max(BB,max ( ))

m
ij

j i ij

j j

e
f i n e

m n=

= = （1） 

其中， ( )f i 为智能体 i 的平均适应度，m 为

对手的数量， ije 为智能体 i 相对于对手 j 的

收益（Payoff）， jn 为对手 j 的归一化因子，

当智能体的最大收益小于一个大盲注（BB）

时，将 jn 设置为 BB 以避免归一化错误. 

(2) 交叉. 交叉是为了将种群内的优势

基因（策略网络参数）进行“繁殖”得到下

一代个体. 为了充分保留种群优势基因，本

文将经过选择并生存的智能体进行分层，其

中高于生存智能体平均适应度的部分个体

将获得“繁殖权”进行交叉，其余智能体则

直接进入下一代种群中并再次进行评估和

选择. 这种分层方法在有效保留优势基因的

同时，能够充分排除游戏随机性因素对智能

体性能的影响. 按照适应度对具有“繁殖权”

的智能体进行排序，适应度较高的智能体分

别与每个适应度较低的智能体“配对”，“配

对”双方进行基因交叉过程，从而不断得到

子代智能体基因，直到种群恢复至原始规模. 

父代基因1 父代基因2

交叉基因

(1)f (2)f

子代基因

变异

基因片段1 基因片段2

 
图 5 智能体基因交叉变异示意图 

Fig.5  Crossover and Mutation 

进一步地，提取出“配对”智能体的策

略网络参数并分别将其拼接成参数向量作

为交叉的两种父代基因. 基因交叉过程如图

5 所示. 对于图中所示的两组父代基因，将

其分割成基因片段并按照其所属位置对双

方的每组基因片段都按照智能体的适应度

比例 (1)f 和 (2)f 进行随机选择，最终将所

选择的基因片段组合成为新的交叉基因. 

(3) 变异. 变异为子代基因增加了一定

的随机性，从而提高对种群整体适应度的探

索能力. 变异过程遵循高斯分布，并且随着

种群演化的进行，突变率和突变强度（即高

斯分布的均值和标准差）线性下降. 具体地，

首先按照突变率对图5中交叉基因的基因片
 

算法 1：种群遗传算法 主要流程 

输入：训练对手集合O   

参数：演化代数G ，智能体种群个体数 N   

1: 随机初始化种群 N 个智能体及策略网络参数 初始化 

2: for 1g G= →  do  

3:   for 1i N= →  do 测评阶段 

4:     智能体 i 与对手集合O 中每个对手对打测评得到对应收益 对打 

5:     利用公式（1）计算智能体 i 平均适应度 ( )f i  评估 

6:   end for  

7:   根据智能体适应度 ( )f i 按照生存率比例淘汰性能较差个体 选择个体 

8: 
  按照存活种群平均适应度进行分层，高于平均值个体将 

获得繁殖权进行交叉，其余个体进入第 1g + 代种群 
分层个体 

9:   while 第 1g + 代种群个体数量小于 N  do 恢复种群 

10:     按照适应度大小顺序从具有繁殖权个体中选择交叉父母 选择父母 

11:     提取交叉双方智能体策略网络参数，拼接组成父代基因 基因构建 

12:     按照图 5 所示方法对父代基因进行交叉得到交叉基因 基因交叉 

13:     对交叉基因片段增加高斯噪声进行变异得到子代基因 基因变异 

14:     使用子代基因重构智能体并作为第 1g + 代种群个体 重构个体 

15:   end while  

16: end for  

17: 保存种群中适应度最高的个体基因（策略网络参数） 保存基因 
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段进行随机选择，所选中基因片段将加上服

从该突变率和突变强度的高斯噪声从而得

到子代基因，进而最终获得下一代种群. 

上述步骤在训练过程中反复进行. 随着

不断的种群演化迭代，种群的整体适应度将

不断提升，最终保存最后一代种群中适应度

最高的基因作为智能体策略网络的参数. 算

法详细流程如算法 1 所示. 

4） 对手特征库构建 

为了在线博弈阶段实现对手博弈风格

的度量识别并最终完成策略集成，需要对不

同对手的历史交互信息进行收集，从而构建

对手特征库. 对未知对手的博弈风格进行度

量时，对手特征库主要用作比对的“模板”. 

为实现这一目的，本文使用训练得到的各类

克制策略网络重新构建智能体，并分别与所

克制的对手再次进行博弈交互，最终分别保

留其特征提取器构建对手特征库. 

2.2 在线博弈阶段 

本阶段需要在与未知对手博弈过程中

度量对手风格并动态调整集成策略. 为此，

本节设计了一种对种群策略加权集成的博

弈求解框架. 该框架在对未知对手的博弈风

格度量后，能够根据对手的博弈风格及时调

整自身的集成策略，并且在建模置信度较低

时，智能体也能使用基础策略网络的输出作

为“安全策略”，从而避免智能体出现重大决

策失误. 该框架主要分为以下两个模块： 

1） 对手博弈风格度量模块 

本模块通过对未知风格对手与对手特

征库中已知风格对手的博弈风格特征进行

相似度度量，从而估计未知风格对手的博弈

类型相似度. 本模块具体结构如图 6 所示. 
未知风格对手
特征向量序列

已知风格对手
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图 6 对手博弈风格度量模块 

Fig.6  Measurement module of opponent's style 

具体地，智能体与未知风格对手博弈过

程中不断收集历史交互信息并构建特征提

取器，从而逐渐提高对手建模可信度. 在当

前牌局状态对应的对手博弈风格特征达到

置信度要求后，智能体将收集本游戏阶段内

历史轨迹上所有结点的对手博弈风格特征

向量序列，并与对手特征库中不同对手的特

征向量序列进行“距离”度量，得到未知风

格对手与已知风格对手的博弈风格度量矩

阵： 8D = ,  ( 1,2, ,8;  1,2, , )p

k id i p k
  = =   . 其

中， k 表示已知风格对手的数量， i 表示智

能体分别位于 8种不同游戏阶段（ 1,2,3,4i =

分别表示小盲位的四个游戏押注阶段，

5,6,7,8i = 则表示大盲位的四个游戏阶段），
p

id 表示未知风格对手在游戏阶段 i 与已知

风格对手 p 之间博弈风格特征向量的相似

度. 相似度度量函数如公式（2）所示： 

( )

( )

1

2

1 1

distance ,

( ) ( )

m
p p

i ij ij

j

m n
l l p

ij ij

j l

d

f f

=

= =

=

= −



 

a o

a o

 （2） 

其中，m 表示当前牌局状态对应游戏历史轨

迹上的结点数量（即：对手博弈风格特征向

量数量）， ija 表示未知风格对手在游戏阶段

i 的第 j 组博弈风格特征向量，
p

ijo 表示已知

风格对手 p 的对应博弈风格特征向量，n表

示特征向量维度， ( )l

ijf a 表示未知风格对手

特征向量 ija 的第 l 种特征， ( )l p

ijf o 表示已知

风格对手 p 对应特征向量
p

ijo 的第 l 种特征. 

2） 克制策略集成模块 

1
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图 7 种群策略集成模块 

Fig.7  Integration module of population strategies 

受到集成学习思想的启发，本节设计了

如图 7 所示的克制策略集成模块，该模块中

各个策略网络的输出是能够剥削不同风格

类型对手的策略，而这些策略只是整个策略

空间的一些局部最优解，因此在面对未知对

手时并不一定具备适用性. 为此，本节设计

此种略集成方法，该方法可以将不同克制策
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略网络的输出 p

iπ 通过博弈风格度量矩阵 D

进行加权集成，从而构建集成策略 intπ . 策略

加权集成方式如式（3）所示： 

int

1

1 1 1

1

softmax( )

p
i

q p
i i

q
i

k
p

i i i

p

dk k k
d dp p

i ik
dp q p

q

e
e e

e

=

−

= = =

=

= 

= = 



  


π π d

π π
（3） 

其中， int

iπ 表示游戏阶段 i 的集成策略， p

iπ

表示克制策略网络 p 在阶段 i 的输出策略. 

在与未知风格对手博弈交互的初始阶

段，由于对手的特征收集累积量较少，因此

对手建模的置信度较差，此外对于从未经历

或者经历次数较少的牌局状态也会出现该

问题. 为避免因上述问题而导致决策失误，

本节训练得到一个基础策略网络，该策略网

络是由智能体与对手池中所有已知风格对

手对打和种群演化训练得到的，其输出 base

iπ

作为在对手建模置信度较低情况下的“安全

策略”，从而保证智能体博弈性能的“下限”. 

最后，在种群集成策略 int

iπ 和基础策略
base

iπ 之间，智能体将根据建模置信度进行选

择，并作为其最终集成策略 *

iπ 与对手交互. 

3. 实验与结果分析 

3.1 实验设置 

1） 游戏参数设置与性能评价方式 

本文的所有实验均在两人无限注德州

扑克游戏环境中进行. 其中，玩家每局总筹

码量为 42 10 ，小盲注和大盲注分为 50 和

100，每局游戏结束后筹码重置并且双方交

换位置. 为评判智能体策略好坏，游戏双方

对打 42 10 局游戏并使用德州扑克 AI 研究

领域最为常见的平均每局千分之一个大盲

注（millesimal big blind per hand，mbb/h）作

为智能体博弈性能的评价指标. 

2） 特征定义及编码 

本文收集了 10 种特征作为策略网络的

输入，具体的名称、含义及编码方式如下： 

⚫ 访问频率：游戏历史中访问特征提取器中

结点的频率，代表玩家在不同牌局状态下

所有动作的频率分布信息； 

⚫ 弃牌率：特征提取器中当前结点为根的子

树上因对手弃牌使游戏结束的频率； 

⚫ 摊牌率：特征提取器中当前结点为根的子

树上双方玩家均未弃牌而使游戏进入摊

牌阶段的频率； 

⚫ 期望牌力：特征提取器中当前结点为根的

子树上摊牌时对手的平均牌力； 

⚫ 同花或顺子：当前公共牌对手出现同花或

顺子的概率； 

⚫ 对牌数量：当前公共牌中对牌的数量； 

⚫ 游戏轮次：当前游戏所处轮次； 

⚫ 手牌牌力：自身当前手牌期望牌力； 

⚫ 对手加注额：对手加注的总筹码比例； 

⚫ 自身加注额：自身加注的总筹码比例. 

其中，前 4 种特征由特征提取器直接获

得并组成得到对手特征向量，特征向量（例

如：[0.1432, 0.4833, 0.6528, 0.1189]）中每一

维度分别对应表示：访问频率、弃牌率、摊

牌率和期望牌力. 而游戏特征则由上述其余

6 种特征对应组成，表示当前游戏公共信息

和智能体私有信息. 

对于对手博弈风格度量模块，本文需要

获取特征提取器中本阶段游戏所对应的历

史路径. 对于其中每个结点本文设计了 11

种对手博弈风格特征 ( ) ( 1,2, ,11)l

ijf l =a

组成对应的特征向量 ija ，其中除了上述所

列举的摊牌率和期望牌力，还包括当前牌局

状态对手选择弃牌、跟牌/过牌、加注动作的

概率（即特征提取器在当前牌局状态对应结

点下每条边的访问频率），由于加注动作被

抽象为 7 种，因此特征提取器的每个结点上

都将得到一个 11 维的特征向量 ija . 

表 1 对手智能体博弈风格及定义 

Table 1  The opponents’ play styles and definitions 

名称 类型 手牌松紧度 策略激进度 

1O  松-弱 70% 极度保守 

2O  松-凶 70% 极度激进 

3O  紧-弱 10% 极度保守 

4O  紧-凶 10% 极度激进 

5O  松-弱 50% 相对保守 

6O  松-凶 50% 相对激进 

7O  紧-弱 30% 相对保守 

8O  紧-凶 30% 相对激进 

3） 对手设置 

为给智能体策略网络种群演化训练提

供对手，本文从图 4 的对手池策略空间中采

样得到 8 种具有已知风格的对手智能体

1 2 8( , , , )O O O ，每种对手智能体的博弈风格

及详细定义如表 1 所示. 表格中前四种对手

1 2 3 4( , , , )O O O O 是 4 种风格最为明显的智能

体，策略较为简单因而具有较高的利用率，
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在种群演化训练过程中比较容易被剥削. 而

表格中后四种对手 5 6 7 8( , , , )O O O O 策略风格

相对复杂且利用率适中，有利于在种群演化

训练过程中提高智能体策略的博弈水平. 

另外，为验证智能体在对手策略不断变

化时的适应能力，本文设计了一个可以进行

策略动态切换的对手智能体 randomO ，该智能

体会从对手池策略空间中每隔500局游戏随

机采样一种对手策略作为自身策略. 

4） 实验参数设置 

表2为策略网络结构和遗传算法训练的

相关参数，表中数据是经过对算法训练的收

敛速度和最终达到的平均适应度水平进行

综合考虑后确定的，各类策略网络均是使用

表中所设置参数值进行种群演化训练得到. 

表 2 策略网络结构与训练参数 

Table 2  Policy network structure and the training 

hyper-parameters 

参数含义 参数值 

对手特征网络 LSTM 区块（Block）数 5 

对手特征网络 LSTM 时间序列步数 5 

对手特征网络输出维度 200 

游戏特征网络 LSTM 区块（Block）数 5 

游戏特征网络 LSTM 时间序列步数 5 

游戏特征网络输出维度 300 

策略输出网络输入层神经元数量 500 

策略输出网络隐含层数量 2 

策略输出网络隐含层神经元数量 300 

策略输出网络输出层神经元数量 10 

种群演化代数 300 

种群个体规模 100 

种群生存率 0.25 

基因变异率（初始/最终） 0.25/0.05 

基因变异强度（初始/最终） 0.5/0.1 

单个对手对打训练牌局数量 10000 

对手特征库收集游戏对打局数 100000 

基础策略网络通过种群智能体与定义

的 8 种对手交互训练得到，训练过程中一共

对种群的100个智能体进行300代演化训练. 

每个智能体与单个对手每次对打 410 种牌局，

并对牌局进行手牌交换后重新对打，从而排

除牌局随机性对性能的影响. 因此，种群中

每一个智能体均与每个对手对打 42 10 局

游戏后进行适应性评估和选择过程. 最终第

300 代种群中适应度最高的智能体策略网络

保存为基础策略网络. 

克制策略网络是通过智能体只与一种

已知风格对手进行种群演化训练得到的，训

练过程中也对种群的 100 个智能体进行了

300 代的种群演化训练，然后保存第 300 代

中适应度最高的智能体策略网络作为一种

克制策略网络. 因此对于对手池中定义的 8

种不同风格对手，最终得到 8 个能够分别克

制对应对手的策略网络. 

为构建对手特征库，首先利用每种克制

策略网络重新构建出智能体，然后与其克制

对手对打 510 局游戏，最后将对应特征提取

器分别保存并构建对手特征库. 

表 2 所列举参数中的“策略输出网络隐

含层神经元数量”和“种群生存率”两种参

数对算法的稳定性和收敛水平具有较大影

响，为确定上述两种参数的合适取值，本文

在基础策略网络训练过程中分别对两种参

数进行了网格搜索（Grid Search），参数对比

结果分别如图 8 和图 9 所示. 

策略输出网络隐含层神经元数量

种
群
平
均
适
应
度

 
图 8 策略输出网络隐含层神经元数量对种群平均

适应度的影响 

Fig.8  The influence of the hidden neurons in policy 

output network on population fitness 

种群生存率

种
群

平
均

适
应

度

 

图 9 种群生存率对种群平均适应度的影响 

Fig.9  The influence of population survival rates on 

population average fitness 

从图 8 中数据对比可知，策略输出网络

隐含层神经元数量的取值会对种群会的平

均适应度收敛水平造成一定影响. 在神经元

数目在 50 到 300 之间取值过程中，随着神

经数量的增加适应度水平也在不断提升. 当

神经元数量达到一定数量后（即 300 左右及

以上），适应度水平并不会随之一直提升，而
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是最终达到一定的水平并趋于稳定. 从图 9

可明显看出，种群生存率对平均适应度的影

响出现与图 8 类似的变化趋势. 这说明当所

选的参数值超过一定“阈值”之后，系统性

能的收敛水平对参数变化并不敏感. 因而，

为在保证算法收敛水平的前提下尽量使用

较少的参数量，根据网格搜索的结果最终分

别将上述两种参数设置为 300 和 0.25. 

3.2 消融实验 

1） 基础策略网络训练 

基础策略网络的演化训练过程中智能

体一直与多个对手博弈交互，由于这些对手

具有不同的博弈风格和水平，因此训练过程

中与不同对手的交互先后顺序可能会对种

群的整体适应度产生较大影响. 为最大化种

群适应度，本文设计了一种三阶段的训练策

略并与其它三种进行对比实验，得到如图 10

所示的种群平均适应度变化曲线，其中：训

练策略 1中智能体种群在 300 代的演化训练

过程中一直同时与表 1 中的 8 种对手交互；

训练策略 2 中智能体种群在前 100代演化训

练中一直与前 4 种对手交互，后 200 代则只

与后 4 种对手交互；训练策略 3 中智能体种

群在前 100 代演化训练中一直与前 4 种对手

交互，后 200 代则与 8 种对手交互；训练策

略 4中智能体种群在前 100 代训练中一直与

前 4 种对手交互，中间 100 代只与后 4 种对

手交互，最后 100 代则同时与 8 种对手交互. 

1 8O −

1 4O −

5 8O −

1 4O −

1 8O −

1 4O −

5 8O −

1 8O −

训练策略1：1-300代对战
训练策略2：1-100代对战
                      101-300代对战
训练策略3：1-100代对战
                      101-300代对战
训练策略4：1-100代对战
                      101-200代对战
                      201-300代对战

种
群

平
均

适
应

度

种群演化代数

 

图 10 不同训练策略对种群平均适应度的影响 

Fig.10  The influence of different training strategies 

on population average fitness 

训练策略1中智能体需要一直同时面对

8 种不同风格对手进行对打训练，经过 190

代左右的种群演化训练，其平均适应度最终

收敛在0.1212左右. 该训练策略在训练过程

 
1
 http://www.slumbot.com/ 

中与另外两种训练策略相比表现出更大的

“震荡”幅度，而且需要更多的演化代数才

能使种群的平均适应度提升并趋于平稳. 

训练策略2采用两阶段的分层训练方法，

第一阶段中种群在第 30 代左右平均适应度

得到快速提升并收敛稳定在 0.8515 左右，在

第二阶段中由于所面对的对手利用率较低，

因此种群在第101代时的策略无法有效剥削

此类对手，使其平均适应度也迅速降低至-

1.5645. 经过第二阶段的训练，种群在第 130

代左右平均适应度最终稳定到 0.3312 左右. 

该训练策略虽然与训练策略1相比能够明显

提高种群平均适应度收敛速度，但最终的平

均适应度却明显低于训练策略 4. 这表明此

种每次只面对其中四种对手的分层训练策

略可能会使种群在第二阶段的训练后陷入

局部最优，从而失去对前四种对手的克制性. 

训练策略3也采用两阶段的分层训练方

法，是在策略 2 的基础上更改第二阶段所面

对的对手得到，即后 200 代同时面对 8 种对

手. 从曲线对比来看，策略 3 最终收敛水平

与策略 2 并无太大差异，但值得注意的是策

略3在第二阶段训练开始时的震荡幅度明显

强于策略 2，训练过程中收敛速度和稳定性

明显低于策略 2. 此外，策略 3 与策略 4 相

比最终并不能达到相近的适应度水平. 

训练策略4采用三阶段的演化训练方案，

在前200代的种群演化训练过程中其与策略

2 的曲线变化趋势相似，种群的平均适应度

最终稳定在 0.6654 左右，与另外两种策略相

比最终适应度得到较大提升. 这表明训练策

略4的三阶段分层训练方式使种群具有较快

的收敛速度并且避免陷入局部最优问题，最

大化地探索了种群的博弈性能. 

从图10中四条曲线变化对比可以看出，

训练策略4经过演化训练能使种群平均适应

度较快地收敛到更高的水平，因此本文将其

作为基础策略网络的种群演化训练策略. 

2） 在线博弈阶段消融实验 

为验证在线博弈阶段种群策略集成框

架中不同模块的作用，本节对其进行结果如

表 3 所示的消融实验，其中 Slumbot1是世界

计算机扑克大赛（Annual Computer Poker 
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Competition）中两人无限注德州扑克组的冠

军智能体，代表纳什均衡策略智能体并作为

实验的对照组，表格中每组实验数据均表示

不同智能体面对某种对手时的评估性能，例

如智能体 baseA 与对手 1O 的评估结果是

1000mbb/h，表示经过 42 10 局游戏的对打评

测后，结果表明 baseA 博弈性能优于 1O . 

tarA 为克制策略智能体，其构建分别使

用了不同的克制策略网络，主要用于分别评

估每种克制策略网络对其所克制对手的剥

削性能. 因此，表格中第一行评测数据均是

某种对手与对应克制策略智能体的评估结

果，比如第一行中第一组数据代表对手 1O

的克制策略博弈性能为 999.92mbb/h. 由测

评数据可以看出，各克制策略均能有效克制

对应类型的对手. 由于克制策略只能针对一

种对手，所以此类评测数据可视为本文提出

的种群策略集成框架智能体在面对对手池

中已知对手时的性能“上界”. 

baseA 为基础策略智能体，其构建只使用

基础策略网络，用于单独评估基础策略网络

的性能. 测试数据表明 baseA 在单独面对已

知的不同对手时均具有相对良好的博弈性

能，这验证了基础策略网络所采用的三阶段

分层种群演化训练方式，既能保证种群博弈

性能得到快速提升，又能避免因为不同训练

阶段面对不同对手所造成的克制策略“遗忘”

问题. 此外， baseA 与动态策略对手 randomO 的

评测结果为 5105.38mbb/h，这说明即使对手

策略变化时基础策略也具有一定的适应性，

所以基础策略网络的输出可以作为建模置

信度较低时的“安全策略”. 

aveA 为克制策略网络静态集成的智能

体，其策略是直接将各个克制策略网络的输

出进行“加和”得到的（即博弈风格度量矩

阵为均匀分布），主要用于探究在没有“安全

策略”和对手博弈风格度量矩阵的情况下直

接进行策略集成时智能体的性能表现. 从

aveA 与 tarA 及 baseA 的实验结果对比可以看出，

这种直接对局部最优解“加和”的集成方法，

失去了克制策略原有的剥削性能，使智能体

即使在面对已知对手时也无法保证其博弈

性能. 此外， aveA 与动态策略对手 randomO 的

评测结果为-1068mbb/h，说明在面对对手变

化时 aveA 由于没有对手相似度的度量模块，

导致其不具有对动态策略的适应性. 

intA 为没有基础策略作为“安全策略”的

动态集成策略智能体（即在 aveA 的基础上加

入对手博弈风格度量模块），用于评价在只

使用对手博弈风格度量并进行策略集成时

智能体的性能表现. 通过 intA 与 aveA 的实验

数据对比可以发现，在使用博弈风格度量矩

阵将克制策略进行加权集成后， intA 的博弈

性能相比 aveA 得到显著提升，这说明 intA 的

集成策略保留了各克制策略的剥削性能. 在

面对策略随机变化的对手 randomO 时， intA 的

测评结果明显低于其在面对8种已知对手时

的平均性能，这说明在对手策略变化时， intA

由于没有基础策略作为“安全性保障”，因此

容易因建模置信度低而造成决策失误. 
*A 为本文提出的种群策略集成框架所

对应的智能体. 相比于智能体 intA ， *A 虽然

在面对已知对手时性能表现略低于 intA ，但

是因其拥有基础策略网络模块作为“安全策

略”，使得在面对动态策略对手 randomO 时 *A

的性能均明显优于 intA 和 baseA ，这体现基础

策略网络可以有效减缓可能出现的决策失

误问题. 此外，从分别面对 randomO 时的评测

结果来看， *A 的性能为 6359.36mbb/h，明显

高于 Slumbot 对应的 3387.13mbb/h，这说明

即使在面对对手策略变化时 *A 相比传统的

纳什均衡策略也能够更好地剥削对手，保证

自身能够有良好的博弈性能. 

表 3 消融实验结果（mbb/h） 

Table 3  Ablation study results (mbb/h) 

 
1O  

2O  3O  4O
 5O

 6O
 7O

 8O
 randomO

 

Slumbot 702.53 12761 4942.58 14983 652.73 2623 484.29 2449 3387.13 

tarA  999.92 29232 1494.92 27474 1391.04 12746 1371.1 34546 — 

baseA
 

1000 22611 1205.05 20380 1109.84 9892 793.425 14568 5105.38 

aveA
 

999.91 78.46 34.06 -5537 927.84 92.36 -631.55 -4461 -1068 

intA
 

999.92 29964 1305.04 27314 1316.21 12874 1380.875 18330 2738.98 

*A
 

1000 24888 1310.34 27526 1286.08 11253 1020.375 16514 6359.36 
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3.3 性能对比 

1） 算法博弈性能 

为评估智能体 *A 的实际博弈性能，本

节将其与 1.2 节所述四种方法、知识 AI 和

randomO 分别互相对打测评后得到如表 4 所示

的评测结果，其中知识 AI 是五种基于人类

专业玩家策略的规则智能体，该类智能体具

有动态的策略和完备的人类常见打法，可以

模拟人类对手玩家行为进行性能评测，表格

中知识 AI 的评测数据均是与五种人类规则

AI 分别对打 42 10 局游戏后的平均结果. 

表 4 博弈性能对比结果（mbb/h） 

Table 4  Performance comparison results (mbb/h) 

 *A  ASHE Slumbot Deepstack NFSP 知识 AI randomO  

*A  — 675.68 -48.49 -896.76 32255 229.64 6359.36 

ASHE -675.68 — -153.35 -1552.64 11904 -13.00 3177.68 

Slumbot 48.49 153.35 — -103.44 8623.18 52.43 3387.13 

DeepStack 896.76 1552.64 103.44 — 4084.27 139.41 1791.27 

NFSP -32255 -11904 -8623.18 -4084.27 — -3257.75 -18819 

知识 AI -229.64 13.00 -52.43 -139.41 3257.75 — -91.92 

randomO  -6859.36 -3177.68 -3387.13 -1791.27 18819 91.92 — 

从实验数据可以看出，智能体 *A 、

ASHE、NFSP 和知识 AI 分别在面对目前具

有最强性能的 Slumbot 和 DeepStack 时，评

测统计结果说明这种利用 CFR 算法求解的

近似纳什均衡策略极难被剥削. 智能体 *A

在面对知识 AI 时评测统计结果达到
229.64mbb/h，与 ASHE 和 Slumbot 分别对

应的-13mbb/h 和 52.43mbb/h 相比得到大幅

度性能提升，另外在面对 randomO 时智能体 *A

同样具有最好的性能表现. 

为评估不同方法智能体在与对手交互

过程中策略的动态变化情况，本文记录了智

能体 *A 、ASHE、Slumbot 和 DeepStack 分

别在面对 randomO 进行对打测评过程中的收

益变化情况，得到如图 11 中所示的博弈性

能变化曲线，图中数据是测评过程中从第
5000 局游戏开始每隔 500 局游戏统计一次

前 5000 局的平均博弈性能得到的. 

博
弈

性
能
（

m
b

b
/h
）

对打测评局数

 

图 11 对打测评过程中博弈性能变化 

Fig.11  The change of game performance in the 

evaluation process 

从图 11 中曲线变化可以看出，Slumbot

和 DeepStack 这种典型的纳什均衡策略智能

体，在面对动态策略对手 randomO 时由于策略

的静态性使其不具备动态适应性. 智能体
*A 和 ASHE 由于能够通过不断收集交互数

据从而建模对手，因而使其均具有一定的适

应能力，但由于智能体 *A 能够通过策略集

成策略框架来根据对手实际风格特征针对

性地适应对手，使其相对 ASHE 具有更加强

大的动态适应性. 

上述实验数据有效说明本文所提出的

博弈求解框架在博弈交互过程中可以不断

建模对手从而获得一定的适应性，并且相比

已有方法能够大幅提升智能体的面对对手

策略不断变化时的博弈性能. 同时实验结果

也验证纳什均衡策略所存在的严重限制智

能体剥削性问题，使其在对手策略变化时无

法最大化自身收益. 

2） 算法轻量性 

为评估本文所提出博弈求解框架的轻

量性，本节对比了不同算法分别在训练和测

评两个阶段的资源需求，具体包括：存储资

源需求、计算资源需求以及测评的动作响应

时间. 详细对比数据如表 5 所示，表中数据

均来自原始论文以及复现时的实际数据. 

对于训练阶段，从存储资源需求来看，

Slumbot 和 DeepStack 由于需要使用 CFR 相

关算法求解并保存纳什均衡策略，因此需要

500GB 以上的存储资源，NFSP 则需要 50GB

以上的内存资源将不断采样到的交互数据

保存到经验回放池，而智能体 *A 和ASHE仅

需要约 30GB的存储资源来离线保存牌力数

据. 从算法计算资源需求来看，智能体 *A 略
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高于 ASHE 的计算资源需求（小于 2 倍），

仅需一台无 GPU 的常规计算机使用约 2000

个 CPU 小时的计算量，远低于 Slumbot、
DeepStack 和 NFSP 这种需要大规模计算机

集群进行分布式计算求解的智能体. 

在对打测评阶段,智能体 *A 对每一局游

戏的实际牌力进行在线解算，在不牺牲响应

速度的前提下有效降低对存储资源的需求，

使其对存储和计算资源的需求量均小于其

他智能体. 最终，智能体 *A 能够以平均小于

0.1 秒的动作响应时间进行博弈交互，远低

于 DeepStack 和人类玩家. 

综上所述，本文提出的博弈求解框架能

够在使用较少计算和存储资源的情况下保

证自身的博弈性能和响应速度，相比其它已

知求解方法更具有轻量性优势. 

表 5 算法轻量性对比 

Table 5  Light-weight comparison 

 

训练阶段资源需求 测评阶段资源需求 

存储资源

（GB） 

计算资源

（h） 

存储资源

（GB） 

计算资源

（h） 

响应时间

（s） 
*A  ~30 ~2×103CPU <0.5 <0.1CPU <0.1 

ASHE ~30 ~103CPU ~30 <0.1CPU <0.1 

Slumbot >500 >105CPU >500 >10CPU ~1 

DeepStack >500 
>106CPU 

>103GPU 
>10 

~103CPU 

~103GPU 
~30 

NFSP >50 
~104CPU 

~102GPU 
~1 

<1CPU 

<1GPU 
<1 

人类玩家 — — — — ~15 

4. 总结与展望 

本文提出了一种针对两人无限注德州

扑克这一典型大规模不完美信息博弈问题

的博弈求解框架，该框架具有轻量高效并能

快速识别和适应对手策略变化等优点. 该

框架首先基于演化学习方法对智能体进行

种群演化训练，得到能够剥削不同风格对手

的克制策略网络，然后对未知风格对手进行

在线建模和风格度量，最后采用种群策略集

成的方式最大化剥削和利用对手. 

针对基础策略网络的种群演化训练过

程，本文探讨了 4种不同的训练策略对种群

平均适应度的影响. 通过对比，本文发现所

提出的三阶段分层训练方式能有效提升训

练速度和种群平均适应度. 在线博弈阶段

的消融实验中，本文对比分析和实验验证了

不同模块的作用，实验数据表明本文所提出

的种群策略集成框架能有效度量未知对手

的博弈风格，并相应地调整自身集成策略来

提升收益. 此外由评测结果可以看出，本博

弈求解框架得到的智能体 *A 在分别面对动

态策略的对手 randomO 和人类规则的知识 AI

时，其博弈性能明显强于基于纳什均衡策略

的智能体. 这说明相比纳什均衡策略，即使

对手策略发生变化 *A 也能够更好地剥削对

手，保证自身良好的博弈性能. 综上所述，

本文所提出的不完美信息博弈求解框架能

够有效建模未知对手并度量其所属风格，并

利用克制策略的加权集成与对手交互，有效

提高智能体在面对不同对手时的剥削性能. 

本文提出的博弈求解框架具有一定的

通用性，该框架不仅适用于德州扑克这一特

定游戏环境，还可以为实际生活中的诸多不

完美信息博弈问题提供一种可行的解决思

路. 未来值得进一步探索的问题包括强化学

习在本框架中的应用方式以及本框架在多

人德州扑克游戏中的拓展问题等. 
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