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数据扩增(Data Augmentation)是一种通过对训

练数据进行变换来扩展训练数据的方法。数据的规

模对于机器学习算法的泛化能力有显著影响，特别

是对于深度神经网络这样的高模型容量(Capacity)

的机器学习算法[1]，大规模的数据对提升算法在应

用中的性能至关重要。数据扩增可以在不通过人工

采集新数据的情况下，通过在已有训练数据上进行

变换来提升数据规模，提高模型的算法性能，这种

方法被广泛地应用在图像处理[2]、语音处理[3]、自

然语言处理[4]等应用中。在图像处理应用中，常采

用拉伸、平移、旋转、裁剪等方法，对训练集中的

一幅图像进行变换，生成一批图像，并将其标为与

原图相同的类别；在自然语言处理中，则常采用对

句子中的词进行随机替换或同义词替换等方法扩

增数据。 

对于语音识别问题，也有学者提出了数据扩增

方法来提升语音识别系统的性能。Navdeep Jaltly等

提出采用声道长度扰动的方法来进行数据扩增[5]。

Xiaohui Cui 等提出采用随机特征映射(stochastic 

feature mapping, SFM)的方法，将一句语音特征映射

为另一个说话人的语音特征，来使训练数据中说话

人更为丰富。Tom Ko 等提出采用速度扰动(Speed 

perturbation)的方法来进行数据扩增，该方法简单易

于实现，并且相对于声道长度扰动，能更好地提升

模型的泛化性能[3]。速度扰动法实质上是对一个语

音波形进行时间尺度上的放缩，在频域上表现为频

带的平移[6]，这实际上是在整句地改变语音的音调。

由于速度扰动会使数据失真，即产生实际中不可能

遇到的语音音调，所以在应用速度扰动的时候采用

的比例系数不能偏离原始数据太大，一般取 0.9 和

1.1。Tom Ko 等还提出利用房间冲激响应(room 

impulse response, RIR)模拟混响，并添加各种加性噪

声，来提升语音识别系统在远场语音识别系统的性

能[7]。 

Park 等提出 SpecAugment方法[9]，其将图像数

据扩增中的拉伸延展和裁剪的方法引入到序列到

序列语音识别中。SpecAugment 简单，易于实现，

并且显著地提升了基于序列到序列模型的语音识

别系统的性能。然而，目前的序列到序列模型存在

不容易实现流式解码，难以在在线语音识别业务中

应用，训练需要大量数据才能得到较优性能等问

题。针对端到端的 SpecAugment方法对特征序列进

行时间弯折，会造成标签信息与原始特征对齐错位

的问题，另外，频率掩蔽也会造成连续多帧特征都

相同而与标签不符的问题，所以这种方法不易直接

应用到目前实用化最成熟的 DNN-HMM 混合模型

语音识别系统中。 

本文探索了 SpecAugment 方法在 DNN-HMM

混合模型语音识别系统上的效果，并提出结合速度

扰动和时频掩蔽的数据扩增方法。本文发现

SpecAugment 方法中的时间弯折对于性能的提升很

小，并且实现的时候计算量较大。时频掩蔽带来的

性能增益较大，所以在训练 DNN-HMM 系统的时

候不必采用时间弯折，而直接使用时频掩蔽进行数

据扩增。对于时频掩蔽方法，进行频率掩蔽获得的

性能提升更大。进一步地，速度扰动方法同时改变



 

了音频的长度和频率，对频谱造成的形变更大，数

据扩增更明显，而且实现效率高。本文发现，在速

度扰动后的数据上采用时频掩蔽的方法进行数据

扩增，可以进一步地提升识别性能。本文在中文公

开数据集 AISHELL-1 上进行实验，相对于使用原

数据的基线系统，使用扩增后的数据的识别系统字

错误率相对下降 9.4%。 

本文后续部分组织如下。第一章介绍

SpecAugment 方法。第二章介绍随机块掩蔽和速度

扰动。第三章介绍基于掩蔽的数据扩增方法和计算

听觉场景感知中时频掩蔽的关系。第四章给出详细

的实验结果和分析。最后在第五章对整个工作加以

总结。 

1  SpecAugment 数据扩增 

SpecAugment[9]数据扩增方法将语音的梅尔谱

特征序列看作是一副图像，并将图像中常用的的数

据扩增方法图像弯折和裁剪应用到梅尔谱特征序

列上。SpecAugment 方法在时间轴上对梅尔谱进行

拉伸放缩，使模型对于梅尔谱的形变更加鲁棒；还

在梅尔谱上进行裁剪，使模型对于梅尔谱的缺损更

加鲁棒。 

原始的 SpecAugment方法可以分为以下步骤： 

1） 对一个语音音频提取梅尔频率滤波器组

(Mel-frequency filter bank, FBANK)特征，

则特征序列构成一个矩阵 ，其中

为时间长度， 为特征维数，即梅尔尺

度下的频率。 

2） 对特征序列矩阵在时间轴进行形变。 

3） 对特征沿时间方向进行掩蔽，并用全局特

征均值进行填充。 

4） 对特征沿频率方向进行掩蔽，并用全局特

征均值进行填充。 

1.1  时间弯折 

时间弯折是对特征序列沿时间轴，对每一列特

征的位置进行非线性映射，使特征在时间尺度上进

行放缩形变。具体来说，假设某一点的位置坐标为

，其弯折后的位置为 ，其中， 是未弯

折的时间坐标， 为弯折后的时间坐标， 为频率

坐标，则有 

  (1) 

其中， 表示弯折后的特征序列， 表示原特征序

列。具体实现时可以采用光流法，假设 处的光流

为 ，则 （这里假设不进行频率坐

标上的变换，之变换时间坐标）。 

实 现 时 ， 可 以 采 用 TensorFlow 中 的

sparse_time_warp 函数2方便地进行。该函数对于给

定的源点（弯折前点的坐标）和目标点（弯折后点

的坐标），采用二次样条插值法自动生成光流，来

进行图像弯折变换。对于特征序列 ，处

理步骤如下： 

1） 随机选取源点时间坐标 ， 服从均匀分布

，其中 为指定的超参数，

用以控制弯折的范围。 

2） 随机选取目标点时间坐标 ， ，

服从均匀分布 。令源点和目标

点的频率坐标取 ，即频率中心点，于

是确定出源点和目标点的坐标分别为

和 。 

3） 采用 sparse_time_warp 对特征序列进行弯

折变换。 

用于控制弯折的范围，一般可取 80。图 1 展示

了弯折前后特征的对比。可以看出，弯折前后特征

进行了弯折，在时间轴 100-200 范围附近可以明显

看出特征被拉伸了，而在原始特征时间轴 200处的

静音部分则被移动到了 250处。实际上，这种弯折

变换虽然没有改变特征序列的总时长，但是由于弯

折后的特征位置与原来相比发生了变化，所以对于

DNN-HMM 混合系统来说帧级别的标注就不能对

齐，所以需要重新进行强制对齐。 

 

 

图 1  弯折前后特征对比 

 

1.2  时间掩蔽 

时间掩蔽是指对于一个特征序列的某些连续

的帧进行掩蔽，用全局均值进行替代。具体来说，

时间掩蔽可以分为如下步骤： 

1） 求得全局特征均值 ，其中

为 时刻的特征矢量， 为序列长度。 

2） 随机选取掩蔽宽度 ， 服从均匀分布

。 为设定的超参数，用以控制

                                                        
2https://github.com/tensorflow/tensorflow/blob/master/tensor
flow/contrib/image/python/ops/sparse_image_warp.py 



 

掩蔽的范围。 

3） 随机选取掩蔽时间起始点 , 服从均匀分

布 。 

4） 使用均值 替换序列中从 到 的特

征序列。 

 

图 2  时间掩蔽前后特征对比 

 

如图 2所示即是使用时间掩蔽后的特征与原始

特征的对比。可以看出，由于将连续的多个帧替换

为均值，红框内被掩蔽的部分显示出“糊”的痕迹。

需要指出的是，上述掩蔽过程可以对一个特征序列

重复几次，掩蔽多个条带。 

1.3  频率掩蔽 

频率掩蔽是指对于一个特征序列的某些范围

的频率进行掩蔽，用全局均值进行替代。具体来说，

频率掩蔽可以分为如下步骤： 

1） 求得全局特征均值 ，其中

为 时刻的特征矢量， 为序列长度。 

2） 随机选取掩蔽宽度 ， 服从均匀分布

。 为设定的超参数，用以控制

掩蔽的范围。 

3） 随机选取掩蔽频率起始点 , 服从均匀

分布 。 

4） 使用均值 中 到 的元素替换序

列中每一个特征 到 的元素。 

 

图 3  频率掩蔽前后特征对比 

 

如图 3所示为频率掩蔽后的特征与原始特征的

对比。可以看出，将某一个范围的频率分量替换为

均值的对应分量以后，此范围的频率分量变得模

糊。与时间掩蔽相同，上述掩蔽过程可以重复几次，

掩蔽多个条带。 

原始的SpecAugment方法是针对基于注意力机

制的端到端语音识别系统的数据扩增方法。基于原

与 DNN-HMM 模型相比与端到端识别系统，需要

帧级别的标注，然而特征经过时间弯折以后，对齐

标注已经变化，所以需要重新进行强制对齐。并且

由于形变过程需要进行双线性插值，消耗时间较

长。本文发现对于 DNN-HMM 模型，采用时间弯

折带来的收效并不显著。 

2  随机块掩蔽与速度扰动 

除了 SpecAugment中的掩蔽方法，本文还探索

了一种随机裁剪的方式，发现此种方式和原始的

SpecAugment 方法效果相似。随机块掩蔽相当于在

更小的分段上同时进行时间掩蔽和频率掩蔽，其扰

动的范围小于只使用频率掩蔽，但是大于只使用时

间掩蔽。本文通过随机块掩蔽展示扰动范围对数据

扩增效果的影响。 

在此基础上，本文进一步探索结合速度扰动和

掩蔽的方法。速度扰动是在时域对时间尺度进行放

缩，是同时对时间和频率进行扰动变换。它对时间

和频率同时进行全局性的变换。本文发现在速度扰

动特征基础上进一步地进行时频掩蔽对识别效果

的提升最大。 

2.1  随机块掩蔽 

为了更进一步地研究掩蔽法数据扩增对语音

识别性能的影响，除了 SpecAugment中提到的两种

掩蔽方法，本文还进行了随机块掩蔽。随机块掩蔽

是指对于一个特征序列构成的矩阵，随机地选取某

些矩形范围进行掩蔽，用全局均值进行替代。具体

来说，随机块掩蔽可以分为如下步骤： 

1） 求得全局特征均值 ，其中

为 时刻的特征矢量， 为序列长度。 

2） 随机选取时间掩蔽宽度 ， 服从均匀分

布 。同时随机选取起始点 ， 服

从均匀分布 。 为控制范围

的超参数。 

3） 随机选取频率掩蔽频率宽度 ， 服从

均匀分布 。同时随机选取掩蔽频

率 起 始 点 , 服 从 均 匀 分 布

。 为控制范围的超参数。 

4） 对特征序列 中，时间从 到 ，频

率从 到 的矩形块，用均值 中

到 的元素替换。 



 

上述过程可以重复几次，对整个特征序列中多

个矩形块掩蔽。为了防止有掩蔽块重叠，造成实际

掩蔽的范围减小，可以首先将整个特征序列按照时

间平均划分为 n个范围，n为需要掩蔽的块的个数，

然后分别对每个时间范围内的进行随机块掩蔽。 

 

图 4  随机块掩蔽前后特征对比 

 

如图 4所示是随机块掩蔽的示意图。随机块掩

蔽同时对时间和频率进行扰动，不会出现时间掩蔽

一样多个连续都为同样值的情形。示意图中只掩蔽

了 2个块，实际使用时可以掩蔽多个块，增加掩蔽

的效果。 

2.2  速度扰动 

速度扰动[3]是对语音音频时间尺度上的变换。

它同时改变了音频信号的时间和频率。具体来说，

给定音频信号 和时间放缩因子 ，那么速度扰

动后的音频信号为 。假设 的傅里叶变换

为 ，那么 的傅里叶变换为 ，

即在时间和频率上同时进行了变换。 

 
图 5  速度扰动前后特征对比 

 

图 5是速度扰动前后特征的对比，时间放缩因

子为 1.1。可以看出，特征序列长度变短了，并且

在频率上也发生了拉伸。 

3  与时频掩蔽的关系 

计算听觉场景感知（Computational auditory 

scene analysis ， CASA ） 中 的 时 频 掩 蔽

（Time-Frequency Masking）是指采用一个[0,1]之间

的值来表示某一时频单元的隶属，被广泛得应用于

语音扩增，语音分离等领域[13]。对于理想二值掩蔽，

有 

  (2) 

其中， 表示目标信号在时频位置 处的值，

表示背景信号在时频位置 处的值，

表示一个阈值， 表示 处的掩蔽值，即

当目标语音分量减去背景分量大于一个阈值时，

IBM 为 1，其余为 0。将理想二值掩蔽和语音信号

逐元素相乘，即可获得目标语音。实验表明，将掩

蔽值乘以语音信号获得目标语音以后，虽然一定程

度上破坏了一些分量，但是语音依然可以听清，并

且目标语音中基本不带有背景语音。由于理想二值

掩蔽会将部分时频单元置为 0，造成语音的失真，

所以后续又有学者提出了一系列软化的，即取值为

[0,1]之间的实数而非二值的掩蔽方法，如理想比例

掩蔽（Ideal Ratio Mask, IRM），谱幅度掩蔽（Spectral 

Magnitude Mask，SMM）等。 

基于掩蔽的扰动相当于是随机划分出一些时

频单元，然后以如下的掩蔽值对语音进行掩蔽： 

  (3) 

其中， 为均值在 位置处的值， 为目

标信号的值， 为划分出的时频单元集合，即如

果某一时频单元在划分的集合之内，则掩蔽值为

均值和此位置信号值的比，否则为 1。进行随机

掩蔽来进行数据扩增，相当于模拟掩蔽效应，随

机地用背景声的特征（均值）去覆盖语音特征的

感知。需要指出的是，与原始时频掩蔽在幅值谱

上进行不同，本文采用的扰动都是在梅尔尺度上

进行的。 

4  实验结果与分析 

4.1  数据集 

本文采用公开的中文数据集 AISHELL-13进行

实验[10]。AISHELL-1共包含由 400说话人录制的约

178 小时语音数据。数据由高保真麦克风录制，然

后重采样至 16kHz。训练集包含 120098句语音，约

150小时；开发集包含 14326句语音，约 10小时，

测试集包含 7176句语音，约 5小时。 

本文采用数据集中提供的发音词典来训练语

                                                        
3 下载地址为 http://openslr.org/33/ 



 

言模型。发音词典中包含 139872 个词，每个词都

由带调声韵母标注发音。 

4.2  实验设置 

本文采用80维FBANK特征训练时延神经网络

(Time delay neural network, TDNN)[14]模型。输入端

采用前后 2帧扩帧。模型包括 6层，每一层为 850

个节点。绑定后的三音子数目为 4465 个。优化目

标采用 LF-MMI 损失函数[15]。强制对齐模型为 13

维MFCC特征训练的GMM-HMM模型。特征提取、

模型训练和解码都采用 Kaldi 语音识别工具包实现
[16]。所有的模型均训练 4轮，批量大小为 64。采用

自然梯度下降[11]进行训练，初始学习率为 0.001，

最终学习率为 0.0001，训练时学习率从初始学习率

到最终学习率线性减小。 

本文的基线系统采用 AISHELL-1 数据集的训

练集进行训练。对于采用数据扩增的系统，则均生

成与原训练集相同规模的扩增数据，再将扩增数据

与原数据进行合并，再训练。也就是说，本文的数

据扩增扩增到原来数据的 2倍。 

对于时间轴尺度需要变化的扩增算法，即时间

弯折和时间扰动，本文先用相同的参数同时对

MFCC 特征和 FBANK 特征进行处理，然后利用

MFCC特征生成对应的帧级别标签，再训练 TDNN

模型。 

数据扩增的超参数列举如下： 

表 1  数据扩增采用的超参数 

方法 参数 数值 

时间弯折  40 

时间掩蔽  100 

频率掩蔽  27 

随机块掩蔽 
 30 

 20 

速度扰动  1.1/0.9 

 

其中速度扰动是对原数据集随机取出一半，采用 1.1

倍速进行扰动，另一半采用 0.9 倍速进行扰动。对

于每一个特征序列，时间掩蔽和频率掩蔽都分别进

行 1次，掩蔽一个条带，随机块掩蔽进行 5次，裁

剪出 5个随机块。 

4.3  实验结果 

表 2列出了不同的扩增方法的字错误率。首先，

可以看出，对于 DNN-HMM系统，相比基线系统，

时间弯折带来的性能增益并不大，甚至在开发集上

还有了一定的性能损失。我们分析这是由于时间弯

折对于特征的扰动不足够大，并且直接对于梅尔谱

进行拉伸，与音频的实际中会发生的时间尺度的放

缩并不相符。 

三种掩蔽方法都带来了一定程度的性能提升。

但是可以看出，时间掩蔽造成的性能提升最小，频

率掩蔽造成的性能提升最大，而随机块掩蔽造成的

性能提升介于两者之间。时间掩蔽会造成连续多个

帧都为均值，对于基于注意力机制的端到端语音识

别系统[12]，由于其编码器编码的是整句特征，缺失

部分可以看做是整句的噪声。而 DNN-HMM 混合

模型是帧级别的建模，缺失掉的部分甚至会造成某

些帧对应的特征的丢失，实际上是错误标签。另一

方面，频率掩蔽对整句每一个帧都进行了扰动，而

时间掩蔽实际上只扰动了少数几帧。我们分析，扰

动的帧的数目对于扩增效果有影响，更大的扰动范

围可以带来更好的扩增效果。进一步地，我们用随

机块掩蔽的实验来证明这一点：随机块掩蔽的扰动

帧数小于频率掩蔽，但高于时间掩蔽，而其带来的

扩增效果介于两者之间。相比于基线系统，同时采

用时间弯折、时间掩蔽、频率掩蔽在测试集上可以

带来 5.7%的相对字错误率下降。 

表 2  识别字错误率（Character Error Rate, CER） 

扩增方法 开发集 测试集 

无扩增（基线） 7.39 9.12 

时间弯折 7.48 8.98 

时间掩蔽 7.45 9.01 

频率掩蔽 7.08 8.62 

随机块掩蔽 7.19 8.66 

时间弯折+时间掩蔽+频率掩蔽 7.08 8.6 

速度扰动 7.02 8.48 

速度扰动+时间掩蔽+频率掩蔽 6.93 8.26 

接下来，本文探索了速度扰动对于性能的影

响。速度扰动是一种全局性质的扰动方法，同时沿

时间轴和频率轴对特征进行变换。对于 DNN-HMM

系统，相比于 SpecAugment[9]中的时间弯折、时间

掩蔽和频率掩蔽，速度扰动带来了更大的性能增

益。速度扰动是全局同时在时间轴和频率轴对特征

序列进行扰动，比 SpecAugment方法变换的范围更

大。这从侧面说明更大范围的扰动能带来更大的数

据扩增效果。 

进一步地，本文将时间掩蔽和频率掩蔽与速度

扰动相结合。此时对于数据的扰动最大。相对于基

线系统，测试集上的字错误率相对下降了 9.4%。 

5  结论与展望 

本文比较了 5 中数据扩增方法对 DNN-HMM

语音识别系统的性能影响。其中，时间弯折直接对

FBANK 特征序列沿时间轴进行拉伸变形；时间掩

蔽对连续数个帧用均值替代；频率掩蔽对于一个频

带范围用对应均值分量替代；随机块掩蔽对于一个



 

随机裁剪的矩形块用对应的均值分量进行替代；速

度扰动是对于音频在时间和频率尺度的全局变换。

本文在中文公开数据集 AISHELL-1 进行了实验，

实验结果表明，对于 DNN-HMM 语音识别系统。

相对于使用原始数据的基线系统，本文结合速度扰

动，时间掩蔽和频率掩蔽的数据扩增可以带来 9.4%

的字错误率下降。在未来的工作中，我们将探索如

何用更大范围的扰动来进行数据扩增，以及如何利

用数据扩增使语音识别系统对噪声环境更鲁棒。 
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Abstract: Data augmentation is an effective way to improve generalization of a deep neural network. This paper investigates 

five data augmentation methods, i.e., time warping, time masking, frequency masking, random block masking, speed perturbing. 

The experiments are conducted on a public Chinese dataset AISHELL-1. Compared with the baseline system, using time masking, 

frequency masking, and speed perturbing together can achieve a 9.4% of character error rate relative reduction.  
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