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摘  要: 目标检测逐渐成为视觉研究社区的关键领域, 而其挑战之一是检测器难以准确地定位不同尺度的物体. 面

向图像中的目标检测应用, 提出了高分辨率-无锚点框(HOAR)检测策略来应对物体尺度多变的挑战. HOAR 将待测

图像输入多条通路(对应不同尺度)并行的高分辨率网络, 并提取每条通路上的输出特征图作为图像在每种尺度下的

深度特征表示; 然后利用密集特征金字塔(DenseFPN)对这些特征图进行信息融合, 得到重新组合的多尺度特征图; 

最后采用无锚点框表示的检测子网络判断这些特征图上每个点对应的物体类别和矩形框位置. 为验证所提 HOAR 策

略的有效性, 在 COCO 数据集上进行了对比实验. 消融分析的结果表明了 HOAR 策略各个模块的必要性; 其在验证

集上的检测指标 mAP 达到了 40.5, 显著超过了基线模型和部分代表性算法的 mAP. 此外, HOAR 策略所需的参数数

量也显著小于对应的基线模型. 
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Abstract: Recently, object detection has gradually become a critical domain in the visual research community, 

while it’s also challenging to locate objects of different scales accurately for detectors. For the application of de-

tecting objects in images, a high resolution anchor free (HOAR) detection strategy is proposed to meet the chal-

lenge of variable object scales. HOAR first inputs the image into a parallel high-resolution network with multiple 

paths (which is corresponding to different scales). Then the output feature map is extracted from each path as the 

deep feature representation of the image at each scale. Next, the dense feature pyramid (DenseFPN) is adopted to 

fuse the information of these feature maps to obtain the re-combined feature maps of multiple scales. Finally, the 

anchor-free detection sub-network is used to determine the object’s category and rectangle box position of each 

point on these feature maps. To verify the effectiveness of HOAR, comparative experiments are carried out on 

COCO dataset. First, the results on ablation study show the necessity of each module in the HOAR strategy. Sec-

ond, the evaluation metric of detection, namely mAP, of HOAR reaches 40.5 on the validation set, which is sig-

nificantly higher than mAP of all baseline models and some SOTA methods. In addition, the size of model pa-

rameters of HOAR strategy is significantly less than that of baseline models. 
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近 20 年来, 计算机视觉社区在图像分类[1-2]、

目标检测[3]、图像分割[4]等方面取得了长足的进步. 

其中, 目标检测是许多下游应用的关键前提. 得益

于深度卷积网络的迅猛发展 , 一系列优秀的检测

算法借助精巧设计的损失函数和检测子网络 , 通

过在大规模精细标注的数据上进行训练 , 性能逐

步攀升, 且达到商用水平. 然而, 目标检测本身依

旧面临诸多挑战. 尺度变化就是其中之一, 具体包

含检测模型需要对多种尺度的目标均保持较高的

检测精度, 即模型面对尺度变化的鲁棒性; 已有检

测模型对极端尺度(主要是极小)目标的检测精度

有限, 这主要是由于小目标占据面积很小, 难以提

供足够的信息. 相关研究也多次发现, 小目标上的

检测指标平均精度(average precision, AP)确实比中

大型目标的 AP 低很多. 

针对尺度变化鲁棒性问题 , 大多数的检测模

型 [5]依赖预定义的锚点框来覆盖图像中所有可能

出现的目标; 通过设计不同大小和长宽比的锚点

框 , 希望输出覆盖各个尺度范围的矩形目标框以

保证没有遗漏; 同时希望通过训练足够的、丰富的

样本后, 模型能够很好地处理多种尺度的目标. 然

而, 这种做法的缺点也很明显. 一方面, 锚点框的

相关超参数需要经过精心调试才能用于给定的数

据集; 另一方面, 大量局部重叠的锚点框间存在重

复, 使网络的计算效率降低. 针对极大极小尺度目

标的检测问题 , 检测模型通常在多种尺度水平的

特征图进行目标检测 . 这既减弱了每层特征图的

学习难度 , 也让不同尺度的目标得以在合适分辨

率的特征图上被检出 . 例如 , 特征金字塔网络

(feature pyramid networks, FPN)[6]模型通过对不同

尺度和语义水平的特征图进行融合 , 得到了细节

和语义信息都十分丰富的多尺度特征图 , 使其在

小目标上的检测性能得以大幅提升 . 但其用于小

目标的特征图是合成出来的, 潜力依然有限. 

令人欣喜的是, 一方面, 近来诸如 FCOS[7]等

无锚点框检测范式通过精心设计的损失函数 , 在

抛掉锚点框的同时 , 对多尺度目标的检测性能也

有提升; 另一方面, 高分辨率网络[8]的出现能直接

提供语义和细节信息都足够丰富的特征图备用 . 

希望设计一种检测策略 , 它需要采用无锚点框范

式降低运算开销并提高精度; 由于该检测范式对

定位指标贡献更大 , 该策略需要利用“真实”高分

辨率网络得到的多尺度特征图来达到更好的检测

性能; 此外, 这些多尺度特征图需要通过合适的融

合策略构成无锚点框检测子网络的输入 , 以保证

对各尺度特征的高效利用. 

因此 , 本文提出能保持高分辨率信息的高分

辨率无锚点框(high resolution anchor free, HOAR)

检测策略. HOAR 采用高分辨率网络为主干, 提取

更加适用目标检测的特征图 , 并采用合适的多尺

度特征图融合策略进行合成 , 进一步利用无锚点

框子网络进行检测. 实验结果显示, 这种有机的组

合使该模型对多种目标尺度的检测指标都获得了

有效的提升, 且计算复杂度增加不多. 

1  相关工作 

深度学习正逐步成为目标检测任务的主流方

式. 本文简要回顾基于卷积神经网络的检测器, 及

其主干网络、多尺度特征表示等子模块的发展现

状, 最后介绍近几年崛起的无锚点框检测范式. 

1.1  卷积神经网络的检测器 
得益于深度卷积特征强大的表示能力 , 基于

卷积神经网络的检测器正成为目标检测中的主流

范式. 按照是否包含感兴趣区域(region of interest, 

RoI)备选框生成主流的目标检测模型 , 可以分为

两阶段(包含备选框生成)和单阶段(不包含备选框

生成). 其中, 以 Faster R-CNN 等[5,9]为代表的两阶

段检测器性能指标较高 ,  但比较耗时 .  而以 

RetinaNet[10]为代表的单阶段检测器在形式上较为

简单 , 它们直接对每个锚点框(anchor, 即采用特

定步长在原始图像上应用滑动窗口法截取到的固

定长宽比和面积的 RoI)分别进行分类和定位, 在

减少计算量的同时, 提高了运行效率. 

1.2  主干网络 
主干网络是检测器前端用于提取全图特征的

全卷积网络. 通常, 它输出的多种尺度的特征对不

同大小的目标表示十分重要. 例如, 其中的高分辨

率特征因为包含更多的细部信息 , 所以更有利于

定位. ResNet[1]能生成多种分辨率的特征图, 它和

FPN[6]结合能产生多种分辨率的特征 . U-Net[11]采

用了 U 形结构对特征进行编解码, 并利用上采样

子网络得到高分辨率特征 . Hourglass[12]进一步设

计了级联的 U 形结构来提取高分辨率特征, 并用

在 CornerNet[13]中进行检测. FishNet[14]设计了“鱼

尾”“鱼身”“鱼头”3 个部分来维护语义逐渐丰富的
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高分辨率特征 , 并采用跨连接来对梯度进行快速

反传. HRNet[8,15]设计了一种多通路多分辨率的网

络结构, 能同时保持高低分辨率的特征图, 并实现

不同分辨率特征图之间的信息交流 , 使最终得到

的不同分辨率的特征图都具有很强的语义信息.  

1.3  多尺度特征表示 
目标检测的一大重要挑战是如何有效地表示

和处理多种尺度的特征 . 多尺度特征表示是指在

接收到主干网络输出的特征图之后 , 如何有效地

利用它们对多种大小的目标进行表征 . 早期的大

部分检测算法专注于对主干网络中间层的多个特

征图进行充分利用 , 以实现对大尺度范围内目标

的检测. 其中, SSD[16], SSH[17]和 MS-CNN[18]等算

法试图在低层特征图(高分辨率)上对小型尺度目

标进行检测, 同时在高层特征图(低分辨率)上对大

中型尺度目标进行检测. 其后, FPN[6]创造性地在

多层特征图的基础上引入侧连接和自顶向下通路, 

以对相邻尺度的特征图进行融合 , 从而将高层的

语义信息和低层的细节信息结合到一起. 其中, 检

测器按照启发式规则基于不同特征图对相应尺度

范围的目标进行定位和分类. 接下来, 在 FPN 的

基础上, PANet[19]又增加了自底向上的通路, 进一

步提升多尺度信息融合的效率. M2Det[20]提出采用

U 形结构来融合多尺度的特征. 最近, NAS-FPN[21]

利用较为耗时的神经架构搜索技术找到更加合适

的信息融合通路, 得到了更好的检测性能指标.  

1.4  无锚点框检测范式 
检测器为了覆盖图像中可能在不同位置出现

的不同大小和长宽比的目标 , 一般需要在多种步

长下生成多种面积和长宽比的锚点框 . 传统的单

阶段检测器都需要生成大量锚点框来覆盖真实目

标, 但其中大多数都位于背景区域, 对最后的检测

并无裨益, 反而造成了大量显存冗余与计算耗时. 

最近, 以 FCOS[7]和 FSAF[22]等为代表的单阶段无

锚点框检测算法进一步摒弃了锚点框, 转而直接

在特征图上对目标中心类别和几何信息进行预测. 

得益于精心设计的损失函数和采样策略 , 这些方

法在保证推理速度的同时 , 实现了更高的检测精

度. HOAR 检测策略将沿用单阶段无锚点框检测器

的设计, 通过改进主干网络和特征图融合, 以提升

整体精度.  

无锚点框检测又包含 2 类范式. 第 1 类是直接

对目标框上的关键点进行定位 , 再进行目标定位

和分类 . 例如 , CornerNet[13]舍弃直接定位目标框

的思路 , 而是对目标框的左上和右下角点进行独

立的定位和分类, 并对 2 个点的嵌入向量进行学

习, 使不同目标的 2 种角点的嵌入向量的距离远大

于相同目标的 2 种角点的嵌入距离. 考虑目标框角

点很可能完全不在真实的目标上, ExtremeNet[23]转

而对语义信息更加清晰的极点而非角点进行预测. 

CenterNet[24]加入了对中心点的定位和分类, 以排

除大量误检. 第 2 类不再依赖锚点框, 转而直接基

于中心点特征进行分类 , 并对中心点到框边界的

距离直接预测. DenseBox[25]首先提出: (1) 直接对

是否为某类中心点进行判别; (2) 在中心点处直接

回归相关的几何参数. FCOS[7]额外预测了每个位

置上的中心置信度 , 这对抑制偏离中心过远的误

检很有用. RepPoints[26]将目标框参数的建模形式

从原有的 (长 , 宽 )转变为表现点的 (横 , 纵 )坐标 , 

采用可变形卷积[27]对表现点的坐标进行自适应调

整, 并据此提取更加符合目标实际形状的特征, 以

完成分类和位置回归. 

2  本文方法 

2.1  整体框架 
HOAR 策略采用高分辨率网络作为主干, 并

采用特征融合策略对不同分辨率特征进行结合 , 

最后采用基于中心度预测的无锚点框检测头 , 实

现了较好的检测效果. 图 1 详细描绘了检测框架的

各个模块. 

 

 

图 1  检测器架构 

 
2.2  高分辨率网络 

传统的卷积神经网络一般通过对现有低分辨

率的特征图进行反卷积 [12], 或上采样来从低分辨

率合成获得高分辨率特征. HOAR 采用 HRNet[8]作

为主干, 并维护多条分支(或称为通路), 每条分支

上的特征图保持特定分辨率 , 且不同分支之间定

期进行信息交换. 

2.2.1  符号表示 

令分支中的阶段数为 4S  . 第 j S 个阶段

中维护的不同分辨率的特征图的个数为 jn j , 从
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上到下分辨率逐个减半, 但通道数会加倍. 此时 , 

对应的分支数量也是 jn . 用 ijN 表示第 j S 个阶

段的第 ji n 个分支 , ijN 内部又包含多个串联的

高分辨率模块(high resolution module, HRMod), 块

的个数为 ijb ; 其中, 第 k 个块用 ijkN 表示.  

2.2.2  网络的不同阶段 

构造如图 2 所示的并行多分辨率网络. 具体

地, 从第 1 条分支(最高分辨率)的第 1 阶段开始, 

每到 ijN 的结尾, 前 jn 条通路上的特征图直接作为

第 1j  阶段前 jn 条通路的输入. 第 1j  阶段的剩

余输入将由第 j 阶段的最低分辨率的特征通过卷

积减半分辨率并加倍通道数得到, 即图 2 中图例所

示的卷积模块. 需要注意的是, 不同阶段之间不存

在通路之间的特征融合或信息交互; 实际的信息

交互发生在阶段内部. 
 

 

图 2  高分辨率网络的多条通路 

 
2.2.3  单个阶段内部的特征融合(HRMod 块)  

在单个阶段内部 , 不同分辨率的特征图将进

行多次特征融合 . 具体地 , 对 [1,2,3,4]j 个阶段 , 

输入的不同分辨率的特征图个数为 jn . 这些特征

图将在对应的通路上经过多个 HRMod 块, 其主要

由图 3 所示的前端接图 4 所示的后端组成. 前端包

含了 4 个 BasicBlock 模块[1]. 后端的融合操作则按

以下规则来进行: 对更高分辨率的特征图采用卷

积 ; 对更低分辨率的特征图采用上采样 ; 对相同

分辨率不进行任何操作 , 然后把它们直接加到一

起 . 融合前后不同通路上的特征图的分辨率保持

不变, 融合之后的 jn 路特征作为输入进入下一个

HRMod 块. 注意, 融合只采用简单的加操作, 因

此信息的有效融合需要下一个块中的卷积模块来

完成. 对于最后一个阶段的最后一个块, 输出的不

同分辨率特征的信息融合需要主干网络的后续模

块来完成. 

 

图 3  高分辨率网络中单个阶段的前端 
 

 

图 4  高分辨率网络中单个阶段中的后端 
 

2.3  多分辨率特征融合 
检测子网络负责实现无锚点框检测 , 其输入

为特征图 , 输出为推理出的目标框的类别和位置

参数(中心, 长, 宽). 上述主干网络输出的高分辨

率特征图是很好的输入备选 , 可以为后续的检测

提供语义和细节都足够丰富的特征 . 但如果仅在

单个分辨率的网络上进行候选框的分类和位置回

归 , 检测子网络将难以对尺度范围较大的待检目

标进行长宽参数的推断 . 如果直接利用从主干网

络上提取的多分辨率特征图 , 就能采用特征融合

得到更适合后端检测的特征. 

本文方法以主干网络输出的 4Sn  个特征图

为基础, 并进行相应变换. 这 4 个特征图相对原始

输入图像 , 降采样率(stride)分别为[4, 8, 16, 32]. 

为了与 RetinaNet[10]模型保持一致以方便对比, 这

里选取[8, 16, 32]的特征图, 并生成降采样率为[8, 

16, 32, 64, 128]的特征图, 传递给后续检测子网络

使用. 另外, 抛弃降采样率为 4 的特征图也能降低

计算耗时. 

首先令输入的 3 个特征图为 3 4 5[ , , ]C C C , 融合

之后输出的特征图为 3 4 5 6 7[ , , , , ]P P P P P . 这里有如

图 5 所示的多种多分辨率特征融合方法可供使用, 

其中的①, ②, ③代表操作的执行顺序. 
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图 5  多种 FPN 结构 
 

(1) 直推式特征金字塔网络(direct feature py-

ramid networks, DiFPN). 直接对不同分辨率的特

征应用卷积进行特征变换, 在保证分辨率的同时, 

将特征图的维度变换为 256. 具体地, 首先对 3,4,5C

直接应用 3 3 卷积得到 3,4,5P ; 然后对 5C 应用降采

样率为 2 的 3 3 卷积得到 6P , 再对 6P 应用另一个

降采样率为 2 的 3 3 卷积得到 7P . 图 5a 展示了

DiFPN 的详细流程.  
(2) 原始的特征金字塔网络 (feature pyramid 

networks, FPN). 首先, FPN 中的 5,6,7P 的生成方式

与 DiFPN 一致. 此外, 4C 经过1 1 卷积之后与 5P
上采样 2 倍的特征图相加, 再经过 3 3 卷积即得

4P ; 3C 经过1 1 卷积之后与 4P 上采样 2 倍的特征

图相加 , 再经过 3 3 卷积即得 3P . 详细的策略如

文献[6]中所述. 注意, FPN 只是在 DiFPN 的基础上

引入从低分辨率到高分辨率的信息传递. 图 5b 展

示了 FPN 的详细流程.  

(3) 带有密集信息交互的特征金字塔网络

(dense feature pyramid networks, DenseFPN). 目的

是希望在原有 FPN 的基础上引入更多的跨分辨率

的信息传递. 具体地, DenseFPN 中 5,6,7P 的生成方

式与 DiFPN 一致. 此外, 首先 3C 和 4C 经过不同的

1 1 卷积得到 *
3C 和 *

4C ; 5P 上采样 2 倍加上 *
4C , 再

加上 *
3C 降采样 2 倍所得的和, 再经过 3 3 卷积即

得 4P ; 5P 上采样 4倍, 加上 *
4C 上采样 2倍, 再加上

*
3C 所得的和, 再经过 3 3 卷积即得 3P . 图 5c 展示

了 DenseFPN 的详细流程. 

(4) 高分辨率特征金字塔网络(high resolution 

feature pyramid networks, HRFPN). 如文献[8]所述, 

首先对低分辨率的 4C 上采样 2 倍, 5C 上采样 4 倍, 

和 3C 在通道那一维上叠加为降采样率为 8 的特征

图 345C ; 345C 经过1 1 卷积变为 256 维; 然后经过

多次降采样(采用均值池化操作), 分别转化为降采

样率为[16, 32, 64, 128]的特征图; 最后这些特征图

再各自经过不同的 3 3 卷积得到 3,4,5,6,7P . 图 5d 展

示了 HRFPN 的详细流程.  

2.4  无锚点框检测 
检测子网络以多分辨率特征为输入 , 输出目

标框的类别和位置参数 . 为了提高检测速度并保

证检测精度, 本文方法采用无锚点框的检测框架[7]. 

图 6 详细展示了检测子网络的详细结构.  
 

 

图 6  锚点框检测头示意图 
 

2.4.1  检测子网络的结构 

具体地, 对第 i 个通路输入的特征图 iF , 首先

经过第 1 组 4 个通道数为 256 的卷积模块. 然后通

过不同的卷积分别转换为通道数为 C 的特征图
clsc

iF 和通道数为 1 的特征图 center
iF ; 其中, c C . 

iF 将经过第 2 组 4 个通道数为 256 的卷积模块, 然

后通过卷积转换为通道数为 4 的特征图 regk
iF ; 其

中, [1,2,3,4]k  . 注意, 3 个特征图的长宽与 iF 的

长宽完全一致 . 对特征图上任意一点 (坐标为

( , )p x y ), 该点的 clsc
iF 值经过 Sigmoid 函数后的

值代表以该点为中心的目标框属于第 c C 类的概

率; 该点的 center
iF 值经过 Sigmoid 函数后的值代表

该点确实是中心的置信度; 2 个值的乘积代表了以

该点为中心的目标框确实属于第 c 类的概率 . 另

外 , 假设 regk
iF 在该点的值为 v , 那么 exp( )is v 代

表目标框中心到目标框边界的距离; 其中, 最左、

最上、最右、最下的框边界分别为 [1,2,3,4]k  , is
为属于第 i 个分辨率的尺度参数. 一般地, iF 的分

辨率越大, is 越小. 
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2.4.2  检测子网络的训练 

在训练阶段 , 本文方法采用如下方式判定正

负样本并构造训练目标. 首先, 令 iF 上的某点
iFp  

(实际上该点是通道数为 256 的向量 )的坐标为

( , )x y . 假设 iF 的下采样率为 s , 那么原图中坐标

为 ,
2

( , )
2

I I
sxs yssx y      

 
的像素点 Ip 与其对应 . 

如果 Ip 不属于任何真实目标框, 那么 clsc
iF 所有通

道在该位置上的目标值均为 0; 如果 Ip 落入某个

类别为 *c 真实目标框 *B 中 , 那么 iF 上的
iFp 被视

为正样本点, *cls
c

iF 在坐标为 ( , )x y 的点的目标值为

1, 其他通道 *( )c C c  上的同一位置的目标值为

0. 接下来需要构造 reg
iF 在 ( , )

iFp x y 上的目标值. 

假设 Ip 点存在于多个真实的目标框 nB 中 , 其中

11 2 2( , , , )y yx x
n n n n nB B B B B 表示目标框最左上点的横

纵坐标和最右下点的横纵坐标; 然后根据 

 
1 1

2 2

,

,

x y
n I n n I n

x y
n n I n n I

x B t y Bl

x yB Br b






   

 
 (1) 

反求所需的中心点到边界的 4 个偏移距离 ( , ,n nl t  

, )n nr b , 即令其中的最大值为 max( , , , )n n n n nd l t r b . 

从中选择出满足条件 1<i n is d s ≤ 的框作为当

前第 i 层上在
iFp 的目标框备选. 如果目标框备选

个数超过 1, 再从中选出面积最小的框作为最后确

定的目标框 * * * * *( , , , )B l t r b , 那么 reg
iF 上在

iFp 位

置的目标值为 *[ ]B i .  

最后 , center
iF 在

iFp 上的目标值(中心度)被定

义为
* * * *

* * * *

min( , ) min( )

max( ) max

,

, ), (

l r t
t

b
rl b

 . 

注意, cls
iF , center

iF , reg
iF 的输出目标值的范围

均为 [0,1] , 有效地降低了优化的难度 .  cls
iF 采用 

Focal Loss[10]损失函数进行优化, center
iF 采用交叉

熵损失函数进行优化, reg
iF 一般采用 IoULoss[28]损

失函数进行优化. 

3  实验结果与分析 

本节中首先介绍所有实验中用到的通用设置

以保证对比的公平性, 包括数据集、训练与结构超 

参数等; 其次将展示 HOAR 策略在目标检测任务

上的实验结果与分析; 最后给出相关的消融实验

的主要结果, 并讨论本文方法的相对优势.  

3.1  通用设置 
3.1.1  数据集描述与评价指标 

实验采用 COCO数据集[29], 依照文献[29]给出

的数据集划分标准, 所有模型将在包含 118 000 张

图片的训练集(COCO-train2017)上进行训练, 并在

包含 5 000 张图片的验证集(COCO-val2017)上进行

性能评估.  

对于目标检测任务 , 所有实验的结果将采用

COCO 官方的平均查准率(average precision, AP)指

标进行评价 . AP 指标又包含 mAP, 50AP , 75AP , 

SAP , MAP 和 LAP . 其中, mAP 即 mean AP, 是由所

有目标类别上的 AP 平均得到, 它是最主要的优劣

评价标准 ; 50AP 主要关注检测器的分类性能 ; 

75AP 关注检测器的定位性能; SAP , MAP , LAP 则衡

量了检测器在小(small, S)、中(medium, M)、大

(large, L) 3 种尺度范围目标上的检测性能.  

3.1.2  检测模型的代码框架 

所有检测方法均在 MMDetection①框架下实现. 

(1) 主干网络 

主干网络主要采用高分辨率架构 [ 8 ] ,  包括 

HRNet18 和 HRNet32. HRNet 中广泛采用卷积-批

规范化-激活函数模块作为卷积模块, 其前 2 层为

通道数为 64 的卷积模块, 然后进入 4S  个阶段, 

第 1 阶段和 ResNet 网络中的第 1 阶段一致, 包含

了 1 个“残差模块”(residual module, ResMod). 该模

块又由 4 个瓶颈模块(BottleNeck)[15]构成, 其中的

通道数量为 64. 第 2 阶段包含 2 条通路, 降采样率

分别为 4 和 8; 每条通路上均包含 1 个 HRMod 模

块, 它又由 4 个 BasicBlock[1]构成, 每个 HRMod

模块的末尾会进行多分辨率的融合. 第 3 阶段包含

3 条通路, 降采样率分别为 4, 8 和 16; 每条通路上

包含 4 个结构和之前完全一致的 HRMod 模块, 区

别在于现在的融合操作需要在 3 种分辨率的通路

上进行. 第 4 阶段包含 4 条通路, 降采样率分别为

4, 8, 16 和 32; 每条通路上包含 4 个结构和之前完

全一致的 HRMod 模块. HRNet18 在 4 条通路上的

通道数量分别为 [18,36,72,144] ; HRNet32 在 4 条通

路上的通道数量分别为 [32,64,128, 256] .  

                    
① https://github.com/open-mmlab/mmdetection/ 
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(2) 训练超参数 

所有模型均采用文献[4]中的单尺度, 具体参

数为 (800,1 333) . 即对任意图片, 在保证长宽比的

情况下, 将其放缩至短边 800, 长边不超过 1 333. 

所有模型在 8 块显卡上采用随机梯度下降算法

(stochastic gradient descent, SGD)[30]进行训练. 这

里的 SGD 优化算法采用预热策略[31]和线性学习率

规则, 初始学习率为 0.001 25, 学习规则包含了1
和 2 . 其中, 1代表总共训练 12 轮, 并在第 8 轮

和第 11 轮将学习率连续除以 10; 2则代表训练

轮数翻倍. 

3.1.3  基线模型 

为了验证 HOAR 检测策略的有效性, 本文选

取 RetinaNet[10]和 FCOS[7]作为基线模型. 

3.2  实验结果 
为了验证 HOAR 策略的有效性, 首先进行消

融实验, 以验证算法框架中各个模块的有效性; 然

后将各模块结合到一起, 以探索最高的检测性能. 

3.2.1  消融实验 

(1) 高分辨率网络和普通残差网络的对比 

高分辨率网络主要包括 HRNet18 和 HRNet32, 

普通残差网络主要包括 ResNet50和 ResNet101. 为

了衡量四者的优劣 , 本文在不同检测子网络和学

习规则下对这 4 种网络结构的性能进行评估, 结果

如表 1 所示. 其中, 检测子网络包含, RetinaNet 中

带锚点框的检测头(RetinaHead)[10]和无锚点框; 学

习规则包含1和 2这 2 种. 注意, 这里只采用原

始的 FPN 进行特征融合, 可以观察到以下现象.  
 

 表 1  不同主干网络在 COCO-val2017 上的结果  

主干网络 检测子网络 学习规则 mAP/% AP50/% AP75/% APS/% APM/% APL/% 

RetinaHead 1× 34.0 52.4 36.4 17.7 37.3 45.1 

RetinaHead 2× 36.6 56.1 39.3 20.3 39.8 49.2 

无锚点框 1× 35.0 52.4 37.3 19.6 38.0 45.5 
HRNet18 

无锚点框 2× 37.4 55.5 39.8 21.3 40.7 49.2 

RetinaHead 1× 35.4 55.5 37.9 20.0 39.3 45.7 

RetinaHead 2× 36.3 56.3 38.4 19.5 39.7 47.6 

无锚点框 1× 36.4 55.6 39.0 20.2 40.5 47.4 
ResNet50 

无锚点框 2× 36.9 55.6 39.2 19.6 40.4 48.2 

RetinaHead 1× 37.5 57.0 40.0 21.5 41.0 49.3 

RetinaHead 2× 39.4 59.3 42.3 22.6 43.3 52.7 

无锚点框 1× 38.8 57.2 41.5 22.7 42.5 50.3 
HRNet32 

无锚点框 2× 40.5 58.9 43.1 23.4 44.0 52.5 

RetinaHead 1× 37.8 57.8 40.5 20.9 42.1 50.1 

RetinaHead 2× 38.3 58.3 41.0 21.0 42.3 50.6 

无锚点框 1× 38.8 58.3 41.4 22.4 42.9 50.6 
ResNet101 

无锚点框 2× 39.2 58.5 42.1 21.1 42.7 51.7 

注. 加粗字体表示最优结果. 
 

a. 以高分辨率网络 HRNet18 和普通残差网络

ResNet50 的对比为例, 对于任一检测子网络, 前

者在1时得到的 mAP 较后者低, 而在 2时得到

的 mAP 较后者高 . 例如 , 表 1 中第 1 行的

mAP=34.0%, 低于第 5 行的 35.4%; 而第 2 行的

mAP=36.6%, 高于第 6 行的 36.3%. 这也说明学习

轮数的增加(从1的 12 轮到 2的 24 轮)为前者在

mAP 上带来的提升值显著高于其为后者带来的. 

b. 同样的例子 , 对于任一检测子网络 , 当学

习轮数增加时 , 前者在 MAP 和 LAP 上的增加没有

后者显著, SAP 甚至出现了下降. 例如, 表 1中第 2

行的 SAP =20.3%, 大幅超过第 1 行的 17.7%; 而第

6 行的 SAP =19.5%, 低于第 5 行的 20.0%.  

通过以上现象可以得出以下结论. a. 在检测

任务中 , 高分辨率网络比普通残差网络需要更多

的训练轮数, 但能达到更好的检测性能. 一方面 , 

这是因为高分辨率网络的参数量比同层次的普通

残差网络更大, 不会轻易过拟合, 需要更多的训练

量才能发挥其效用; 另一方面, 也说明其维持的高

分辨率特征图对当前的检测任务更有优势. b. 高

分辨率网络在不同尺度范围上的检测性能都维持

了较高的水准, 且性能提升, 并未出现厚此薄彼的

情况 . 这是因为高分辨率网络中不同分辨率的特

征图之间会不断地对信息进行交换和融合 , 因而
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不同尺度目标范围(对应不同分辨率特征图)上的

指标会呈现出“一荣俱荣, 一损俱损”的特性; 同时 

也是因为普通残差网络的模型容量较小 , 训练轮

数过长, 可能出现了过拟合. 

(2) 无锚点框和 RetinaHead 的对比 

与原始的 RetinaNet 相比, 无锚点框方案抛弃

了锚点框 , 直接对目标的中心点和到边界的距离

进行预测 , 并采用中心置信度进一步提高检测性

能. 表 1 中描述了这 2 种检测子网络在不同主干网

络和学习规则下的性能. 

可以观察到以下现象: a. 对于任意主干网络

(高分辨率网络或者普通残差网络)和任意学习规

则(1或 2 ), 无锚点框的 mAP 值比 RetinaNet 的

mAP 值高, 75AP , SAP , MAP 值也更高; 但无锚点的

50AP 和 LAP 值相对 RetinaNet 并无优势甚至降低. 

例如, 表 1 中第 2 行的 mAP=36.6%, 50AP =56.1%; 

而第 4 行的 mAP=37.4%, 50AP =55.5%; mAP 和

LAP 呈现出相反的大小关系. b. 在 2的学习规则

下, 与 RetinaNet 相比, 无锚点框在高分辨率网络

上取得的 mAP 和 SAP 提升值比在残差网络上取得

的提升值要高 ; 而在 LAP 上的提升值却小于在残

差网络上取得的提升值.  

(3) 多种特征图融合方式的对比实验 

特征图的融合方式主要包含前述的 DiFPN, 

FPN[6], DenseFPN 和 HRFPN[15]. 其中, DiFPN 和

FPN 都可以算作 DenseFPN 的特例. 相比 HRFPN, 

前三者引入了直连的概念 , 让网络的优化和收敛

更加容易. DiFPN 仅考虑同水平特征图的信息传

递, FPN 引入了低分辨率特征图到高分辨率特征图

的信息传递, DenseFPN 同时采用从高到低以及从

低到高的信息传递.  

表 2 中展示了在不同主干网络、检测子网络和

学习规则下不同特征图融合方式的检测指标 . 其

中 HR18, HR32 即前述的 HRNet18, HRNet32 网络, 

RH 即 RetinaHead, FA 即无锚点框(free anchor). 从

中可以观察以下现象: a. 对于 HRNet18, HRFPN 的

指标比其他 3 种融合方式要高; 但对于 HRNet32, 

HRFPN 指 标 则 显 著 落 后 . b. 对 于 HRNet18, 

DiFPN, FPN, DenseFPN 在检测子网络是 RetinaNet

时的性能差异不大; 而当检测子网络换成无锚点

框时, FPN 相比 DiFPN 具有显著优势. 但这种优势

在 HRNet32 时不再明显. c. 在几乎所有情况下, 

DenseFPN 和 FPN 的性能几乎一致. 

通过以上现象可以得出以下结论: a. 当高分

辨率网络变大时, HRFPN 优势不再. b. 在直连的

基础上 , 采用不同水平特征图融合的方式能带来

一定的性能提升. c. 伴随信息流的间接传递, 不同

融合方式在最后产生的检测效果差异不大. 此外, 

训练过程中由于显存限制, HRNet32+HRFPN 的组

合只能做到单卡单图, 这也使采用 HRFPN 更消耗

显存 , 且显著增加训练耗时 . 由此也说明采用

DenseFPN 或 FPN, 比 HRFPN 在训练效率和性能

指标上均具备优势. 
 

表 2  不同特征图融合方式在 COCO-val2017 上的结果  

主干+ 

检测子网络

学习

规则

融合 

方式 
mAP/% APS/% APM/% APL/%

1× HRFPN 34.3 18.5 37.8 45.2

2× HRFPN 36.9 20.0 40.3 49.1

1× DiFPN 34.3 19.1 37.5 46.0

2× DiFPN 36.5 19.5 39.8 49.0

1× FPN 34.0 17.7 37.3 45.1

2× FPN 36.6 20.3 39.8 49.2

1× DenseFPN 34.3 18.7 37.6 45.3

HR18+RH

2× DenseFPN 36.8 21.0 40.0 49.0

1× HRFPN 35.0 19.7 37.7 45.9

2× HRFPN 37.8 21.3 40.7 49.5

1× DiFPN 34.1 19.0 36.6 44.7

2× DiFPN 36.9 20.5 39.6 48.7

1× FPN 35.0 19.6 38.0 45.5

2× FPN 37.4 21.3 40.7 49.2

1× DenseFPN 34.8 19.4 37.8 45.5

HR18+FA

2× DenseFPN 37.3 20.7 40.2 49.0

1× HRFPN 36.8 20.1 40.5 49.0

2× HRFPN 38.6 20.9 42.3 52.0

1× DiFPN 37.8 21.0 41.6 50.0

2× DiFPN 39.4 21.9 43.2 52.3

1× FPN 37.5 21.5 41.0 49.3

2× FPN 39.4 22.6 43.3 52.7

1× DenseFPN 37.9 21.0 41.5 49.9

HR32+RH

2× DenseFPN 39.4 22.1 43.0 52.6

1× HRFPN 37.9 20.9 41.4 50.5

2× HRFPN 39.2 22.7 42.6 51.7

1× DiFPN 38.4 22.2 41.9 50.4

2× DiFPN 40.6 23.2 43.7 53.6

1× FPN 38.8 22.7 42.5 50.3

2× FPN 40.5 23.4 44.0 52.5

1× DenseFPN 38.8 22.7 42.4 50.1

HR32+FA

2× DenseFPN 40.5 23.6 43.7 53.4
 

(4) 模型复杂度对比 

对不同模型的参数复杂度和计算复杂度进行

对比, 其中参数量即参数复杂度, 浮点运算次数即

计算复杂度. 表 3 清晰地展示了不同主干网络和检

测子网络组合构成的检测模型的参数复杂度和计算

复杂度. 结合表1可以看到, 当HRNet32比ResNet50

计算复杂度降低时, 其性能指标更高. 此外, 无锚
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点框比RetinaHead在降低复杂度的同时也得到了更

高的指标. 这印证了 HOAR 策略的有效性. 

3.2.2  主要结果 

采用 HRNet32+DenseFPN+无锚点框的组合与

其他模型进行对比 , 以验证 HOAR 策略的优势 . 

其中, RetinaNet, FCOS 和 RepPoints 都是自行复现

的, 而其他结果来自对应文献. 对比结果如表 4 所

示, 可以看到, HOAR 达到的性能指标显著超越了

基线模型和其他单阶段模型, 仅低于 CenterNet[24]. 

表 3  不同模型的复杂度 

主干网络 检测子网络 浮点运算次数 参数量 

RetinaHead 218.53G 18.78M  
无锚点框 185.74G 17.50M 

RetinaHead 239.32G 37.74M  
无锚点框 200.63G 32.02M 

RetinaHead 313.25G 38.83M  
无锚点框 280.39G 37.29M 

RetinaHead 315.39G 56.74M  
无锚点框 276.71G 50.96M 

 

表 4  不同方法在 COCO-val2017 上的结果 

方法 主干网络 检测子网络 学习规则+融合方式 mAP/% 

RetinaNet[10] ResNet101 RetinaHead 2×+FPN 38.1 

FCOS[7] ResNet101 无锚点框 2×+FPN 39.1 

RepPoints[26] ResNet101 基于表现点的检测头 2×+FPN 40.3 

ExtremeNet[23] Hourglass104 检测极点 250k 次迭代+无 FPN 40.3 

CenterNet[24] Hourglass104 检测角点+中心点 480k 次迭代+无 FPN 41.3 

HOAR HRNet32 无锚点框 2×+DenseFPN 40.5 

 

4  结  语 

本文提出了高分辨率-无锚点框(即 HOAR)策

略, 尝试解决目标检测中的尺度变化问题. HOAR

策略采用高分辨率网络作为主干来提取细节和语

义都很丰富的特征图, 并进行多尺度特征融合, 最

后采用无锚点框的检测子网络进行预测 . 实验结

果验证了 HOAR 策略相对基线模型的优势以及其

中各个模块的有效性; 但 HOAR 训练过程收敛较

慢, 且精度并非目前最高. 
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