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两两阶段领域自适应学习

田摇 磊1,2 摇 摇 唐永强1,2 摇 摇 张文生1,2

摘摇 要摇 针对领域自适应问题中源域和目标域的联合分布差异最小化问题,提出两阶段领域自适应学习方法. 在
第一阶段考虑样本标签和数据结构的判别信息,通过学习一个共享投影变换,使投影后的共享空间中边缘分布的

差异最小. 第二阶段利用源域标记数据和目标域非标记数据学习一个带结构风险的自适应分类器,不仅能最小化

源域和目标域条件分布差异,还能进一步保持源域和目标域边缘分布的流形一致性. 在 3 个基准数据集上的实验

表明,文中方法在平均分类准确率和 Kappa 系数两项评价指标上均表现较优.
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Two Stage Domain Adaptation Learning
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ABSTRACT摇 Aiming at minimization of the joint distribution difference between source domain and
target domain in domain adaptation, a two鄄stage domain adaptation learning method is proposed. In the
first stage, the discriminative information of sample labels and the data structure are considered, and a
shared projection transformation is learned to minimize the difference of marginal distribution in the
shared鄄projected space. In the second stage, an adaptive classifier with structural risk is learned by the
labeled source data and unlabeled target data. The classifier minimizes the difference of conditional
distribution of source domain and target domain as well as maintains the manifold consistency underlying
the marginal distributions. Experiments on three benchmark datasets show that the method achieves better
results on average classification accuracy and the Kappa coefficient.
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摇 摇 为了保证训练得到的分类模型具有可信的分类

效果,传统的机器学习方法通常需要满足两个基本

假设:1)足够的带标注的训练样本,2)训练样本和

测试样本满足独立同分布条件. 然而,在实际应用中

通常无法满足这两个假设条件. 一方面,获取的数据

大多缺乏完善的标注,而标注大量的样本又费时费

力[1];另一方面,随着时间的推移,原先可用的训练

样本与新测试样本的分布会逐渐出现偏离. 迁移学

习的出现为这两个问题提供一种有效的解决途径,
其基本思想是利用源域和目标域之间的关联关系,

2. School of Artificial Intelligence, University of Chinese Acade鄄
my of Sciences, Beijing 100049

第 32 卷摇 第 9 期 模式识别与人工智能 Vol. 32摇 No. 9
2019 年 9 月 Pattern Recognition and Artificial Intelligence Sep. 摇 2019

摇 摇 摇 摇 摇
摇 摇 摇 摇 摇
摇 摇 摇 摇
摇 摇 摇 摇 摇
摇 摇 摇 摇 摇
摇 摇 摇 摇 摇
摇 摇 摇 摇 摇
摇



将从有标注的源域数据中学习得到的知识迁移和复

用到缺少标注的目标域,使传统的从零开始学习变

成可累积学习,进而提升机器学习效果.
近些年,学者们从不同角度对迁移学习展开广

泛研究. 其中,领域自适应任务受到较多关注,该任

务假设源域和目标域的标签和标签预测函数相同.
领域自适应问题的根本原因是域间联合概率分布不

同,难点在于如何减小域间联合概率分布差异.
针对此问题,现有的非深度学习方法可分为 3

类:1)实例权重法,通过调整源域样本权重使分布

相似;2)特征适配法,通过学习共享子空间或特征

表示以减小联合分布差异;3)分类器适配法,在源

域上学习一个可泛化到目标域的分类器或学习两个

相似的分类器. 本文主要关注特征适配法和分类器

适配法.
特征适配法主要通过学习共享子空间或特征表

示以减小域间分布差异. 在共享子空间学习方面,
Gopalan 等[2]在源域和目标域数据的格拉斯曼流形

的测地路径上采样一组子空间,找到跨域不变的中

间表示. Gong 等[3] 在上述基础上,利用测地路径上

无限子空间的积分构建测地流核,建立域漂移模型.
与上述基于流形变换的方法不同, Fernando

等[4]考虑统计特征变换,直接使用一个矩阵以适配

源域和目标域数据的 PCA 主成分向量张成的子空

间. 在共享特征表示学习方面,Pan 等[5]通过最小化

源域数据和目标域数据在一个再生希尔伯特空间上

的最大均值偏差,学习跨域不变的迁移成分. Long
等[6]在上述基础上最小化源域数据和目标域数据

的条件分布差异,使源域和目标域联合概率分布差

异最小.
为使学习的特征表示更有利于分类问题,一些

研究者也关注如何保留源域、目标域数据的判别信

息. Venkateswara 等[7] 对源域和目标域数据进行非

线性嵌入变换,同时限制同类样本聚到一簇以保留

源域样本标签的判别性. Zhang 等[8] 结合几何和统

计适配,对源域和目标域分别学习一个投影矩阵,并
通过最小化源域样本类内散度和最大化源域样本类

间散度保留源域样本标签的判别性. Li 等[9] 还考虑

目标域样本,通过最小化源域、目标域的同类样本距

离和最大化源域、目标域的不同类样本距离,保留两

域样本标签的判别性.
分类器适配法旨在利用源域数据学习一个可泛

化到目标域的分类器或学习两个相似的分类器. 在
学习两个相似的分类器上,Yang 等[10]假设源域和目

标域分类器存在偏置并对偏置进行线性建模求解.
Yao 等[11]考虑到数据的结构特性,通过最小化源域

数据的分类误差、保持两域数据的几何结构并结合

流形正则化为源域和目标域分别学习一个分类器.
Zhang 等[12]注意到目标域数据伪标签不准确会对

结果产生巨大影响,利用标签预计算和精修,在源域

和目标域上分别学习基于流形正则化的最小二乘分

类器. 在学习一个可泛化到目标域的分类器方面,
Duan 等[13] 通过最小化 SVM 分类器的结构误差函

数和两域的边缘分布差异同时学习一个核函数和

SVM 分类器. Long 等[14] 通过最小化源域数据结构

风险、最小化两域联合分布差异和最大化两域边缘

分布的流形一致性,学习跨域不变的分类器. Wang
等[15]利用文献[3]的方法,将两域数据映射到一个

格拉斯曼流形上,并在这个流形上利用文献[14]方
法学习一个跨域不变的分类器,同时进行边缘分布

和条件分布的动态适配.
现有的领域自适应方法可减小域间联合分布差

异,但也存在如下两个问题:1)特征适配法计算条

件分布差异时使用 P(x y) 近似 P(y x),在实际

样本分布不平衡时这一近似无法最有效减少域间联

合分布差异;2)分类器适配法通过直接训练分类器

拟合条件分布差异P(y x),避免使用P(x y) 作近

似替代,但在训练分类器的过程中缺乏对特征边缘

分布 P(x) 适配的考虑,因此限制性能进一步提升.
针对上述问题,本文提出两阶段领域自适应方

法(Two Stage Domain Adaptation, TSDA). TSDA在

第一阶段学习一个共享投影变换,使得在变换后的

共享空间中源域和目标域的边缘分布 P(x) 差异最

小. 进一步考虑样本标签和数据结构的判别性,通过

最小化投影后同类样本距离和投影前后 p 近邻样本

的流形差异保留判别信息. 在第二阶段利用源域标

记数据和目标域非标记数据学习一个带结构风险的

自适应分类器,在最小化源域和目标域条件分布

P(y x) 差异的同时,又能维持源域和目标域边缘

分布的流形一致性. 上述两个阶段交替进行,最终使

源域和目标域的联合分布差异最小. 在国际上广泛

使用的 Office鄄Caltech10、MNIST鄄USPS 和 ImageNet鄄
VOC鄄2007 基准图像数据集上的实验表明本文方法

的有效性.

1摇 相关知识

本文常用符号及描述总结如表 1 所示.
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表 1摇 本文常用的符号及描述

Table 1摇 Symbols and their descriptions

符号 描述
Ds 源域
Dt 目标域

Xs 沂 Rd伊m 源域样本集
ys 源域样本标签

Xt 沂 Rd伊m 目标域样本集

X [Xs,Xt]
Z 投影后的低维空间

d 原始空间特征维度

k 低维空间特征维度

L 归一化拉普拉斯矩阵

m 源域样本数

n 目标域样本数
Np(xi) 点 xi 的 p 近邻

Ik k 维单位矩阵

W 图邻接矩阵

A 低维空间投影矩阵

Zs 沂 Rd伊m Z 中源域样本集

Zt 沂 Rd伊m Z 中目标域样本集

m(c) 目标域中类别为 c 的样本总数

n(c) 源域中类别为 c 的样本总数
1p伊q 所有元素都是 1 的 p 伊 q 阶矩阵

Z [Zs,Zt]
H 再生希尔伯特空间

1. 1摇 定义

定义 1 领域,任务[16] 摇 一个领域 D 包含特征空

间 X 和边缘概率分布 P(X),其中 X = {x1,x2,…,
xn} . 给定一个领域D = {X,P(X)},一个任务T由标

签空间 Y 和目标预测函数 f(·) 组成,记为 T = {Y,
f(·)} . 使用函数 f(·) 预测一个实例 x的标签 f(x),
从概率观点 f(x) 可视为 P(y x) .

有标签的领域称为源域,记为

Ds = {(xs1,ys1),(xs2,ys2),…,(xsn,ysn)} = {Xs,ys},
其中 ysi 沂 ys 为样本标签. 无标签的领域称为目标

域,记为 Dt = {xt1,xt2,…,xtm} = {Xt} .
定义 2 迁移学习[16] 摇 给定一个源域 Ds 和源域

任务 Ts,一个目标域 Dt 和目标任务 Tt,迁移学习旨

在利用源域和目标域的知识改进目标预测函数

f t(·) 的学习,其中 Ds 屹 Dt 或 Ts 屹 Tt .
定义 3 直推式迁移学习[16] 摇 给定一个源域 Ds

和源域任务 Ts,一个目标域 Dt 和目标任务 Tt,直推

式迁移学习旨在利用源域和目标域的知识改进目标

预测函数 f t(·) 的学习,其中 Ds 屹 Dt 且 Ts = Tt . 此
外,训练时也必须使用一些无标签的目标域数据. 直
推式迁移学习也被认为是领域自适应.

1. 2摇 最大均值差异

最大均值差异 (Maximum Mean Discrepancy,
MMD) [17] 是在再生希尔伯特空间 H 中衡量两种分

布差异的方法. 假设

X = {x1,x2,…,xr}, Y = {y1,y2,…,ys}
为采自分布P和Q的随机样本集,由MMD定义的分

布 P 和 Q 的经验距离为

Dist(X,Y) = sup
椰f椰H臆

æ

è
çç1

1
r 移

r

i = 1
f(xi) - 1

s 移
s

i = 1
f(yi

ö

ø
÷÷) ,

(1)
当 r寅 ¥,s寅 ¥时,Dist(X,Y) = 0当且仅当P = Q. 在
H 中, f(x) = 掖准(x), f业,其中 准(x) 颐 X 寅 H,故式

(1) 可重写为

Dist(X,Y) = 1
r 移

r

i = 1
准(xi) - 1

s 移
s

i = 1
准(yi)

H

.

2摇 两阶段领域自适应方法

2. 1摇 方法思路

领域自适应的目标是最小化源域和目标域的联

合概率分布差异,但是,由于目标域数据缺乏标注,
因此很难直接最小化联合概率分布差异. 目前较通

用的做法是将联合分布转换为边缘分布和条件分布

乘积的形式,即将联合概率分布差异最小化问题进

行如下转换:
P(zs,ys) - P(zt,yt) =

摇 摇 P(zs)P(ys zs) - P(zt)P(yt zt) .
经过上式的变换,联合分布最小化问题可分解为如

下两个需同时成立的子问题:1)边缘分布 P(zs) 与

P(zt) 差 异 最 小 化;2) 条 件 分 布 P(ys zs) 与

P(yt zt) 差异最小化. 现有的特征适配方法在计算

条件分布差异时,通常利用 P(z y) 近似 P(y z),
然而,根据概率公式

P(zs,ys) - P(zt,yt) =

摇 摇
P(ys)P(zs ys)

P(zs)
- P(yt)P(zt yt)P(zt)

可知,在实际样本分布不平衡(即 P(ys) 与 P(yt) 差

异较大) 时,现有的特征适配方法不能有效减少域

间的联合分布差异. 分类器适配方法通过训练一个

分类器预测目标域标签,从概率角度上看,将分类器

函数视为条件分布 P(y z) . 因此,此类方法可看作

对 P(ys zs) 和 P(yt zt) 的适配. 虽然分类器适配

法避免对 P(y z) 的近似替代,但是缺乏对边缘分

布 P(z) 适配的考虑. 基于上述讨论,本文提出两阶
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段领域自适应方法,能同时最小化边缘分布(P(zs)
与 P(zt)) 差异及条件分布(P(ys zs) 与 P(yt zt))
差异.

具体地,针对边缘分布差异最小化问题,本文首

先对源域和目标域数据特征进行统一的低维投影变
换,在投影后的低维空间 Z 中满足 P(zs) 抑 P(zt) .
针对条件分布差异最小化问题,本文在第二阶段学

习一个自适应分类器,使条件分布
P(ys zs) 抑 P(yt zt) .

上述两个阶段交替迭代,最终实现
P(zs,ys) 抑 P(zt,yt) .

在第一阶段进行特征变换时,判别信息的保留

至关重要. 首先,本文通过最小化投影后的同类样本

间距离,保留样本标签的判别性. 进一步地,通过最

小化投影前后 p 近邻样本的流形差异,保留样本结

构的判别性. 在第二阶段利用源域标记数据和目标

域非标记数据学习一个带结构风险的自适应分类
器,在最小化源域和目标域条件分布(P(ys zs) 与
P(yt zt)) 差异的同时,进一步维持源域和目标域

边缘分布的流形一致性.
2. 2摇 低维投影变换

低维投影变换的优化目标为

min
A

LMMD + 琢Ldis + 着Lnei + 茁椰A椰2
F,

s. t. ATXH XTA = Ik .
(2)

其中:琢、 茁、着 表示正则化参数;H 表示中心矩阵,

H = In+m -
1(n+m) 伊(n+m)

n + m ,

限制条件旨在最大化映射后的数据方差以尽量保持
数据特性;LMMD 表示边缘分布适配损失;aLdis + 着Lnei

表示判别信息损失;椰A椰2
F 控制模型复杂度.

采用低维空间的 MMD 准则[9],边缘分布适配
损失为

LMMD = tr(ATXBXTA),
其中

B =

1n伊n

n2

1n伊m

nm
1n伊m

nm
1m伊m

m

é

ë

ê
ê
ê
êê

ù

û

ú
ú
ú
úú2

.

判别信息损失的第一项[9] 为
Ldis = tr(ATXR XTA),

其中
R = diag(Rs,Rt),

(Rs) ij =

n, i = j

- n
n(c) , i 屹 j,ysi = ysj = c

0,

ì

î

í

ï
ï

ï
ï

其它

,

(Rt) ij =

m, i = j

- m
m(c) , i 屹 j,yti = ytj = c

0,

ì

î

í

ï
ï

ï
ï

其它

,

对于源域样本,c 为真实标签. 对于目标域样本,c 为

第二阶段的自适应分类器输出的“伪标签冶 . 判别信

息损失的第二项为

Lnei = 移
n+m

j = 1
i = 1

(ATxi - ATx j) 2Wij = tr(ATXLXTA),

其中,L 为归一化拉普拉斯矩阵,
L = I - D -1 / 2WD -1 / 2,

D 为对角矩阵,满足 Dii = 移
j
Wij,W 定义为

Wij =
cos(xi,x j) xi 沂 Np(x j) 遗 x j 沂 Np(xi)
0{

其它

式(2)的拉格朗日函数:
L(A,专) = tr(AT(XBXT + 琢XRXT + 茁Id +

着XLXT)A) + tr((Ik - ATXHXTA)专),
(3)

其中 专表示广义拉格朗日算子. 记
赘 = B + 琢R + 着L,

令式(3) 关于 A 的梯度为 0,得
(X赘XT + 茁Id)A = XHXT专, (4)

计算式(4) 最小的 k 个特征向量即可获得投影矩

阵 A.
2. 3摇 自适应分类器学习

根据文献[14],自适应分类器学习的框架为

f = arg min
f沂HK

移
n

i = 1
l( f(zi),yi) + 滓椰f椰2

K +

姿Df,K(Js,Jt) + 酌Mf,K(Ps,P t),
(5)

其中,滓、姿 和 酌 表示正则化参数,K 表示由 准诱导的

核函数,满足 K(xi,x j) = 掖准(xi),准(x j)业,HK 表示

假设空间,椰f椰2
K 表示 f的平方范数,l表示平方损失

函数. 式(5) 前两项为源域数据的结构风险,第三项

为联合分布适配损失,第四项为流形正则化损失. 联
合分布适配损失为

Df,K(Js,Jt) = Df,K(Ps,P t) + 移
C

c = 1
D(c)

f,K(Qs,Qt) =

1
n移

n

i = 1
f(zi) - 1

m移
n+m

j = n+1
f(zj)

2

H

+

摇 摇 摇 摇 摇 移
C

c = 1

1
n(c) 移

xi沂D(c)
s

f(zi) - 1
m(c) 移

xj沂D(c)
t

f(zj)
2

H

,

其中

D(c)
s = {zi 颐 zi 沂 Zs 夷 y(zi) = c}

表示 Z 中属于 c 类的源域样本集,y(zi) 表示源域样
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本 zi 的真实标签,
D(c)

t = {zj 颐 zj 沂 Z t 夷 ŷ(zj) = c}
表示 Z 中属于 c 类的目标域样本集,ŷ(zj) 表示目标

域样本 zj 的伪标签. 流形正则化项为

Mf,K(Ps,P t) =

摇 摇 移
n+m

j = 1
i = 1

( f(zi) - f(zj)) 2Wij = 移
n+m

i = 1
j = 1

f(zi) Lij f(zj) .

根据表示定理,式(5)的最优解具有如下展开式:

f(z) = 移
n+m

i = 1
兹 iK(zi,z), (6)

其中,兹 = (兹1,兹2,…,兹 n+m) T 为系数向量. 根据文献

[14] 方法,可求得

兹 = ((E + 姿M + 酌L)K + 滓I) -1EYT, (7)
其中,Y = [y1,y2,…,yn+m] 为标签矩阵,E 为对角形

式的标签指示矩阵,满足当且仅当 xi 沂Ds 时有E ii =

1,M = 移
c

i = 0
Mi,M0 与 Mc 定义为

(M0) ij =

1
n2, zi 沂 Zs,zj 沂 Zs

1
m2, zi 沂 Z t,zj 沂 Z t

- 1
mn,

ì

î

í

ï
ï
ïï

ï
ï
ï 其它

(Mc) ij =

摇 摇

1
n(c)n(c) , zi 沂 Z(c)

s ,zj 沂 Z(c)
s

1
m(c)m(c) , zi 沂 Z(c)

t ,zj 沂 Z(c)
t

- 1
m(c)n(c) ,

zi 沂 Z(c)
s ,zj 沂 Z(c)

t 或

zj 沂 Z(c)
s ,zi 沂 Z(c)

t

0,

ì

î

í

ï
ï
ï
ïï

ï
ï
ï
ïï

其它

求得系数向量后,代入式(6) 即可获取分类器 f.
2. 4摇 算法步骤

本文算法步骤如下.
算法 摇 TSDA
输入 摇 源域数据{Xs,ys},目标域数据{Xt},

低维空间维度 k,最大迭代次数 T,
正则化参数 琢,茁,着,滓,姿,酌,p

输出 摇 自适应分类器 f
1. 根据定义构建矩阵 B,L,初始化 R = zeros(ns +

nt,ns + nt),根据式(4) 计算投影矩阵 A. 令[Zs,
Z t] = AT[Xs,Xt],在 Zs 上训练一个最近邻分类

器,预测 Z t 的伪标签 Cls.
2. 当 t 臆 T 时

3. 利用 Zs 和 Z t 计算核矩阵 K

4. 根据定义计算 M0 和 Mc

5. 根据式(7) 计算 兹,根据式(6) 获得自适应分类

器 f
6. 更新目标域数据的伪标签 Cls = f(Z t)
7. 根据定义计算 R
8. 根据式(4) 计算投影矩阵 A,更新

[Zs,Z t] = AT[Xs,Xt]
9. t = t + 1
10. 返回自适应分类器 f

步骤 1 旨在获取目标域数据的初始伪标签. 步
骤 3 ~ 步骤 6 对应于自适应分类器学习阶段,用于

减小源域和目标域的条件分布差异. 步骤 7、步骤 8
对应于低维投影变换阶段,用于减小源域和目标域

的边缘分布差异. 上述两个阶段交替迭代,最终得到

适应于源域和目标域的分类器.
本文算法的研究框架如图 1 所示.

!" ：1 $%&'() !" ：2 *+,-./01

Xs,Xt Zs,Zt Cls= f( )tZfA

图 1摇 本文方法框架

Fig. 1摇 Framework of the proposed method

3摇 实验及结果分析

3. 1摇 实验数据

实验数据集为 Office鄄Caltech10、MNIST鄄USPS、
ImageNet鄄VOC2007 这 3 个基准图像数据集. 表 2 列

出这 3 个基准数据集的详细描述.
Office鄄Caltech10 数据集包含 Office31、Caltech256

数据集的 10 个重叠类图像. 本文采用 800 维加速稳

健特征(Speeded up Robust Features, SURF) [3] 和4
096 维第 6 全连接层深度卷积激活特征 (Deep
Convolution Activation Features of fc6, DeCAF)6

[18],
一共构造 12 个任务:A 寅 W、A 寅 D、…、C 寅 D.

在 MNIST鄄USPS 数据集中,USPS 数据集图像大

小为 16 伊 16,MNIST 数据集图像大小为 28 伊 28. 每
个数据集都包含10个类别,每个类别是10以内的某

个字符. 从 MNIST 中随机选取 2 000 幅图像, 从

USPS 中随机选取 1 800 幅图像[19],分别作为源域和

目标域,构造 2 个任务:U 寅 M,M 寅 U.
ImageNet鄄VOC2007 数据集包含 ImageNet(I)

和 VOC2007(V),每个数据集都可以视为一个域. 本
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文采用 Fang 等[20] 提供的子数据集构建跨域任务,
包含 5 类图像:鸟、猫、椅子、狗和人. 本文采用4 096
维DeCAF6 特征[18],一共构造2个任务:I寅V,V寅I.

表 2摇 3 个基准数据集

Table 2摇 Statistics of 3 benchmark datasets

名称 子集 样本数 特征(大小) 类别数

Office鄄
Caltech10

Amazon(A)
Webcam(W)
DSLR(D)
Caltech(C)

958
295
157
1123

SURF(800)
DeCAF6(4096) 10

MNIST鄄
USPS

MNIST(M)
USPS(U)

2000
1800 Pixel(256) 10

ImangeNet鄄
VOC2007

ImageNet(I)
VOC2007(V)

7341
3376 DeCAF6(4096) 5

3. 2摇 实验设置

按照文献[9] 方法,训练时利用所有的源域样

本,对 Office鄄Caltech10 数据集的每维特征进行减均

值除以方差的归一化处理,对其它数据集的每维特

征进行 l2 归一化处理.
本文考虑如下 12 种对比方法:最近邻分类器

(1鄄Nearest Neighbor, 1鄄NN)[21],支持向量机(Support
Vector Machine, SVM) [22], 迁 移 主 成 分 分 析

(Transfer Component Analysis, TCA) [5],测地流核

方法(Geodesic Flow Kernel, GFK) [3],联合分布适

配法(Joint Distribution Adaptation, JDA) [6],子空

间对齐法(Subspace Alignment, SA) [4],相关性对

齐法(Correlation Alignment, CORAL) [23], 自适应

正则 化 的 迁 移 学 习 (Adaptation Regularization
Based Transfer Learning, ARTL) [14],域不变和类判

别特征学习(Domain Invariant and Class Discrimina鄄
tive Feature Learning, DICD) [9],几何与统计联合

适配法(Joint Geometrical and Statistical Alignment,
JGSA) [8],流形嵌入分布适配(Manifold Embedded
Distribution Alignment, MEDA) [15],域无关聚类法

(Domain鄄Irrelevant Class Clustering, DICE) [24] .
1鄄NN、JDA、DICD、JGSA、DICE通过最近邻分类

器获取伪标签,SVM、SA、CORAL 通过 SVM 分类器

获取伪标签,ATRL、MEDA 通过自适应分类器获取

伪标签,DICD、JGSA、DICE 考虑源域、目标域样本

标签判别信息的保留.
文中对 B 和 R 均进行 F 范数的归一化处理,使

得 LMMD 和 Ldis 尺度大致相同,因此设置琢 = 1. 按照文

献[14] 方法,设置 T = 10,滓 = 0. 1,p = 10,酌 = 1. 0,
并且第二阶段中的核函数也与其保持一致. 本文在

第一阶段进行边缘分布适配,减小域间分布差异,相
比文献[14] 方法,参数姿 应取更小的值,故设置姿 =

1. 对于 Office鄄Caltech10 数据集,设置 k = 20[15];对
于其它数据集,设置 k = 100[6] . 剩余的参数 茁,着 是

可调的,本文在

茁 沂{0.001,0.005,0.01,0.05,0.1,0.5,1.0,5.0,10.0},
着 沂{0.001,0.005,0.01,0.05,0.1,0.5,1.0,5.0,10.0}
内搜索最优参数. 由于目标域样本无标签,无法使用

标准的交叉验证选取正则化参数,故按照文献[9]
方法,在参数空间进行网格搜索,选择性能最优的

参数.
本文提供不同数据集的最优参数. Office鄄Cal鄄

tech10(SURF 特征:茁 = 0. 5,着 = 0. 005,DeCAF6 特

征:茁 = 0. 5,着 = 0. 1),MNIST鄄USPS(茁 = 0. 5,着 =
10. 0),ImageNet鄄VOC2007(茁 = 0. 1,着 = 0. 01) .

MEDA 和 DICE 是两个最关键的对比算法. 在
Office鄄Caltech10 和 MNIST鄄USPS 数据集上,MEDA
和 DICE 的 参 数 设 置 与 原 论 文 保 持 一 致. 在

ImageNet鄄VOC2007 数据集上,MEDA 的低维空间维

度与原论文保持一致,设置为 40. DICE 的低维空间

维度设置为 100,酌 在原论文给出的范围内搜索,并
报告最优结果(酌 = 1. 0) .

评价指标如下. 1)目标域无标签测试数据的平

均分类准确率:

Accuracy =
x 颐 x 沂 Xt 夷 ŷ(x) = y(x)

x 颐 x 沂 Xt
,

其中,y(x) 和 ŷ(x) 为目标域测试数据 x的真实标签

和预测标签.
2)Kappa 系数:

K =
Po - Pe

1 - Pe
,

其中,Po 为正确分类的样本占总样本的比例,Pe 为

每类真实样本数乘预测样本数之和除以总样本的平

方. Kappa 系数是一种对精确度更全面的度量,考虑

混淆矩阵中的所有元素, 而不是仅考虑正确分类

数[25] .
3. 3摇 分类准确率对比

TSDA 和 12 种对比方法在 Office鄄Caltech10 数

据集上的分类准确率如表 3 所示,部分结果引自文

献[9]、文献[15]和文献[24],每个任务的最优结

果使用黑体数字表示.
由表 3 可看出,相比 1鄄NN、SVM,绝大多数的领

域自适应方法均有性能提升,表明 11 种领域自适应

方法的有效性. 对于 SURF 特征,TSDA 在总共 12 个

任务中的 7 个任务上取得最优的分类准确率,在所

有任务上的平均分类准确率达到 55. 0% ,比最优对

比方法 MEDA 提升 2. 3% .
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对于 DeCAF6 特征, TSDA 在总共 12 个任务中

的 6 个任务上取得最优的分类准确率, 在所有任务

上的平均分类准确率达到 93. 1% ,比最优对比方法

MEDA 提升 0. 3% .

表 3摇 13 种方法在 Office鄄Caltech10 数据集上分类准确率

Table 3摇 Classification accuracy of 13 methods on Office鄄Caltech10 dataset
摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 %

特征 任务 1鄄NN SVM TCA GFK JDA SA ARTL CORAL DICD JGSA MEDA DICE TSDA

SURF

A寅W
A寅D
A寅C
W寅A
W寅D
W寅C
D寅A
D寅W
D寅C
C寅A
C寅W
C寅D
平均值

29. 8
25. 5
26. 0
23. 0
59. 2
19. 9
28. 5
63. 4
26. 3
23. 7
25. 8
25. 5
31. 4

31. 9
36. 3
35. 6
37. 5
80. 9
33. 9
34. 3
78. 0
32. 1
42. 9
34. 6
33. 8
42. 6

35. 9
35. 7
42. 0
30. 5
91. 1
31. 5
32. 8
87. 5
33. 0
46. 0
39. 3
45. 9
46. 2

37. 0
40. 1
40. 7
27. 6
85. 4
24. 8
28. 7
80. 3
29. 3
43. 1
37. 0
40. 8
43. 1

38. 0
39. 5
39. 4
32. 8
89. 2
31. 2
33. 1
89. 5
31. 5
44. 8
41. 7
45. 2
46. 3

38. 3
36. 3
44. 3
36. 3
83. 4
33. 2
39. 4
85. 1
34. 3
54. 8
44. 4
45. 2
47. 9

33. 6
36. 9
39. 7
38. 3
87. 9
29. 7
34. 9
88. 5
30. 5
44. 1
31. 5
39. 5
44. 3

44. 4
39. 5
45. 1
35. 9
86. 6
33. 7
37. 7
84. 7
33. 8
54. 3
38. 6
36. 3
47. 6

45. 1
38. 9
42. 4
34. 1
89. 8
33. 6
34. 5
91. 2
34. 6
47. 3
46. 4
49. 7
49. 0

45. 8
47. 1
41. 5
39. 9
90. 5
33. 2
38. 0
91. 9
29. 9
51. 5
45. 4
45. 9
50. 0

53. 2
45. 9
43. 9
42. 7
88. 5
34. 0
41. 2
87. 5
34. 9
56. 5
53. 9
50. 3
52. 7

46. 1
48. 4
43. 8
38. 6
86. 0
34. 7
47. 7
84. 7
37. 7
56. 7
51. 9
44. 6
51. 7

57. 3
46. 5
47. 6
33. 4
93. 6
36. 8
42. 3
87. 5
37. 5
61. 0
60. 0
56. 7
55. 0

DeCAF6

A寅W
A寅D
A寅C
W寅A
W寅D
W寅C
D寅A
D寅W
D寅C
C寅A
C寅W
C寅D
平均值

74. 6
80. 3
83. 7
77. 1
100. 0
74. 8
85. 7
99. 7
79. 2
90. 0
78. 6
86. 6
84. 2

79. 0
87. 9
85. 0
75. 7
99. 4
72. 0
87. 1
98. 6
78. 8
91. 4
80. 0
89. 8
85. 4

74. 2
81. 5
82. 6
84. 1
100. 0
80. 4
89. 1
99. 7
82. 3
89. 8
78. 3
85. 4
85. 6

70. 9
82. 2
79. 2
76. 8
100. 0
69. 8
76. 3
99. 3
71. 4
88. 2
77. 6
86. 6
81. 5

83. 1
86. 6
85. 0
91. 1
100. 0
85. 3
91. 0
99. 7
85. 1
91. 0
82. 4
87. 9
89. 1

76. 6
87. 3
85. 0
83. 6
99. 4
74. 3
85. 6
96. 9
76. 9
92. 2
82. 0
88. 5
85. 7

88. 5
85. 4
87. 4
92. 3
100. 0
88. 2
92. 7
100. 0
87. 3
92. 4
87. 8
86. 6
90. 7

74. 2
84. 7
83. 6
72. 1
100. 0
67. 4
83. 8
97. 6
71. 6
91. 2
80. 7
87. 9
82. 9

81. 4
83. 4
86. 0
89. 7
100. 0
84. 0
92. 2
99. 0
86. 1
91. 0
92. 2
93. 6
89. 9

81. 0
88. 5
84. 9
90. 7
100. 0
85. 0
92. 0
99. 7
86. 2
91. 4
86. 8
93. 6
90. 0

88. 1
88. 1
87. 4
99. 4
99. 4
93. 2
93. 2
97. 6
87. 5
93. 4
95. 6
91. 1
92. 8

79. 7
90. 5
85. 8
93. 1
100. 0
82. 9
92. 6
99. 0
87. 1
91. 3
84. 1
92. 4
89. 9

90. 5
96. 2
88. 0
92. 8
99. 4
88. 2
93. 2
98. 3
87. 6
93. 3
94. 6
94. 9
93. 1

摇 摇 在所有对比方法中,MEDA 与 TSDA 最相关. 相
比 ARTL, MEDA 进行边缘分布适配,相比 JDA、
DICD 和 JGSA,MEDA 进行自适应分类器学习. 由表

3 可看出,MEDA 的性能表现明显优于上述对比方

法,表明同时进行边缘分布适配和自适应分类器学

习能更有效减小域间差异.
相比 MEDA,TSDA 进一步考虑样本标签和数据

结构的判别信息,由表 3 可看出,TSDA 的性能表现

优于 MEDA,这表明样本标签和数据结构判别信息

保留的有效性.
TSDA 和 12 种对比方法在 MNIST鄄USPS 数据集

上的分类准确率如表 4 所示,部分结果引自文献

[15]和文献[24],每个任务的最优结果使用黑体数

字标出.

表 4摇 13 种方法在 MNIST鄄USPS 数据集上分类准确率

Table 4摇 Classification accuracy of 13 methods on MNIST鄄USPS dataset
摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 %

任务 1鄄NN SVM TCA GFK JDA SA ARTL CORAL DICD JGSA MEDA DICE TSDA
M寅U 65. 9 48. 8 62. 3 68. 6 70. 6 45. 3 88. 8 35. 8 77. 8 80. 4 88. 2 76. 9 88. 4
U寅M 44. 7 27. 8 50. 3 50. 1 60. 0 29. 5 67. 7 36. 4 65. 2 68. 2 67. 5 64. 8 74. 1
平均值 55. 3 38. 3 56. 3 59. 4 65. 3 37. 4 78. 3 36. 1 71. 5 74. 3 77. 9 70. 9 81. 3
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摇 摇 由表 4 可看出,TSDA 在 2 个任务上的平均分类

准确率达到 81. 3% ,相比最优对比方法 ARTL 提升

3. 0% . ARTL 与 MEDA 均进行自适应分类器学习,
由表可看出,这两种方法的性能表现明显优于其它

对比方法,表明自适应分类器学习在该数据集上的

重要性.
相比 ARTL,MEDA 性能未提升,表明 MEDA 学

得的低维特征表示在一定程度上丢失原始数据信

息. 相比 ARTL,TSDA 虽然也在一定程度上丢失原

始数据信息,但是,由于 TSDA 考虑样本标签和数据

结构的判别信息,能取得更优的性能表现,这进一步

验证判别信息保留的重要性.
TSDA 和 12 种对比方法在 ImageNet鄄VOC2007

数据集上的分类准确率如表 5 所示,每个任务的最

优结果使用黑体数字标出. 由表可看出,TSDA 在 V
寅I 任务上的表现显著优于对比方法,在这 2 个任

务上的平均分类准确率达到 75. 7% ,比最优对比方

法提升 1. 4% .

表 5摇 13 种方法在 ImageNet鄄VOC2007 数据集上分类准确率

Table 5摇 Classification accuracy of 13 methods on ImageNet鄄VOC2007 dataset
摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 %

任务 1鄄NN SVM TCA GFK JDA SA ARTL CORAL DICD JGSA MEDA DICE TSDA
I寅V 65. 4 68. 2 62. 3 61. 7 61. 8 69. 7 64. 7 69. 9 54. 4 65. 8 64. 7 65. 6 66. 0
V寅I 73. 7 80. 5 71. 1 71. 1 68. 7 76. 4 78. 5 78. 7 75. 8 72. 2 76. 4 75. 8 85. 3

平均值 69. 6 74. 3 66. 7 66. 4 65. 3 73. 1 71. 6 74. 3 70. 4 69. 0 70. 6 70. 7 75. 7

3. 4摇 Kappa 系数对比

TSDA 和 12 种对比方法在 Office鄄Caltech10 数

据集上的 Kappa 系数如表 6 所示. 对于 SURF 特征

和 DeCAF6 特征, TSDA 在所有任务上的平均 Kappa

系数比最优对比方法 MEDA 分别提升 2. 6%和 1. 4%.
由表 2 可以看出,Office鄄Caltech10 存在较明显的样

本不平衡问题,在这种情况下,TSDA 仍能取得最优

的性能表现,进一步表明 TSDA 的优异性.

表 6摇 13 种方法在 Office鄄Caltech10 数据集上 Kappa 系数

Table 6摇 Kappa index of 13 methods on Office鄄Caltech10 dataset
摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 %

特征 任务 1鄄NN SVM TCA GFK JDA SA ARTL CORAL DICD JGSA MEDA DICE TSDA

SURF

A寅W
A寅D
A寅C
W寅A
W寅D
W寅C
D寅A
D寅W
D寅C
C寅A
C寅W
C寅D
平均值

22. 1
17. 6
17. 9
14. 3
55. 1
12. 3
20. 8
59. 5
18. 0
15. 6
17. 9
16. 0
23. 9

24. 5
29. 3
28. 4
30. 6
78. 6
26. 3
27. 2
75. 5
24. 1
36. 6
27. 1
26. 1
36. 2

33. 3
31. 6
32. 3
22. 7
90. 0
25. 4
25. 6
87. 5
24. 6
39. 6
29. 8
38. 7
40. 1

33. 4
29. 3
33. 4
24. 2
86. 3
23. 0
24. 5
82. 6
21. 9
34. 5
34. 0
34. 0
38. 4

31. 0
32. 5
32. 6
25. 3
87. 8
23. 2
25. 7
88. 3
23. 7
38. 7
35. 1
38. 6
40. 2

31. 3
29. 1
38. 1
29. 2
81. 4
25. 6
29. 4
83. 8
27. 7
49. 8
38. 1
38. 7
41. 8

26. 1
30. 1
28. 9
31. 5
86. 4
21. 7
27. 7
87. 2
22. 6
37. 9
23. 9
32. 3
38. 0

38. 3
32. 8
38. 8
28. 8
84. 9
26. 2
30. 8
83. 0
26. 0
49. 2
31. 7
28. 9
41. 6

39. 0
32. 0
35. 9
26. 8
88. 5
25. 9
27. 2
90. 2
27. 3
41. 4
40. 4
43. 7
43. 2

39. 7
41. 6
35. 0
33. 2
89. 2
25. 7
31. 1
90. 9
22. 0
46. 1
39. 2
39. 7
44. 4

48. 0
39. 8
37. 5
36. 3
87. 1
26. 7
34. 8
86. 0
27. 2
51. 8
48. 7
44. 2
47. 3

40. 2
42. 7
37. 5
31. 8
84. 2
27. 5
41. 9
83. 0
30. 7
51. 9
46. 4
37. 9
46. 3

52. 6
40. 4
41. 5
26. 0
92. 8
29. 4
35. 9
86. 0
30. 4
56. 6
55. 4
51. 3
49. 9

DeCAF6

A寅W
A寅D
A寅C
W寅A
W寅D
W寅C
D寅A
D寅W
D寅C
C寅A
C寅W
C寅D
平均值

71. 8
77. 9
81. 8
74. 6
100. 0
71. 9
84. 1
99. 6
76. 8
88. 9
76. 2
85. 0
82. 4

76. 6
86. 4
83. 3
73. 0
99. 3
68. 7
85. 6
98. 5
76. 4
90. 5
77. 8
88. 5
83. 7

71. 8
82. 9
80. 8
77. 8
100. 0
74. 6
84. 2
98. 5
77. 8
88. 6
76. 6
83. 6
83. 1

75. 1
77. 9
76. 0
75. 3
100. 0
69. 1
74. 8
98. 1
70. 5
87. 8
86. 4
84. 3
81. 3

76. 3
78. 6
82. 1
89. 0
100. 0
82. 3
90. 0
100. 0
83. 3
89. 2
83. 4
87. 8
86. 8

77. 0
86. 4
82. 8
83. 4
99. 3
72. 1
82. 0
94. 3
72. 2
90. 7
84. 5
85. 7
84. 2

87. 2
83. 6
86. 0
91. 4
100. 0
86. 8
91. 9
100. 0
85. 8
91. 5
86. 4
85. 0
89. 6

71. 8
82. 2
81. 2
79. 1
100. 0
72. 7
83. 9
99. 2
74. 1
91. 1
77. 8
84. 3
83. 1

79. 3
81. 5
84. 4
88. 5
100. 0
82. 1
91. 3
98. 9
84. 5
90. 0
91. 3
92. 8
88. 7

78. 9
87. 1
83. 1
89. 7
100. 0
83. 2
90. 7
99. 6
84. 6
90. 5
85. 3
92. 8
88. 8

86. 8
86. 4
85. 9
92. 5
99. 3
86. 7
92. 5
97. 4
86. 1
92. 7
95. 1
90. 0
90. 9

81. 9
89. 2
82. 0
89. 6
100. 0
79. 8
90. 5
98. 9
84. 8
89. 4
82. 3
93. 5
88. 5

89. 4
95. 7
86. 6
92. 0
99. 3
86. 8
92. 5
98. 1
86. 2
92. 6
94. 0
94. 3
92. 3
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摇 摇 TSDA 和 12 种对比方法在 MNIST鄄USPS 数据集

上的 Kappa 系数如表 7 所示.
由表 7 可看出,TSDA 在 U寅M 任务上的表现显

著优于对比方法,在这 2 个任务上的平均 Kappa 系

数达到 79. 0% ,相比最优对比方法 ARTL,提升

3. 3% .

表 7摇 13 种方法在 MNIST鄄USPS 数据集上 Kappa 系数

Table 7摇 Kappa index of 13 methods on MNIST鄄USPS dataset
摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 %

任务 1鄄NN SVM TCA GFK JDA SA ARTL CORAL DICD JGSA MEDA DICE TSDA
M寅U 61. 4 43. 0 57. 5 64. 5 66. 9 44. 9 87. 3 44. 7 74. 9 77. 9 86. 6 74. 1 86. 9
U寅M 38. 4 19. 7 44. 9 44. 5 55. 6 21. 8 64. 1 17. 5 61. 3 64. 6 63. 9 60. 9 71. 1
平均值 49. 9 31. 4 51. 2 54. 5 61. 3 33. 3 75. 7 31. 1 68. 1 71. 2 75. 3 67. 5 79. 0

摇 摇 TSDA 和 12 种对比方法在 ImageNet鄄VOC2007
数据集上的 Kappa 系数如表 8 所示.

由表 8 可看出,TSDA 在 V寅I 任务上显著优于

对比方法,在这 2 个任务上的平均 Kappa 系数达到

68. 9% ,比最优对比方法 CORAL 提升 2. 2% ,表明

TSDA 的优异性.

表 8摇 13 种方法在 ImageNet鄄VOC2007 数据集 Kappa 系数

Table 8摇 Kappa index of 13 methods on ImageNet鄄VOC2007 dataset
摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 %

任务 1鄄NN SVM TCA GFK JDA SA ARTL CORAL DICD JGSA MEDA DICE TSDA
I寅V 54. 6 58. 5 50. 9 50. 3 50. 5 60. 1 54. 9 60. 3 54. 3 55. 4 55. 1 55. 0 56. 4
V寅I 66. 6 75. 2 63. 7 63. 3 60. 7 70. 2 73. 1 73. 0 68. 7 65. 2 70. 5 69. 5 81. 4

平均值 60. 6 66. 9 57. 3 56. 8 55. 6 65. 2 64. 0 66. 7 61. 5 62. 4 62. 8 62. 3 68. 9

3. 5摇 有效性分析

本节首先验证低维投影变换和自适应分类器学

习两个阶段的有效性,然后验证样本标签和数据结

构判别信息保留的有效性.
低维投影变换的有效性验证如下. 首先从 3 个

数据集中随机选择 4 个任务(从 Office鄄Caltech10 数

据集的 SURF 特征、DeCAF6特征、MNIST鄄USPS 数据

集和 ImageNet鄄VOC2007 数据集上各选择一个任

务),然后在原始空间和 Z 中运行 TSDA. 表 9 给出

各个任务的分类准确率和性能提升效果(注意,此
处性能提升指的是相对提升,例如,在 C寅A 任务上

性能提升为(61. 0-50. 7) / 50. 7伊100% 抑20. 3% ).
由表可看出,所有任务在低维投影变换后,均能获得

性能提升. 上述结果表明本文方法的有效性.

表 9摇 原始空间和 Z 中分类准确率

Table 9摇 Classification accuracy in original space and Z space
摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 %

任务 原始空间 低维空间 性能提升

C寅A 50. 7 61. 0 20. 3
A寅D(DeCAF6) 88. 5 96. 2 8. 7

U寅M 69. 0 74. 1 7. 4
V寅I 82. 3 85. 3 3. 6

摇 摇 自适应分类器学习的有效性验证如下. 对于上

述 4 个任务,使用最近邻分类器代替自适应分类器.
表 10 给出各任务的分类准确率和性能提升效果. 由
表可看出,所有任务在经过自适应分类器学习后,均
能获得性能提升,在 U寅M 任务上的性能提升甚至

达到 59. 0% . 上述结果表明自适应分类器学习的有

效性.

表 10摇 最近邻分类器与自适应分类器的分类准确率

Table 10摇 Classification accuracy of nearest neighbor classifier
and adaptive classifier

摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 %

任务 最近邻分类器 自适应分类器 性能提升

C寅A 50. 4 61. 0 21. 0
A寅D(DeCAF6) 86. 0 96. 2 11. 9

U寅M 46. 6 74. 1 59. 0
V寅I 77. 6 85. 3 9. 9

样本标签和数据结构判别信息保留的有效性验

证如下. 在上述 4 个任务上运行如下两种算法:不考

虑最小化 p 近邻样本距离和不考虑最小化同类样本

距离. 实验结果如表 11 所示. 由表可看出,TSDA 在

4 个任务上的平均分类准确率最高,表明样本标签

和数据结构判别信息保留的有效性.
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表 11摇 不考虑样本标签或数据结构判别信息时的分类准确率

Table 11摇 Classification accuracy without consideration of sample
labels or data structure

摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 %

任务 不考虑最小化 p
近邻样本距离

不考虑最小化
同类样本距离 TSDA

C寅A 60. 8 55. 3 61. 0
A寅D

(DeCAF6) 90. 4 91. 7 96. 2

U寅M 63. 2 75. 0 74. 1
V寅I 83. 2 85. 8 85. 3

平均值 74. 4 77. 0 79. 2

3. 6摇 参数敏感性分析与算法收敛性分析

低维空间维度 k 和正则化参数 茁、着、姿 为本文

方法中较重要参数,参数灵敏度分析结果如图 2
所示.

图 2 中虚线表示最优对比方法的性能表现,由
图可看出,TSDA 对 茁、着 较敏感,而对 k、姿 的敏感度

较低,能在较大范围(k沂[20,100],姿沂[0. 5,10])
内获得比最优对比方法更好的分类准确率.

图 3 给出 TSDA 的收敛性分析,由图可看出,本
文方法的收敛速率较快.
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图 2摇 k、 茁、着 和 姿 的敏感性分析

Fig. 2摇 Sensitivity analysis of k,茁,着 and 姿
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图 3摇 TSDA 收敛性分析

Fig. 3摇 Convergence analysis of TSDA

4摇 结 束 语

针对领域自适应中联合分布差异最小化问题,
本文提出两阶段方法(TSDA),对联合分布差异进

行更精准的估计. 本文方法包含特征适配和分类器

适配两部分,特征适配能通过特征的低维投影最小

化边缘分布差异. 在此过程中,本文进一步通过最小

化投影后的同类样本间距离,保留样本标签的判别

性. 通过最小化投影前后 p 近邻样本的流形差异,保
留样本结构的判别性. 不同于现有近似替代方法,分
类器适配能直接最小化条件分布差异. 在 3 个领域

自适应公开数据集(Office鄄Caltech10、MNIST鄄USPS、
ImageNet鄄VOC2007)上进行的实验表明,TSDA 性能

优于现有大多数对比方法. 此外,有效性分析表明,
两个阶段中每个都必不可少,均能有效促进域间联

合分布差异的缩小. 今后进一步研究方向包括:1)
邻接矩阵计算方式的影响;2)将该模型推广至非线

性变换的情况.
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