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摘  要：随着气象观测技术的快速发展，气象行业积累了海量的气象大数据，为构建新型的数据驱动的气象

预测模型提供了机遇。由于气象数据中存在的长时依赖关系和大范围空间关联关系，以及多模态气象要素间

存在的复杂跨模态耦合关系，基于深度学习的气象预测是一个具有挑战性的研究课题。本文针对“温度、相

对湿度、纬向风速、经向风速”四种经典气象要素组成的等气压层时序多模态数据，提出了一种基于多模态

融合的气象预测深度学习模型。具体地，首先采用卷积网络来学习各个模态的特征，并在此基础上引入门控

机制实现多模态加权融合；其次，引入注意力机制，以并行时空轴向注意力代替传统的注意力机制，从而有

效地学习长时依赖关系和大范围空间关联关系。整体结构上，采用了基于 Transformer 的编码器-解码器结构。

在 ERA5 再分析数据集（子区域）上进行了对比实验，实验结果表明了所提方法在温度、相对湿度、风速等

预测任务上的有效性和优越性。 
关键词：气象预测；多模态融合；Transformer；轴向注意力 
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Multi-modal Meteorological Forecasting Based on Transformer 
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Abstract：Thanks to the rapid development of meteorological observation technology, the meteorological industry 

has accumulated massive meteorological data, which provides an opportunity to build new data-driven meteorolog-

ical forecasting methods. Due to the long-term dependence and large-scale spatial correlation hidden in meteorolog-

ical data, and additionally due to the complex coupling relationship between different modalities, meteorological 

prediction with deep learning is still a challenging research topic. This paper presents a deep learning model for me-

teorological forecasting based on multi-modal fusion, using sequential multi-modal data in same atmospheric pres-

sure levels composed of four classical meteorological elements: temperature, relative humidity, U-component of 

wind, and V-component of wind. Specifically, convolutional network is used to learn features from every modality, 

and with those features, the gating mechanism is introduced to multi-modal weighted fusion. Secondly, the attention 

mechanism is introduced, which replaces the traditional attention mechanism with parallel spatial-temporal axial 

attention, in order to effectively learn long-term dependencies and large-scale spatial associations. Architecturally, 

the Transformer encoder-decoder structure is employed as the overall framework. Extensive comparative experi-

ments have been conducted on the regional ERA5 reanalysis dataset, demonstrating that the proposed method is ef-

fective and superior in the prediction of temperature, relative humidity and wind. 

Key words：meteorological forecasting; multi-modal fusion; Transformer; axial attention 
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随着数据驱动的深度学习方法在计算机视觉、
自然语言处理等多个领域的成功应用，基于深度学
习方法的时空数据挖掘是一个新的技术发展趋势。
气象数据是一种典型的时空数据，基于深度学习的
天气预测被认为是对传统方法的有力补充[1][2]。目
前，许多研究人员试图将数据驱动的深度学习方法
引入气象预测任务中，并取得了一些初步的成果。
Google 公司的研究人员提出了 MetNet 模型[3]，以
雷达和卫星数据作为输入，生成概率降水图，结合
轴向自注意力以及卷积递归神经网络来学习长距离
的时间依赖关系。来自 DeepMind 的 Suman 等人[4]

提出了一个用于雷达回波外推的深度生成模型，并
通过空间判别器和时间判别器来强化对时空依赖关
系的学习。 

气象数据是典型的时空数据。基于循环神经网
络(Recurrent Neural Network，RNN)的模型通常被作
为建模时空数据的主要工具。长短时记忆 (Long 

Short-Term Memory Network，LSTM)网络、 门控
循环单元(Gated Recurrent Unit，GRU)是 RNN模型
中的典型代表，并得到广泛使用。Shi[5]等人提出了
一种用于雷达回波外推的卷积长短时记忆
(Convolutional Long Short-Term Memory ，
ConvLSTM)网络。与全连接 LSTM相比，ConvLSTM

在“输入到状态”和“状态到状态”的变换中均使用卷
积结构。从而，ConvLSTM能够直接对气象数据的
时空关系进行编码与特征学习，提高了时空序列的
预测精度。在 ConvLSTM 的基础上，Shi 等人[6]提
出了 TrajGRU模型，其核心思想是在模型中加入可
变形卷积，根据当前状态动态地为每个位置生成局
部邻域集。Wang等人[7]提出了一种具备双记忆模块
的 RNN模型(Predictive Recurrent Neural Network，
PredRNN)，同时在层级 RNN 结构中增加相邻时间
步间的额外连接。Wang等人[8]所提出的 E3D-LSTM

结合了 3D 卷积来捕获长期记忆，并结合注意力机
制来学习之前时刻多个记忆细胞中的信息。此后，
Wang等人进一步提出了MIM模型[9]，在ConvLSTM

的基础上，将差分运算应用于隐藏层特征，旨在将
非平稳信号近似地变换为平稳信号。 

随着深度学习方法的发展，基于 Transformer

的时间序列预测成为一个新的研究方向。
Transformer最初在自然语言处理中被提出[10]，并随
后在时间序列[11]，计算机视觉[12]等领域得到了广泛
的应用。与基于 RNN 的方法相比，Transformer 能
更有效地捕获时间序列间的长距离依赖关系；同时，
一定程度上支持对模型的并行训练，提升了模型性
能和训练速度。Informer模型[13]基于 Tansformer编
码器-解码器框架实现了时间序列预测，并在天气和
用电量等多个时间序列数据集上验证该方法的有效
性。在时空序列领域，ConvTransformer[14]实现了一

种基于卷积的多头注意力模块，并且采用了与原始
的 Transformer 中类似的编码器-解码器结构，以捕
获长距离的空间和时间依赖性。 

尽管基于传统 RNN模型和 Transformer的模型
在以降雨和视频分析为代表的多类型任务中[7-11]取
得了不错的效果，但直接将以上的模型应用于气象
预测，却存在以下的问题： 

(1) 难以建模复杂的多模态耦合关系。现有的
大多数模型专注于基于单个模态数据的气象预测，
然而，气象数据中往往包含大量多模态的数据，不
同模态间的耦合关系十分复杂。同时，不同模态气
象数据的潜在关系可能对预测任务起到帮助作用，
需要合理的多模态融合机制来提取多模态气象数据
的特征。 

(2) 缺乏长距离的时空依赖。基于循环神经网
络在气象预测领域应用时，模型无法捕获气象数据
中长距离的时间依赖关系。同时，ConvLSTM、
ConvTransformer 等模型使用卷积来学习局部空间
关系，这对视频预测或者视频生成是有效的，但是
气象数据不同于视频，气象数据中往往存在的大尺
度的空间依赖关系。 

(3) 高额的计算复杂度。Transformer 应用于时
空序列预测任务时，为保证全局的感受野，则会导
致过高的计算复杂度。 

针对以上的问题，本文提出了一种基于多模态
(湿度、风和温度)融合的气象预测深度学习模型，
所提方法能够有效提取多模态气象数据的特征，并
能同时预测多时段多气象要素。图 1展示了多模态
气象数据在 500hPa 气压层下某个时间点的数据可
视化结果(相对湿度(%)、温度(K)、纬向风和经向风
(m/s))，风速沿着经向与纬向分解为经向风速与纬向
风速。 

   
(a)相对湿度             (b)温度 

   
(c)纬向风速          (d)经向风速 

图 1  多模态气象数据可视化结果 

Fig.1  Visualization results of multi-modal meteoro-

logical data 
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本文的贡献总结如下： 

(1) 为了融合多模态的气象数据，提出基于门

控机制的多模态融合网络，并且采用多个模态特征

提取分支与一个特征融合分支的特征融合网络结构

策略. 在该模型中，采用分层融合策略，各模态气

象数据首先通过卷积网络进行特征提取，然后引入

门控机制实现多模态特征的加权融合。 

(2) 整体上，构建了面向多模态气象数据融合

的 Transformer 编码器-解码器结构，增加了模型的

并行性，同时使用了时空轴向注意力获得全局的感

受野，大幅减小计算复杂度。 

(3) 在 ERA5[15]再分析数据集上进行了丰富的

对比实验，证明了本文所提模型的有效性和优越性。 

1  网络模型 

1.1  问题的定义与模型概述 

 
图 2  模型的整体框架 

Fig.2  The overall framework of model 

 

基于再分析数据的空间分辨率以及采样的时间

间隔，气象观测数据是一组具有特定时空分辨率的

序列数据。在我们的任务中，每个时刻的多模态数

据包含等气压层的相对湿度 t
R ，温度 t

T ，纬向风

速 t
U 以及经向风速 t

V 。每个模态的数据均为三维

张量，大小为 P H W  ，其中，P表示等压层数目，

H和 W表示经向与纬向的网格数，与待预测的区域

大小和空间分辨率有关。因此，t 时刻的多模态气

象 观 测 数 据 可 以 表 示 为 一 个 四 维 张 量 ：
4{ , , , }t t t t t P H W   M R T U V 。 

基于上述的表示，气象预测任务可以表述为一

个序列预测问题。具体地，给定历史的气象观测序

列 in in1 2
{ , ,..., }

t T t T t   
X M M M ，预测未来一段时间

的气象数据 out1 2ˆ ˆ ˆ ˆ{ , ,..., }
t Tt t  Y M M M 。其中，

in out,T T 分别表示输入的序列长度与输出的序列长度。

我们的目标是一个构建一个深度学习模型，使得预

测 序 列 Ŷ 与 真 实 的 气 象 观 测 数 据
1 2{ , ,..., }outt Tt t  Y M M M 接近。 

总体上，我们提出的模型由多模态特征融合网

络、基于 Transformer 的编码器-解码器网络和空间

回归网络三部分组成，如图 2所示。多模态融合网

络利用卷积网络提取序列数据的空间特征，同时融

合多模态特征。记 t
F 表示 t时刻气象数据通过多模

态融合网络输出的特征图。在多模态特征融合的基

础上，Transformer 编码器-解码器结构进一步对气

象数据间的时空依赖关系进行建模。解码器输出最

终的特征表示 1 2{ , ,..., }outt Tt t  
Z Z Z 。最后，空间回

归网络将解码器输出的时空特征图转换为最终的预

测结果 out1 2ˆ ˆ ˆ{ , ,..., }
t Tt t  

M M M 。 

1.2  多模态特征融合网络 

为了学习不同模态间(湿度，温度，纬向风速和

经向风速)的耦合关系，同时对多模态特征进行有效

融合。我们设计了多模态特征融合网络，该网络的

主要特点如下： 

(1) 结构上，采用了多分支分层融合策略。如

图 3(a)所示，网络由 4个模态分支和 1个融合分支

组成。每个模态分支的输入为不同等气压层下相应

模态的气象观测数据，即湿度 t
R ，温度 t

T ，纬向

风 t
U 以及经向风 t

V 。对同一模态不同时刻的气象

数据，使用相同的网络提取特征。每个模态分支上

通过 3层卷积网络，得到不同尺度的隐藏层特征。 

融合分支的目标是结合来自不同模态分支的特征，

并采用分层融合的策略。 

(2) 技术上，使用了基于门控机制的特征融合

方法。融合分支中每一层的输入包含当前各个模态

分支的特征 , , ,t t t t

j j j jR T U V ，以及当前的融合特征 t

jF ，

初始的融合特征设置为 0。 

  , , , , , , , ,
j

F R T U V t t t t t

j j j j j j j j j jMG G G G G F R T U V
 

 
(1) 
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1

t F t R t

j j j j j

T t U t V t

j j j j j j

     

    

F G F G R

G T G U G V
 

(2) 

其中， , , ,R T U V

j j j jG G G G 表示每个模态相应的门控权重，
F

jG 表示当前多模态融合特征的门控权重。另外，

表示 Sigmoid函数，为常用的门控激活函数。表

示 Hadamad乘积。
j

M 为门控生成网络，由三层卷

积函数以及 LeakyReLU 激活函数组成，如图 3(b)

所示。 

   
(a)网络结构                                    (b)门控生成网络 

图 3  多模态融合网络 

Fig.3  Multi-modal fusion network 

 

1.3  基于 Transformer 的编码器-解码器网

络 

基于多模态融合网络提取的空间特征，进一步通

过 Transformer 编码器-解码器学习数据间的时空依赖

关系。注意力机制是 Transformer 模型的核心，可以

描述为将查询和一组“键值对”映射到输出的过程，给

定一组查询矩阵 qN d
Q ，键值矩阵 , kN d

K V ，

注意力操作的输出如下： 

 Attention , , softmax
T

d

 
  

 

QK
Q K V V  (3) 

当  Q K V 时，被称为自注意力机制。多头注意力

是注意力机制的一个扩展，通过可学习的 k组线性变

换将查询、键和值投影到不同的子空间，并行地运行

k 个注意力操作。然后，拼接这 k 个注意力的输出，

通过一个可学习的线性变换得到最终输出： 

 

 1 2

MultiHeadAttention , ,

Concat , ,..., O

k

Q K V

h h h W
 

(4) 

 Attention , ,Q K V

i i i ih QW KW VW
 

(5) 

其中， , , hd dQ K V

i i i


W W W 分别为查询，键和值的线

性变换的参数矩阵， hkd dO 
W 是多头注意力机制最

终线性变换的参数矩阵。一般地， hd 往往设置为 /d k。 

基于注意力机制的编码器-解码器框架广泛应用

于序列到序列的预测任务中，以学习序列中各元素间

的相关性。不失一般性，此处以时空特征图

T H W d  F 为例来实施自注意力机制。首先，将时

空 特 征 图 展 开 成 二 维 矩 阵 的 形 式 ， 即

,N d N T H W   F ；然后，对特征矩阵 F 执行标

准的多头注意力函数；最后，将注意力操作得到的结

果进行重新排列，得到与输入时空特征图相同的形状

T H W  。 

 
图 4  时空轴向注意力 

Fig.4  Spatio-temporal axial attention 

 

注意力机制能够有效建模长程的依赖关系，但对

于时空序列而言，注意力机制的计算代价非常高。这

是因为注意力操作会计算输入张量中的每一对元素

的点积，从而导致时空特征图上的每个位置所需的计

算复杂度为  O T H W  。为了降低计算复杂度，使

用轴向注意机制[16]替换传统的注意力模块。同时，轴

向注意力已应用于降水预报[3]以及视频理解[17]。不同

的是，我们沿着空间的垂直(纬向)、水平(经向)、时间

轴等三个方向分别实现注意力。图 4结构给出了本文

所设计的轴向注意力的实现方式。这是一种并联方式
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的时空轴向注意力机制，以增强模型的训练与推理速

度。计算上，注意力操作沿着三个维度独立执行，因

此时空特征图上每个位置所需的计算复杂度由

 O T H W  降低至  O T H W  ；同时，经过注意

力操作后的特仍旧保持了全局的感受野，对于特定位

置 ( , , )i j t 的轴向注意力输出 , ,i j tz 计算公式如下： 

, , 11

, , 1softmax

T

i j t

i j t
d

 
  

 
 

q K
z V

 

(6) 

, , 22

, , 2softmax

T

i j t

i j t
d

 
  

 
 

q K
z V  (7) 

, , 33

, , 3softmax

T

i j t

i j t
d

 
  

 
 

q K
z V  (8) 

1 2 3

, , , , , , , ,i j t i j t i j t i j t  z z z z  (9) 

其中， , ,i j tq 为相应的查询向量， 1 1, H dK V 为相应

的沿垂直纬向的键值矩阵， 2 2, W dK V 为相应的沿

水平经向的键值矩阵， 3 3, T dK V 为相应的沿时间

方向的键值矩阵。 

 
图 5  基于 Transformer的编码器解码器 

Fig.5  Encoder-decoder based on Transformer 

 

编码器解码器构造如图 5所示。编码器是由多个

相同的层叠加而成的。每层由两个子层组成，即时空

轴向注意力层和卷积前馈网络。结构上，卷积前馈网

络由两层卷积函数以及 LeakyReLU激活函数组成。在

计算编码器的自注意力时，查询、键和值来自前一个

编码器层的输出。在两个子层周围分别采用了残差连

接。然后，引入了层规范化[18](LayerNorm)操作。为了

有效地连接这些残差模块，模型中的所有子层都会产

生相同的 d维输出。输入的多模态融合特征通过编码

器得到最终的编码器特征。 

解码器也是由多个相同的层叠加而成，每个层由

三个子层组成。结构上，除了在编码器中实现的两个

子层之外，解码器还在这两个子层之间插入了编码器

-解码器交叉注意力层。交叉注意力层同样由时空轴向

注意力构成。在解码器自注意力层中，查询、键和值

都来自上一个解码器层的输出。在编码器-解码器注意

力中，查询来自前一个解码器层的输出，而键和值则

来自编码器的最终输出的编码特征。这样，解码器的

每一个预测值都可以关联到输入序列的全局时空特

征。在训练阶段，对解码器自注意力层，引入掩码注

意力机制以保留自回归属性，从而防止当前的预测看

来到未来的信息。与编码器一样，子层周围采用了残
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差连接。 

类似于原始 Transformer 的工作机制，在测试阶

段，模型以自回归的方式工作，即目标序列中的每个

预测通过迭代生成。具体地，在 ˆ t iM  生成过程中，编

码 器 以 气 象 观 测 数 据 的 多 模 态 融 合 特 征
in in1 2

{ , ,..., }
t T t T   

F F F F 作为输入，解码器以之前已

预测的多模态融合特征 in in1 2ˆ ˆ ˆ{ , ,..., }
t T t T t   

F F F 以及 t
F

作为解码器的初始标识作为输入。在训练阶段，采取

了 teacher-forcing[19]的训练策略，编码器以历史气象

数据的多模态特征 in in1 2
{ , ,..., }

t T t T t   
F F F F 作为输

入，而解码器则以真实的未来气象数据的多模态特征
out 11 2{ , ,..., }

t Tt t   
F F F 以及 t

F 作为解码器的初始标识

作为输入，在掩码机制的帮助下并行地得到所有的预

测结果，极大地加快了模型的训练速度。 

1.4  位置编码 

循环神经网络对于输入的序列是逐个处理的，从

而保证了时间上的前后顺序。但是，注意力机制由于

并行计算放弃了顺序操作。在气象预测任务中，由于

本文将注意力机制应用于时间轴、空间的垂直方向、

水平方向上，因此需要一个三维的张量来表示位置关

系。类似于图像中二维位置编码[20]，本文采用学习策

略来学习三组位置编码。在这里，每组位置编码的维

度设置为 / 3d 。其中，d为注意力模块中特征的维度。

根据输入张量的位置坐标，三组位置编码将连接在一

起表示最终的位置嵌入表征。 

1.5  空间回归网络 

空间回归网络由反卷积层[21]与激活函数组成。反

卷积操作与传统卷积相反，可以实现对输入数据的上

采样。空间回归网络则将解码器生成的特征图

 out1 2, ,...,
t Tt t  

Z Z Z 映射到具有更大空间分辨率的气

象状态空间中。在得到预测结果后，通过最小化预测

值与真实值之间的均方误差进行训练，对应的损失函

数定义为： 
2

ˆ
ˆ( , )L

E P H W




  

Y Y
Y Y  (10) 

其中，Y 为真实气象观测序列，Ŷ 为预测气象观测序

列， E为气象模态数， P为等气压层数，H 和 W 表

示经向与纬向的网格数，与待预测的区域大小和空间

分辨率有关。 

2  实验结果与分析 

2.1  数据集 

本文使用 ERA5[15]数据集。ERA5 是欧洲中期天

气预报中心对全球气候的第五代大气再分析数据，记

录了从 1979 年至 2021 年的全球气候的再分析结果。

ERA5数据集空间分辨率为 0.25 0.25 ，时间分辨率

为 1 小时，ERA5 数据集中的所有模态的气象数据均

根据等气压值分为 37 层。本文在 2016 至 2020 年的

区域 ERA5 数据集上实验，从东经140到东经 70，

从北纬 55到 0，空间分辨率为 221 281 ，采用了温

度、相对湿度、纬向风、经向风四种经典气象模态，

选择了 500，850，925hPa 三个典型的气压层。输入

序列的每个时刻由相对湿度 t
R ，温度 t

T ，纬向风速
t

U 以及经向风速 t
V 组成。由于不同的变量具有不同

的数值范围，因此在将数据作为神经网络的输入之前，

规范化数据是很重要的，未进行归一化的连续变量有

时会导致深度模型的训练失败，因此我们使用均值方

差归一化方法对每个连续特征都进行了归一化。 

2.2  实验设置 

在本节中，通过设计一系列的实验来验证本文模

型的有效性，具有包含以下三种实验： 

(1) 单模态的预测：将相对湿度、温度、纬向风、

经向风视为 4个数据集，即对每种模型会独立地训练

出 4个模型分别针对每一种模态数据。在单模态预测

任务中，多模态融合网络被替代为常规的卷积网络，

采用与多模态融合网络中模态分支相同的结构。 

(2) 多模态的预测：将相对湿度、温度、纬向风、

经向风四个模态作为输入，预测的时候同时预测四种

模态数据.在本文所设计的模型中，增加了多模态融合

网络。另外，其余的模型结构和参数与单模态预测任

务时候是一致.不同的是,在输入时将多模态特征在通

道维度进行拼接，通道维度由 3变成 12，模型的整体

参数仅在输入输出时发生微小变化。 

(3) 分析实验：最后进行一系列的相关实验，以

验证模型中每个模块的有效性：多模态特征融合网络

的有效性，时空轴向注意力机制的有效性以及基于

Transformer编码器-解码器架构的有效性。 

在本文中，2016 年至 2018 年、2019 年和 2020

年的数据分别用于模型训练、验证和测试，以上的实

验使用均方误差(MSE)、平均绝对误差(MAE)作为模

型的评价指标，给定预测结果 ŷ与对应真实值 y，相

应的计算公式为： 

 
2

1

1
ˆMSE

N

i i

i

y y
N 

 
 

(11) 

1

1
ˆMAE

N

i i

i

y y
N 

   (12) 

多模态融合网络中模态分支与融合分支均由 3个

卷积层组成，隐藏层维度分别设置为 32、64 和 128，
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卷积核大小分别设置为 5、3和 3，步幅分别设置为 1、

2 和 2。Transformer 网络中隐藏层状态设置为 128，

前馈网络的卷积核大小分别设置为 3，多头注意力的

数量设置为 4，Transformer的编码器与解码器的层数

均设置为 3。空间回归网络则由 2 个反卷积层组成，

卷积核大小设置为 2，步幅设置为 2。 

气象预测中一个常见的 baseline是 Presistence[4]。

Presistence 模型使用输入序列的最后一个输入气象观

测数据作为未来的预测。另外，我们采用了几种基于

深度学习的时空序列预测方法作为对比模型，包括基

于 CNN架构的 UNet[22]和 Dozhdya.Net[23]，基于 RNN

架构的 ConvLSTM[7]、ConvGRU[24]、PredRNN[9]、

TrajGRU[6]和 CausalLSTM[25]，以及基于 Transformer

的 ConvTransformer[14]。所有的深度学习模型均使用

相同的 3层卷积网络进行空间特征提取，同时均采用

了 3层网络结构，隐藏层状态和卷积核大小分别设置

为 128 和 3。在训练过程中所有的模型都采用了

teacher-forcing策略和层规范化，使得模型在训练阶段

能以更快的速度收敛。同时，输入序列的长度和输出

序列的长度分别设置为 6与 4，时间间隔设置为 12小

时，使用了标准的 ADAM 优化器，学习率设置为

0.0002，批次大小设置为 24，训练程序在 4 个

NVIDIARTX-GPU上进行。 

2.3  实验结果 

表 1中展示了各个模型在单模态预测任务下的各

个模态的预测表现。从 persistence的结果来看，相对

湿度、纬向风速以及经向风速的预测难度要大于温度

的预测。其中，温度在本文关注的时空分辨率下，变

化较小。总体来看，基于 Transformer 的模型与基于

RNN的模型要优于仅使用卷积的预测模型。因为卷积

模型忽略了气象数据间时序依赖关系。除了在温度预

测上，本文的模型均取得了最优的预测结果，而温度

预测任务中，基于 Transformer的模型与基于 RNN的

模型的预测性能是相近的。 

表 2展示了各个模型在多模态预测任务下的各个

模态的预测误差。本文的方法在各个气象模态的预测

结果上都要优于其他的深度学习模型。同时，可以看

出，除了温度预测这一项，其余三项的预测结果在各

种模型中都不同程度上有了改良。这一实验结果表明

使用多模态数据进行预测，能够明显提升预测的性能.

同时，相较于单模态的预测，多模态预测仅需训练一

个模型即可，且模型的结构和参数与单模态预测任务

下几乎是一样的，这说明了多模态数据预测的高效性。 

表 3中展示了各个模型在多模态预测任务下的不

同预测时间的平均误差。对所有模型而言，MSE 和

MAE均随预测时间的增加而增加。在实践中，序列预

测生成的结果会随着预测的时间步长的持续而严重

衰退，这是由于长期预测的不确定性不断增加导致。 

为了进一步说明本文方法的有效性，将多种方法

对未来 48 小时各个模态预测值以及真实值的空间分

布进行可视化，如图 6所示。该结果表明，与其他预

测方法相比，本文所提方法的预测图像中包含更多细

节信息，对于局部极值的预测更为敏感；同时，尽管

随着预测时间的增加预测性能有所下降，但其衰退程

度要小于其他模型，这说明本文所设计的模型其长时

预测能力更好。从预测的结果中可以看出，本文的方

法能够有效地预测未来的气象状态，但在一些局部极

大值极小值的预测上仍然存在着不足。这同样是长期

预测的不确定性导致的预测结果衰退。 
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表 1  单模态预测任务下不同气象模态的预测结果 

Table 1  Forecasting result of different meteorological modalities under uni-modal forecasting task 

评估指标 模型 相对湿度 温度 纬向风速 经向风速 平均 

MSE 

Persistence 0.755 0.081 0.527 0.951 0.578 

Dozhdya.Net 0.457 0.068 0.405 0.607 0.384 

UNet 0.442 0.056 0.392 0.595 0.371 

ConvGRU 0.427 0.051 0.366 0.586 0.357 

ConvLSTM 0.434 0.046 0.368 0.578 0.355 

PredRNN 0.431 0.051 0.356 0.580 0.354 

TrajGRU 0.437 0.052 0.362 0.572 0.355 

CausalLSTM 0.432 0.049 0.348 0.562 0.347 

ConvTransformer 0.420 0.044 0.346 0.569 0.344 

Ours 0.397 0.045 0.325 0.548 0.328 

MAE 

Persistence 0.619 0.188 0.504 0.670 0.495 

Dozhdya.Net 0.520 0.172 0.455 0.559 0.426 

UNet 0.513 0.170 0.441 0.543 0.417 

ConvGRU 0.489 0.141 0.431 0.528 0.397 

ConvLSTM 0.477 0.144 0.433 0.525 0.394 

PredRNN 0.474 0.148 0.429 0.526 0.394 

TrajGRU 0.482 0.144 0.431 0.523 0.395 

CausalLSTM 0.472 0.146 0.414 0.520 0.388 

ConvTransformer 0.467 0.141 0.417 0.519 0.385 

Ours 0.458 0.139 0.404 0.509 0.377 

 

表 2  多模态预测任务下不同气象模态的预测结果 

Table 2  Forecasting result of different meteorological modalities under multi-modal forecasting task 

评估指标 模型 相对湿度 温度 纬向风速 经向风速 平均 

MSE 

Dozhdya.Net 0.423 0.061 0.359 0.624 0.366 

UNet 0.417 0.055 0.338 0.553 0.341 

ConvGRU 0.404 0.049 0.324 0.535 0.328 

ConvLSTM 0.402 0.046 0.338 0.545 0.333 

PredRNN 0.396 0.051 0.336 0.534 0.329 

TrajGRU 0.410 0.046 0.321 0.531 0.327 

CausalLSTM 0.382 0.051 0.321 0.537 0.323 

ConvTransformer 0.387 0.043 0.338 0.514 0.321 

Ours 0.367 0.043 0.299 0.486 0.299 

MAE 

Dozhdya.Net 0.485 0.168 0.441 0.550 0.411 

UNet 0.473 0.165 0.426 0.522 0.396 

ConvGRU 0.452 0.154 0.403 0.509 0.380 

ConvLSTM 0.445 0.144 0.409 0.508 0.377 

PredRNN 0.442 0.148 0.407 0.504 0.375 

TrajGRU 0.454 0.149 0.402 0.508 0.378 

CausalLSTM 0.448 0.156 0.405 0.509 0.389 

ConvTransformer 0.441 0.141 0.410 0.498 0.372 

Ours 0.430 0.139 0.383 0.482 0.359 

 

表 3  多模态预测任务下不同预测时间的预测结果 

Table 3  Forecasting result of different forecast time under multi-modal forecasting task 

评估指标 模型 12h 24h 36h 48h 平均 

MSE 

Dozhdya.Net 0.207 0.331 0.428 0.501 0.366 

UNet 0.193 0.290 0.397 0.483 0.341 

ConvGRU 0.167 0.274 0.387 0.484 0.328 

ConvLSTM 0.162 0.276 0.396 0.500 0.333 

PredRNN 0.160 0.273 0.391 0.492 0.329 

TrajGRU 0.167 0.271 0.386 0.484 0.327 

CausalLSTM 0.178 0.268 0.376 0.469 0.323 

ConvTransformer 0.160 0.268 0.380 0.476 0.321 

Ours 0.144 0.248 0.357 0.448 0.299 

MAE 

Dozhdya.Net 0.314 0.391 0.451 0.488 0.411 

UNet 0.309 0.372 0.431 0.474 0.396 

ConvGRU 0.282 0.354 0.417 0.466 0.380 

ConvLSTM 0.271 0.349 0.418 0.469 0.377 

PredRNN 0.271 0.348 0.416 0.466 0.375 

TrajGRU 0.276 0.350 0.418 0.469 0.378 

CausalLSTM 0.286 0.356 0.414 0.462 0.379 

ConvTransformer 0.272 0.346 0.412 0.461 0.372 

Ours 0.259 0.332 0.398 0.447 0.359 
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(a)相对湿度                                      (b)温度 

 

(c)纬向风速                                    (d)经向风速 

图 6  不同模型的预测结果 

Fig.6  Forecasting results of different forecasting models 
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表 4  不同特征融合策略下的预测结果 

Table 4  Forecasting result of different feature fusion strategies in each meteorological modalities  
评估指标 模型 相对湿度 温度 纬向风速 经向风速 平均 

MSE 

输入拼接 0.366 0.045 0.323 0.519 0.313 

输出拼接 0.379 0.049 0.317 0.525 0.318 

卷积&分层融合 0.372 0.045 0.326 0.495 0.309 

门控&分层融合 0.367 0.043 0.299 0.486 0.299 

MAE 

输入拼接 0.432 0.144 0.401 0.495 0.367 

输出拼接 0.437 0.151 0.396 0.499 0.370 

卷积&分层融合 0.436 0.144 0.402 0.490 0.367 

门控&分层融合 0.431 0.139 0.383 0.482 0.359 

为了说明多模态融合网络的有效性，本文比较

了以下四种融合策略： 

(1) 输入拼接：4种模态特征在输入时直接进行

拼接，使用与单模态预测的一样的卷积网络提取特

征。在多模态测的实验中，其他的深度模型学习模

型采用的就是这种方式来融合多模态特征。 

(2) 输出拼接：4种模态特征分别使用单独的网

络分支来进行特征提取，并对 4个模态分支最后的

输出的使用1 1 卷积来融合跨模态和通道的特征。 

(3) 卷积&分层融合：使用与本文中相同的分层

特征融合策略。此外，与本文所设计的门控机制融

合不一样的是，使用1 1 卷积来融合跨模态的特征。 

(4) 门控&分层融合：即本文的特征融合策略，

使用分层融合策略以及门控机制来控制每种模态

对整体特征的贡献。 

四种不同特征融合策略的结果如表 4 所示，

在相对湿度，温度的预测上是接近的。但是，基于

门控的分层融合策略在经向风速和纬向风速上的

预测结果是最优的。这说明本文所提出的特征融合

策略能挖掘出更多模态间的相关性，对风的预测起

到了较大的帮助作用。 

为了说明时空轴向注意力机制的有效性，进一

步比较了两种不同时空轴向注意力机制(串联与并

联，如图 7 所示)。同时，我们以卷积替代了空间

轴向注意力，即在仅在时间方向使用注意力机制，

将这一模型作为对比。在这部分实验中，采用常规

的卷积网络替换多模态融合网络。从表 5结果上看，

并联与串联的预测性能是相似的，而将空间轴向注

意力替换为卷积之后预测的性能有所下降。 

表 5  不同注意力机制的平均预测结果 

Table 5  Average result performance of different attention 

mechanisms 

评估指标 模型 平均 

MSE 

时空轴向注意(并联) 0.313 

时空轴向注意(串联) 0.312 

时间注意力+卷积 0.321 

MAE 

时空轴向注意(并联) 0.367 

时空轴向注意(串联) 0.368 

时间注意力+卷积 0.372 

               
(a)并联轴向注意力            (b)串联轴向注意力              (c)时间注意力+空间卷积 

图 7  不同的注意力模式 

Fig.7  Different attention mechanisms 
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为了说明 Transformer框架的有效性，进一步比

较了不同层的各类模型的预测性能，选择了

ConvGRU、ConvLSTM两个典型的 RNN模型； 同

时，比较了基于 Transformer结构的两类模型。对所

有的模型，均采用输入拼接的方式来进行多模态融

合。从表 6 结果上看，单层的 Transformer 和单层

RNN 预测性能是接近的，但是多层 Transformer 模

型要优于多层 RNN 模型（即使只在时间轴上使用

注意力机制）。这说明多层的 Transformer结构更能

捕捉数据间的时空相关性，使用注意力机制建模时

序数据的依赖关系是更合理。 

表 6  不同结构的 Transformer与 RNN平均预测结果 

Table 6  Average forecasting result of Transformer and 

RNN with different structures 
评估指标 模型 平均 

MSE 

ConvGRU(1层) 0.343 

ConvGRU(3层) 0.329 

ConvLSTM(1层) 0.339 

ConvLSTM(3层) 0.333 

时间注意力+卷积(1层) 0.340 

时间注意力+卷积(3层) 0.321 

Ours(1层) 0.341 

Ours(3层) 0.313 

MAE 

ConvGRU(1层) 0.394 

ConvGRU(3层) 0.380 

ConvLSTM(1层) 0.390 

ConvLSTM(3层) 0.377 

时间注意力+卷积(1层) 0.391 

时间注意力+卷积(3层) 0.372 

Ours(1层) 0.391 

Ours(3层) 0.367 

 

3  结束语 

本文提出了基于 Transformer 的多模态气象预

测模型。所构建的模型分为两个部分，第一部分采

用特征融合机制来捕捉不同模态相关性，第二部分

采用时空轴向注意力来建模气象数据的时空依赖性，

整体结构为基于 Transformer 的编码器-解码器结构。

本文在包含中国区域的 ERA5数据集上进行了广泛

的实验。实验表明，多模态数据有利于气象预测的

准确性，合理的特征融合机制能够进一步增强预测

性能，同时注意力机制能够有效建模气象数据的时

空依赖。在多项实验中，本文所设计模型的预测性

能均优于其他多个深度学习模型。本文在大尺度空

间分辨率上进行了多个气象要素的多时段预测，对

于宏观气象预测具有一定的潜在应用价值。未来的

工作是，利用更多的计算资源，在降尺度(高空间分

辨率和高时间分辨率)天气数据对模型进行改进，进

一步提升其性能。 
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