
TRANSPORT RESEARCH

Vol.7 No.4

收稿日期：2020-12-03

基金项目：国家自然科学基金面上项目（71871010）；广东省基础与应用基础研究基金项目（2019B1515120030）

第一作者：习金浩（1998—），男，湖北宜昌人，硕士研究生，研究方向为智能交通。

E-mail: x-jhao@qq.com

通讯作者：孟峰（1969—），男，山东临沂人，高级工程师，研究方向为煤矿智能化及煤矿机电。

E-mail: mengf69@163.com

基于多核自适应网络的
高速公路交通流预测方法

习金浩 1, 2，孟 峰 3，朱凤华 2，贺正冰 4，李润梅 5，吕宜生 2

（1.中国科学院大学 人工智能学院，北京 100049；2.中国科学院自动化研究所 复杂系统管理与

控制国家重点实验室，北京 100190；3.国家能源集团大雁集团（神宝能源），内蒙古 呼伦贝尔 021000；

4.北京工业大学 交通工程北京重点实验室，北京 100024；

5.北京交通大学 电子信息工程学院，北京 100044）

摘要：：针对高速公路各路段交通流信息差异较大这一现象，为提高交通流预测准确率，将注意力机制

引入卷积神经网络，建立描述交通流时空关联特征的多核自适应网络（Multi-Kernel Adaptive

Network, MKAN）。首先对输入的历史交通流数据进行多分支卷积，获得不同尺度的交通流特征；然

后根据输入信息自适应调整各卷积分支权重并对各分支多通道特征图进行加权融合；最后根据融合特

征图，利用多层感知机预测下一时段交通流。基于加州交通运输部性能测试系统中的高速公路交通流

数据设计实验进行模型验证和对比分析。实验结果表明，在大多数站点，MKAN模型的预测均方根误

差和平均绝对误差低于长短期记忆网络、门控循环单元、K近邻算法和支持向量回归模型，对 140号

站点进行全天交通流预测，在 1d内的各时段，MKAN模型预测绝对误差均小于其他对比模型；相比

于单核卷积神经网络，在绝大多数站点，MKAN模型预测结果的均方根误差和平均绝对误差降低 7%

以上，对 31号站点进行全天交通流预测，在 1d内的大多数时段，MKAN模型预测绝对误差小于其他

单核卷积神经网络。实验证明，多核自适应网络可有效提高交通流预测准确率，其预测效果优于部分

传统预测模型和单核卷积神经网络。
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Abstract：：Aiming at the phenomenon that the traffic flow information of each section of the express-

way is quite different, in order to improve the accuracy of traffic flow prediction, the attention mecha-

nism was introduced into convolutional neural networks, and a multi-kernel adaptive network

(MKAN) was designed to model the temporal-spatial relations among traffic flow data. First, multi-

branch convolution was performed on the input historical traffic flow data, and the traffic flow charac-

teristic of different scales was obtained. Then, the weight of each convolution branch was self-adap-

tively adjusted according to the input information, the multi-channel feature maps of each branch were

weighted and summed. Finally, according to the fusion feature maps, the multi-layer perceptron was

used to predict the traffic flow in the next period. To carry out model verification and comparative

analysis, the experiment was designed based on highway traffic flow data from California Department

of Transportation (Caltrans) Performance Measurement System (PeMS). The experiment results

showed that at most sites, the prediction root mean square error and the mean absolute error of MKAN

were lower than that of long short-term memory network, gated recurrent unit, K-nearest neighbor al-

gorithm and support vector regression model. Conducting whole-day traffic flow prediction for site

No.140, the absolute prediction error of MKAN was smaller than other comparison models at each

time of the day. Compared with single-kernel convolutional neural networks, the prediction root mean

square error and the mean absolute error of MKAN were reduced by more than 7% at most sites. Con-

ducting whole-day traffic flow prediction for site No.31, the absolute prediction error of MKAN was

smaller than single-kernel convolutional neural networks at most time of the day. Experiments have

proved that MKAN can effectively improve the accuracy of traffic flow prediction and its prediction

effect is better than some traditional prediction methods and single-kernel convolutional neural net-

works.

Key words：：urban traffic; traffic flow prediction; multi-kernel adaptive network (MKAN); high-

way traffic flow; deep learning

0 引言

准确及时的高速公路交通流预测是提高高速

公路通行效率的重要前提。高速公路交通流具有

时空关联性，由于各路段车检器分布疏密不同，

导致不同路段上邻近车检器获取的交通流信息的

关联性和准确性差异较大，从而影响全路段交通

流预测准确性。针对高速公路这一特性，为提升

交通流预测准确率，有关交通流预测方法的研究

成为热点。

目前已有的高速公路交通流预测方法大致可

分为数学统计类方法[1-3]、非线性理论类方法[4-5]和

深度学习方法[6-7]。常用的数学统计类预测方法主

要包括K近邻算法或支持向量机法[1-3]，这类非参

数回归方法具备一定的有效性，但存在处理大规

模数据耗时较长且模型预测效果受关键参数影响

较大的问题。非线性理论方法主要包括相空间重
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构法或小波分析法[4-5]，这类方法计算较复杂且预

测准确率不够高。深度学习方法在表述非线性复

杂系统方面有出色的表现，近年来发展较快，在

交通流预测领域也得到了广泛应用。按网络结构

来划分，已有的深度学习交通流预测法涉及深度

信念网络[8]、堆叠自编码器网络[9-10]、循环神经网

络[11-14]、卷积神经网络[15-17]等。HUANG和LV分别

采用深度信念网络和堆叠自编码器预测交通

流[8-9]，这两种方法考虑了时间和空间两个维度的

交通流信息，但无法有效发掘时空维度的关联

性。多名研究人员采用了长短期记忆网络、门控

循环单元等循环神经网络法进行交通流预测，并

对其进行了改进[11-14]。这类方法充分利用了循环

神经网络记忆历史数据的特点，并适当引入空间

维度的交通流信息，但仍无法很好地挖掘时空维

度交通流信息的联系。也有研究人员采用卷积神

经网络挖掘交通流时空特征进行更准确的交通流

预测[15-16]。卷积神经网络可获取时间维度、空间

维度交通流信息和时空信息的关联性，从时空信

息矩阵中挖掘出内部交通流特征。在传统的卷积

神经网络中，网络结构一旦构建好，卷积核大小

就确定了，无论输入信息如何改变，各层网络的

感受野大小都是固定的。然而实际上，高速公路

不同路段的车检器分布疏密不同，对不同站点进

行交通流预测时，输入预测器的相邻站点历史交

通流数据的关联性和准确性就有所不同，覆盖的

路段范围也不一样。因此对不同路段进行交通流

预测时需动态调整卷积核尺寸，从不同尺度挖掘

交通流特征。

LI等人受到神经学启发，提出了一种多核选

择网络模型（Selective Kernel Networks）用于图像

处理，通过注意力机制，可根据输入信息动态调

整不同卷积核权重[18]。但此模型只考虑了在图像

识别领域的应用，应用范围较为局限。为此，本

文将针对高速公路不同路段的交通流信息差异较

大这一特性，在这种注意力机制的基础上，提出

描述交通流时空关联特征的多核自适应网络

（Multi-Kernel Adaptive Network, MKAN） 模 型 ，

通过选用多个不同尺寸的卷积核进行多分支卷

积，获取多尺度的交通流特征，并根据输入信息

自适应动态调整各卷积分支的权重，再对各分支

的特征图进行加权融合，以期提高交通流预测准

确率，提升模型的适用性和可靠性。

1 多核自适应网络模型

MKAN采用多个卷积核尺寸不同的分支分别

进行卷积运算，然后融合各分支的信息并获得通

道维度的特征信息，根据这些特征信息自适应分

配各分支权重，以得到比单一卷积核更好的交通

流预测效果。

MKAN输入信息 Ix,t为 t时段待预测 x站点上下

游历史交通数据，其具体形式如式 （1） 所示，

Ix,t ∈ R1 × (n + 1) × (2m + 1)，其中R为实数集，n为历史时

段数，m为待预测站点上游/下游站点数。车检器

采集各时段的交通流数据，设每一时段长度为

ΔTmin，Qt,x （单位：辆/ΔTmin） 为第 x号站点 t时段

的交通流流量，需预测得到的站点 x在 t + 1时段

的交通流量为Qt + 1,x（单位：辆/ΔTmin）。

Ix,t =
æ

è

ç

ç
çç

ö

ø

÷

÷
÷÷

Qt - n, x - m ⋯ Qt - n, x ⋯ Qt - n, x + m
⋮

Qt, x - m ⋯ Qt, x ⋯ Qt, x + m

（1）

MKAN模型结构如图 1所示，该模型包含多

分支卷积、计算分支权重、加权融合和回归预测

4个步骤。

卷积分支1 卷积分支2 卷积分支3

融合

计算各分支权重

加权特征图1 加权特征图2 加权特征图3

回归预测

融合

Qt+1, x

加
权
融
合

回
归
预
测

计算
各分
支权
重

多
分
支
卷
积

Ix, t Ix, t Ix, t

图1 多核自适应网络（MKAN）模型结构图
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（1）多分支卷积

首先采用 3个不同的卷积分支对输入信息进

行卷积运算，卷积核尺寸分别为 1 × 1, 3 × 3和
5 × 5。在每个卷积分支，输入数据经过“卷积

层-池化层-卷积层-池化层”4层运算，卷积层激

活函数均为线性整流函数 （Rectified Linear Unit,
ReLU）。输入数据是单通道二维数据，每次卷积

运算都增加特征图的通道数，获取更丰富的特征

信息。

3个卷积分支的通道数、池化方法、池化窗

口、池化步幅等都相同，唯一的区别是卷积核尺

寸不同。为便于后续特征图融合，需保证不同卷

积分支特征图尺寸相同，因此进行适当的填充处

理。对任意输入历史交通流 Ix,t ∈ R1 × (n + 1) × (2m + 1)，

经过 3个不同分支的卷积运算后，可以分别得到

对应的特征图矩阵U1,U2,U3。U1,U2,U3 ∈ RC1 × H1 × W1，

其中C1为通道数，即特征图深度；H1为特征图高

度；W1为特征图宽度。

多分支卷积各层网络参数如表1所示。

表1 多分支卷积各层网络参数

网络层数

第1层

第2层

第3层

第4层

运算方式

卷积

最大池化

卷积

最大池化

各卷积分支参数

分支 1：输入 1通道，输出 6通道，卷

积核尺寸（1, 1），填充0，步幅1
分支 2：输入 1通道，输出 6通道，卷

积核尺寸（3, 3），填充1，步幅1
分支 3：输入 1通道，输出 6通道，卷

积核尺寸（5, 5），填充2，步幅1

池化窗口尺寸（2, 2），步幅2

分支 1：输入 6通道，输出 16通道，卷

积核尺寸（1, 1），填充0，步幅1
分支 2：输入 6通道，输出 16通道，卷

积核尺寸（3, 3），填充1，步幅1
分支 3：输入 6通道，输出 16通道，卷

积核尺寸（5, 5），填充2，步幅1

池化窗口尺寸（2, 2），步幅2

（2）计算分支权重

多核自适应网络可以对不同尺寸的卷积核得

到的特征图自适应调整权重，通过这种注意力机

制得到更准确的交通流预测结果，因此其关键点

在于自适应调整各卷积分支的权重。

首先是融合，包括多分支特征图融合以及特

征图内全局信息融合。3个卷积分支得到的特征

图矩阵U1, U2, U3 ∈ RC1 × H1 × W1，Um, k, ij表示第m个分

支 k通道特征图 i行 j列对应元素。融合得到通道

维特征向量 s ∈ RC1， sk 为第 k个元素，则可以

得到：

sk = 1
H1W1
∑
i = 1

H1∑
j = 1

W1∑
m = 1

3
Um, k, ij （2）

根据通道维特征向量 s得到隐藏特征向量，d

是隐藏特征向量的维度，是关键参数，将影响到

后续权重分配。然后再分别计算 3个分支的注意

力向量 t i：

t i = B i (As) i=1, 2, 3 （3）
式 （3） 中：A ∈ Rd × C1, B i ∈ RC1 × d, t i ∈ RC1，权重

矩阵A, B1, B2, B3由训练得来。

然后根据 3个分支的注意力向量 t i，利用归

一化指数函数（Softmax函数）计算得到对应的权

重向量 z i ∈ RC1。设 ti, k是 t i的第 k个元素，zi, k是 z i
的第 k个元素，表示第 i个卷积分支第 k个通道的

特征图对应的权重，则可以得到：

zi, k = eti, k
∑
j = 1

3 etj, k
（4）

（3）加权融合

计算得到各分支的权重向量后，将其分别与

对应分支的特征图矩阵U1, U2和U3相乘，得到加

权 特 征 图 ， 然 后 相 加 ， 得 到 融 合 特 征 图

V ∈ RC1 × H1 × W1。设U i, k为 i分支第 k通道特征图，Vk

为 k通道融合特征图，则有：

Vk =∑
i = 1

3
U i, k zi, k （5）

（4）回归预测

得到融合特征图后，需要将其展平成一维向

量 X ∈ RN, N = C1H1W1，利用多层感知机进行回

归预测：

H1 = ϕ (XW1 + b1 ) （6）
H2 = ϕ (H1W2 + b2 ) （7）
O = H2WO + bo （8）
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式 （6） ~式 （8） 中 ， 第 1 隐 藏 层 权 重 参 数

W1 ∈ RN × 500， 隐 藏 层 输 出 和 偏 差 参 数 H1,
b1 ∈ R500；第 2隐藏层权重参数W2 ∈ R500 × 100，隐

藏层输出和偏差参数H2,b2 ∈ R100；输出层权重参

数 WO ∈ R100 × 1， 偏 差 参 数 bo ∈ R1， 输 出 变 量

O ∈ R1，ϕ为Relu函数。

2 模型训练

实验选择自适应矩估计 （Adaptive Moment
Estimation, Adam）优化算法进行批量训练，每 10
个迭代周期对学习率进行衰减，训练过程的目标

函 数 为 均 方 误 差 （Mean Squared Error, MSE）
函数。

实验中选用均方根误差 （Root Mean Squared
Error, RMSE） 和平均绝对误差 （Mean Absolute
Error, MAE） 作为评价指标，衡量不同网络模型

的交通流预测效果，其公式如下：

RMSE( ȳ, y ) = 1
N∑n = 1

N ( ȳn - yn )2 （9）

MAE( ȳ, y ) = 1
N∑n = 1

N

|| ȳn - yn （10）

式 （9） ~式 （10） 中： ȳ为交通流预测值 （辆/
ΔTmin）；y为真实交通流量 （辆/ΔTmin）； ȳn 为第 n

个样本的交通流预测值（辆/ΔTmin）；yn为第n个样

本的真实交通流量 （辆/ΔTmin）；N为样本数。

MAE反映误差的平均情况，而RMSE受异常值影

响更大。MAE和RMSE越小，则反映出模型预测

效果越好。

为训练得到泛化性能最好的网络模型，避免

随着网络复杂性提升而出现过拟合现象，本模型

采用了如下方法：①采用数据集扩增法，通过增

加训练样本数提高模型的泛化性能；②在网络设

计时，避免层数过多，过于复杂；③借鉴“早停

法”的思想，但不会提前停止训练，而是选择所

有训练周期中验证集测试误差最小的网络作为最

佳网络。

多核自适应网络模型训练方法如下：

输入：待训练神经网络MKAN、训练集、验证集、初

始学习率、每一轮迭代周期 epochnums
输出：最佳网络参数

初始化bestRMSE=100

for epoch=0: epochnums do

每10个训练周期，将学习率衰减到之前的

80%

根据新的学习率重置Adam优化算法

从训练集中选取小批量数据进行训练，利

用 Adam 算法优化 MSE 函数到最小，直至

训练完所有训练集数据

从验证集中选取小批量数据进行测试，直

至测试完所有验证集数据，计算RMSE

if RMSE<bestRMSE then

保存当前网络模型为最佳网络

bestRMSE= RMSE

end if

end for

return 最佳网络参数

3 实验验证及分析

3.1 数据集

加州交通运输部性能测试系统 （California
Department of Transportation (Caltrans) Performance
Measurement System, PeMS）具有数据量大、数据

种类丰富、易于分析、获取方便的特点，因此本

文采用 PeMS数据进行实验验证。本文采用了编

号为 I5-N的高速公路 2019年 4月 1日—4月 30日
共计 30d的数据作为实验数据集，包含了 500多
公里范围内 438个站点的交通流数据。其中将 4
月 1日—4月 20日的交通流数据划分为训练集，4
月 21日—4月 25日的交通流数据划分为验证集，

4月26日—4月30日的数据划分为测试集。

对原始交通流数据进行预处理，修复空缺值

和异常值。空缺值指某些正常站点在部分时段的

空缺交通流数据。异常值是异常站点的交通流数

据。首先采用箱形图法识别异常的交通流数据，

然后对相应站点进行具体分析，其中某些站点的

交通流与上下游站点差异较大，明显不存在空间

关联性，这类站点判定为异常站点，其数据不予
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5



交通运输研究

第7卷 第4期｜2021

采纳。考虑到交通流不会突变，对于空缺值，其

交通流数据取该站点上下相邻时段的交通流数据

均值；对于异常站点，其交通流数据取上下游邻

近站点交通流数据均值。

原始交通流数据的单位是辆/5min，数值从零

到一千多，差异极大。在训练模型时，为避免数

量级因素的影响，加快深度学习的收敛速度，需

将数据进行归一化处理，映射到 0~1之间，变成

纯量。归一化公式如下：

x′ = x - xmin
xmax - xmin （11）

式（11）中：xmin为样本数据中的最小值；xmax为

样本数据中的最大值；x为原数据；x′为归一化

值。在计算评价指标时进行数量级的还原。

3.2 实验设计与对比模型

本文采用Pytorch框架进行神经网络的构建及

训练，采用 Tesla V100 SXM2 32GB显卡计算平台

进行网络训练。

训练多核自适应网络模型进行单站点单步预

测时，对各超参数逐一调试，初始学习率分别设

置为 0.1, 0.01, 0.001, 0.0001，批量大小设置为 16,
32, 64, 128，总迭代周期数设置为 50, 60, 70, 80。
在保持其他超参数不变的情况下逐一选择验证集

上效果较好且网络训练速度较快的超参数数值。

网络训练批量大小设置为 64，初始学习率为

0.001，每轮训练共有 60个迭代周期。C1 = 16,
d = 4。输入数据 Ix,t是单通道20 × 41的二维数组，

包含了待预测站点上下游共计 41个站点 20个历

史时段的交通流数据，输出的是 x号站点下一时

段预测交通流数据。

本文选取长短期记忆网络 （Long Short-Term
Memory, LSTM）、门控循环单元（Gated Recurrent
Unit, GRU）、K 近邻算法 （K-Nearest Neighbor,
KNN） 和支持向量回归 （Support Vector Regres⁃
sion, SVR） 4种方法作为MKAN模型的对比。

（1） LSTM：采用单层长短期记忆网络，根

据待预测站点历史 20个时段的交通流数据预测下

一时段交通流数据，训练方法与参数设置和

MKAN模型类似，训练过程中进行梯度裁剪；

（2） GRU：采用单层门控循环单元，根据待

预测站点历史 20个时段的交通流数据预测下一时

段交通流数据，训练过程中进行梯度裁剪；

（3） KNN：寻找与样本最接近的 k个邻居，

将其对应属性取平均值，作为样本的对应属性；

（4） SVR：通过训练找到一个超平面，使所

有样本到超平面最远点的距离最小，从而实现回

归预测。

3.3 实验结果分析

3.3.1 与其他预测模型对比

本文首先对不同类型的交通流预测方法进行

了比较，各模型预测误差如表 2所示。在 40号，

50号，60号，…，140号共 11个站点中，多核自

适应网络模型（MKAN）在大部分站点可以取得

最佳RMSE和MAE，体现出了显著的优越性。之

所以MKAN模型在少数站点未能取得最佳预测效

果，原因在于不同站点交通模态差异较大，60
号、90号、110号站点可能与上下游的空间关联

性较小。

评价指标

均方根误差
RMSE

模型

长短期记忆网络

门控循环单元

K近邻算法

支持向量回归

MKAN

站点号

40
12.0
11.7
12.2
12.0
11.1

50
16.3
15.9
16.1
15.6
15.2

60
23.2
23.0
23.5
21.5
25.7

70
25.4
25.2
26.4
24.9
20.2

80
17.4
17.3
18.3
17.6
16.8

90
35.4
35.3
38.8
35.2
35.8

100
11.4
11.3
11.6
13.6
10.8

110
12.7
12.8
7.0
10.4
12.6

120
17.1
16.6
18.0
19.2
14.5

130
13.0
12.6
12.7
12.9
12.6

140
27.4
27.2
28.0
29.2
20.1

表2 各站点不同预测模型的交通流预测误差对比
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以140号站点为例，4月27日5种预测方法的

交通流数据预测值与真实交通流数据的绝对误差

如图 2所示，图中数据为加权滑动平均平滑处理

结果。可以看出，与其他模型相比，MKAN模型

全天的预测绝对误差都较小。

3.3.2 与普通CNN模型对比

为分析注意力机制对普通卷积神经网络

（Convolutional Neural Networks, CNN） 的提升效

果，对比了MKAN与卷积核尺寸分别为 1 × 1, 3 ×
3, 5 × 5和 3 × 5的普通卷积神经网络的交通流预

测效果。普通CNN的结构等效于多核自适应网络模

型中的单一卷积分支，但在卷积运算中未进行填充。

考虑到高速公路上不同站点的交通模态差异

较大，实验中选用 30~35号、60~65号、90~95
号、110~115号、130~135号、150~155号、170~
175号、200~205号和 380~385号这 9处站点进行

单步单站点交通流预测，每处用连续 6个站点的

历史交通流数据构建子数据集，这些站点覆盖范

围较广，有一定的代表性。

为避免偶然性，每处站点每种方法训练 10
轮，取 10轮结果的测试 RMSE和测试MAE的均

值作为最终的评价指标（见表 3）。由表 3可以看

出，MKAN在各站点处均可以取得最小RMSE和

最小MAE；MKAN与该处站点最佳单核CNN的评价

指标相比，各站点处的预测误差降低率都很显著。

35
30
25
20
15
10
5
0

交
通

流
绝

对
误

差
/（辆

·
5m
in-1

）

长短期记忆网络LSTM
门控循环单元GRU
K近邻算法KNN
支持向量回归SVR
多核自适应网络MKAN

时刻

0：00 4：00 8：00 12：00 16：00 20：00 24：00

图2 140号站点4月27日交通流预测绝对误差分布图

评价指标

均方根误
差RMSE

站点序号

30~35
60~65
90~95
110~115
130~135
150~155
170~175
200~205
380~385

不同卷积尺寸的CNN
1×1
23.2
34.6
27.2
19.4
27.9
29.1
54.0
37.2
38.2

3×3
22.9
33.0
25.8
16.5
18.9
27.5
59.4
38.8
34.1

5×5
22.1
31.7
24.2
14.5
17.7
25.1
53.3
38.4
29.7

3×5
23.4
32.9
25.3
16.6
25.0
27.3
56.3
41.3
31.6

MKAN

20.5
29.6
22.1
13.4
16.2
22.9
45.0
32.7
26.4

预测误差
降低率（%）

7.21
6.77
8.75
7.58
8.11
8.66
15.46
12.20
11.25

表3 卷积神经网络采用不同卷积核时的交通流预测误差对比

评价指标

平均绝对误差
MAE

模型

长短期记忆网络

门控循环单元

K近邻算法

支持向量回归

MKAN

站点号

40
9.2
9.0
9.5
9.3
8.6

50
12.3
11.9
12.2
11.8
11.5

60
17.8
17.7
18.3
16.5
19.1

70
19.3
19.1
19.9
18.7
15.3

80
13.1
13.0
13.6
13.2
12.3

90
25.8
25.8
28.8
25.7
27.0

100
8.9
8.8
9.0
10.5
8.3

110
7.4
7.4
3.9
5.6
7.9

120
12.1
11.7
12.4
13.1
10.4

130
9.5
9.3
9.3
9.3
9.9

140
17.8
17.5
18.3
18.5
13.9

表2（续）
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以 31号站点为例，MKAN和单核卷积神经网

络在 4月 27日预测交通流数据与真实交通流数据

的绝对误差如图 3所示，图中数据为加权滑动平

均处理结果。可以看出，MKAN的预测误差绝对

值明显小于其他单核卷积神经网络，体现出多核

自适应网络模型的优越性。

4 结语

本文考虑到高速公路不同路段交通流信息的

差异性，基于卷积神经网络和注意力机制，建立

了描述交通流时空关联特征的多核自适应网络。

该模型能从不同尺度挖掘交通流时空特征，根据

输入信息的激励动态自适应调整不同卷积分支的

权重。经过对比分析可知，多核自适应网络模型

的交通流预测效果优于部分传统预测方法和单核

卷积神经网络，具有有效性和一定的实用价值。

本文研究了多核自适应网络在高速公路交通

流预测中的应用，但高速公路所处交通环境较为

封闭简单，下一步可研究多核自适应网络在较复

杂的城市交通环境中的应用。此外，还可考虑结

合天气、节假日等因素，进行更准确的交通流

预测。
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