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跨模态多视角自监督的个性化食谱推荐异构图网络 

宋亚光1,2), 杨小汕1,2), 徐常胜1,2)* 
1) (中国科学院自动化研究所模式识别国家重点实验室  北京  100190)  
2) (中国科学院大学人工智能学院  北京  100049)  
(csxu@nlpr.ia.ac.cn) 

摘  要: 为了更好地建模食物不同内容信息之间的关系, 提出一种基于跨模态多视角自监督异构图网络的个性化食

物推荐模型. 首先, ､基于用户 食物以及食材, 构建异构图; 其次, 基于信息传递, 学习建模信息之间的复杂层级关

系; 再次, ､利用食物节点特征 食物食材特征以及食物图像特征, 构建跨模态多视角对比自监督学习任务增强食物

节点的表示; 最后, 利用用户表示以及基于注意力模块融合得到的食物综合表示完成食物推荐. 在大规模食物推荐

数据集上的实验结果表明, 该方法比最优的基线方法在 AUC, NDCG@10 和 Recall@10 这 3 个指标上分别提升 6.35%, 

8.13%和 11.7%, 从而证明了该方法的有效性. 
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A Cross-Modal Multi-View Self-Supervised Heterogeneous Graph Network for 
Personalized Food Recommendation 
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2) (School of Artificial Intelligence, University of Chinese Academy of Sciences, Beijing  100049) 

Abstract: To better model the association between different content information of recipes, we propose a 

cross-modal multi-view self-supervised heterogeneous graph network for personalized food recommendation. 

Firstly, we incorporate users, recipes and ingredients into a heterogeneous graph and model the complex hierar-

chical relationship between them based on message passing. Secondly, to better model the association between 

multi-modal information of food and promote the interaction between different modal information, we utilize the 

association of three kinds of food information, recipe nodes, ingredient nodes and recipe images to construct the 

cross-modal multi-view self-supervised learning task. Thirdly, the multi-modal features of recipes are integrated 

by the attention module guided by the user representation to obtain the comprehensive recipe representation. Fi-

nally, the food recommendation task is completed by measuring the similarity of the user representation and the 

comprehensive recipe representation. Experimental results on a large-scale food recommendation dataset show 

that the proposed method outperforms the optimal baseline method HAFR over AUC, NDCG@10 and Recall@10 

by 6.35%, 8.13% and 11.7%, respectively, which verifies the effectiveness of our method. 
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饮食在人类日常生活中扮演着重要角色 . 随

着居民生活水平的提高 , 人们在个人饮食上有着

更多的选择以及更加个性化的需求. 因此, 为了能

够准确地理解用户的需求 , 并为用户提供喜欢的

食物, 食物推荐系统[1]变得越来越重要, 并吸引了

学术界和工业界的广泛关注.  

目前, 推荐系统已经得到了广泛的研究, 并成

功地应用于电子商务和电影等诸多领域[2-9]. 与电

子商务和电影等领域的推荐系统相比 , 个性化食

物推荐有其特殊性[1,10]. 具体来说, 食物本身的信

息 , 如食材和食物的色泽均会显著地影响用户对

食物的喜好[10-13]. 因此, 近期关于食物推荐系统的

研究开始关注食物各种内容信息对用户饮食选择

的影响[10,13]. Gao 等[10]提出的食物推荐系统可以同

时建模用户历史交互记录、食材和食物图像对用户

饮食喜好的影响 . 为了建模用户个性化的视觉偏

好, Meng 等[13]提出一种基于多任务学习的食物推

荐框架 , 它可以提取同时包含语义信息和个性化

视觉信息的食物图像特征.  

上述方法虽然考虑了食物多种内容信息对于

用户饮食偏好的影响, 但是在具体的建模过程中, 

并未考虑食物多种模态信息之间的关系和交互 , 

使得模型无法学习到最优的食物表示 , 从而限制

了最终的推荐效果. 为了解决该问题, 一种直接的

思路就是利用图神经网络 [14-16]或者基于自注意力

机制的方法 [17-18]对食物的多种模态信息进行联合

建模. 然而, 应用这些方法取得理想效果的条件是

必须有足够的监督信息让模型得到充分的训练, 但

是, 食物推荐任务中稀疏的用户交互数据很可能导

致模型无法有效地建模多种模态信息之间的关系.  

为了解决上述问题 , 本文提出一种基于跨模

态多视角自监督异构图网络的个性化食物推荐模

型. 其目的是在给定用户历史交互记录、食材和食

物图像的条件下, 推断用户的饮食偏好, 为其推荐

合适的食物 . 具体来说 , 本文首先构建一个异构

图, 其中包含用户节点、食物节点以及食材节点, 

并利用有向边来显式地表示它们之间的复杂层级

关系. 此外, 为了更好地建模食物多种模态信息之

间的关系、促进跨模态交互信息挖掘, 本文基于食

物节点、食物图像以及食材节点 3 种食物信息的关

联来构建跨模态自监督任务. 从本质上看, 这 3 种

食物内容信息均可以看作是食物本身的一种描述, 

其各自特征中包含的语义信息具有相关性. 因此, 

本模型将以上 3种内容特征看作食物本身的 3 个视

角, 通过在特征空间拉近食物图像与该食物另外 2

种视角信息之间的距离 , 同时拉远与其他食物视

角信息之间的距离来增强食物表示 , 最后实现多

种模态交互信息的挖掘 , 以及各个模态特征表示

的增强 . 为了学习异构图的节点特征并基于用户

历史记录建模用户的个性化偏好 , 本文利用图神

经网络中的信息传递机制 , 依次将食材节点的信

息汇聚到食物节点 , 将食物节点的有效信息进一

步汇聚到用户节点, 并更新用户节点的特征表示. 

本文方法通过用户指导的注意力模块 , 将食物的

多种模态特征融合得到食物的综合表示; 最后, 通

过度量用户表示和食物综合表示之间的相似度完

成食物推荐任务. 

1  相关工作 

本节从 3个方面介绍相关的工作, 分别是食物

推荐系统、自监督学习和图神经网络及其在推荐系

统中的应用.  

1.1  食物推荐系统 
食物推荐系统的目标是为用户推荐可以满足

其个性化需求的食物[1]. 由于协同过滤本身在推荐

系统中具有较为广泛的应用 [19], 因此早期的一些

食物推荐方法均是基于用户对食谱的评分或者历

史交互记录 , 并利用协同过滤的方式构建推荐系

统[20-22]. Ge 等[20]提出的利用用户标签的矩阵分解

方法 , 取得了显著优于常规矩阵分解方法的推荐

准确率. 

除了单纯地利用用户与食谱交互记录之外 , 

食谱本身的内容信息(如食材和图像等)对于建模

用户的饮食偏好均起着重要的作用 [10-13], 同时可

以有效地缓解交互数据稀疏的问题 . 早期的一些

食物推荐相关工作是单独利用食材或者食谱图像

来增强食物推荐系统的性能[11-12]. 近年来, 为了能

够更加全面地对用户的个性化饮食偏好建模, Gao

等[10]提出利用神经网络对用户-食谱交互记录、食

谱的图像以及食材同时进行建模 . 由于该方法是

利用一个预训练的食谱分类模型提取食谱图像的

特征 , 所提取的食谱图像特征仅仅包含一些语义

信息(如食材等), 而不能捕捉到用户的个性化视觉
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偏好. 因此, Meng 等[13]同时以食谱推荐和食材分

类为目标优化食谱图像的特征提取器 , 使得学习

得到的图像特征同时包含了食谱的语义信息以及

用户个性化的视觉偏好信息 . 上述工作虽然尝试

将食谱的多种内容信息(如食材和食谱图像等)融

入推荐模型中 , 但多种模态信息之间并没有进行

充分的交互, 无法学习到最优的食物综合特征, 从

而限制了最终的推荐效果. 

1.2  自监督学习 
自监督学习可以利用从原始数据中挖掘的监

督信息构建附属任务 , 从而使模型学习到更加鲁

棒的特征表示[18,23]. 在自然语言处理领域, 自监督

学习最常见的任务是在给定上下文信息的条件下, 

预测相邻的单词 [23]或者下一个句子 [18]. 在计算机

视觉领域, 自监督学习也得到了广泛的应用 [24-25], 

如预测图像的旋转角度[24]等.  

在推荐系统研究中, Zhou 等[26]提出一种基于

互信息最大化的自监督方法用于序列推荐任务 , 

并设计了 4个自监督任务用于预训练推荐模型. Ma

等 [27]同样针对序列推荐任务, 通过预测未来隐空

间特征的方式构建自监督任务. Xin 等[28]尝试将自

监督学习与强化学习结合 , 有效地捕捉到了序列

推荐任务中用户的长期偏好. Wu 等[29]通过图增广

方法构建用户-物品二部图的多种视角, 并使用对

比学习的方式进行模型优化 , 得到了更加鲁棒的

推荐模型.  

在食物计算研究中, Lee 等[30]提出一种在线的

食谱生成器, 用于自动食谱生成. 其中, 生成器由

在大规模食谱数据集上预训练的语言模型 GPT-2

构成. 另外, Li 等[31]提出一种同时利用食材和烹饪

步骤的方法学习预训练的食谱表示 . 上述工作并

不是面向食物推荐任务 , 而且无法充分地考虑食

谱多种模态信息之间的关联交互 . 本文针对食物

推荐任务, 首次提出跨模态多视角自监督任务, 通

过最大化食谱不同模态(视角)之间的互信息, 以更

好地关注多个模态之间的相关性 , 进一步提升推

荐模型的准确性和鲁棒性. 

1.3  图神经网络及其在推荐中的应用 
图神经网络的思想是利用从邻居节点聚合得

到的信息更新目标节点的表示 , 通过信息传递的

方式有效地捕捉到图中节点之间的依赖关系 . 图

神经网络早期的研究关注如何在频域中定义卷积

核 [32-33], 但是这些方法计算量大且泛化性不好 . 

Kipf 等[15]提出了一种简化的图卷积网络, 并得到

了广泛的应用. Veličković 等[34]将多头注意力机制

引入到节点之间的信息传递中. 

由于图神经网络适用于关系建模, 因此有些研

究人员尝试将图神经网络引入到推荐系统中 [16,35], 

用于建模用户、物品以及其他属性之间的复杂关

系. 如 Li 等[16]使用图神经网络建模用户、衣服以

及穿搭之间的关系 , 从而完成最终的穿搭推荐 . 

Zheng等[35]提出一种基于图结构的框架, 同时考虑

商品价格和类别对于用户偏好的影响. 其中, 图神

经网络被用来学习价格可知和类别可知的用户表

示. 本文通过构建异构图并利用图神经网络, 综合

考虑用户、食谱和食材之间的复杂关系, 结合自监

督学习, 促进食物节点、食材节点以及食物图像多

种模态信息之间的交互, 更好地学习节点特征, 进

一步提升食物推荐的效果. 

2  本文方法 

2.1  问题与符号定义 
个性化食物推荐的目的是预测用户对于不同

食谱的喜好程度 . 下文将给出食物推荐任务的正

式定义. 

本文中一些重要的符号 : U 和 I 分别表示数

据集中的用户集合和食谱集合;  U IN NY  表示

用户与食谱之间的交互矩阵 , 其中 UN 和 IN 分别

代表用户和食谱的数量. 对于用户 u 和食谱 i , 矩

阵元素 1uiy  表示该用户曾经与该食谱交互过 . 

此外, 对于食谱 i , 其图像特征为 2048
i v , 其包

含的食材集合为 kN
i g , 其中 , kN 代表数据集

中食材的总数 . ig 是一个 multi-hot 向量 , 其中

1k
ig  表示食谱 i 包含食材 k . 食物推荐任务的正

式定义如下所述. 

输入 . 用户与食谱的交互矩阵 ,Y  食材列表

 1,g
I

, ,N  g  食谱的图像特征
I1, , N  v v . 

输出. 预测函数   , , ,i iuiy f u i g v , 其中, uiy

表示用户 u 与食谱 i 交互的可能性. 

2.2  模型概述 
本文面向食物推荐任务提出一个跨模态多视

角自监督异构图网络模型, 整体框架如图 1 所示. 

本模型共包含 4 个模块: (1) 异构图构建与节点层

级表示学习模块 . 通过构建一个异构图统一建模

用户、食物和食材之间的复杂层级关系, 并利用图

神经网络逐层的完成节点表示的学习; (2) 跨模态

多视角食物表示学习模块. 基于异构图中食谱、食
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材的节点特征以及食谱的图像特征 , 构建跨模态

多视角自监督任务 , 建模多种模态信息之间的关

系; (3) 个性化食物综合表示学习模块. 为了建模

用户对于食物不同因素的偏好 , 使用注意力机制

融合食物节点特征、食材特征以及图像特征得到个

性化的综合表示; (4) 个性化食物推荐. 基于用户

表示以及食物综合表示 , 完成最终的食物推荐任

务. 本文方法通过多任务学习的方式, 结合食物推

荐任务以及跨模态多视角自监督学习 , 并通过端

到端的方式进行联合优化. 
 

 
 

图 1  跨模态多视角自监督异构图网络模型框架图 
 

2.3  异构图构建与节点层级表示学习 
对于食物推荐任务, 在给定用户-食物交互记

录以及食物对应的食材集合后 , 由于用户与食材

之间没有直接的联系 , 直接建模其之间的复杂关

系以及用户对于食材的偏好是极具挑战性的 . 为

了以一种统一的方式建模用户、食物以及食材之间

的复杂关系, 本文将用户、食物和食材组织为一个

异构图, 节点之间的边表示其关系. 例如, 在图 1

中, 如果食物 i 包含食材 1g 和 2g , 那么就会各有一

条边由食材节点分别指向食物节点 i . 类似地, 如果

用户 u 曾经选择过食物 i , 那么就会有一条边从食物

i 指向用户 u . 此外, 用一条属性边连接食物节点与

其对应的图像. 通过构建层级异构图, 可以利用节

点之间的层级关系, 将食材信息逐层传递至用户节

点, 进而探索多种节点之间蕴含的复杂关系. 

2.3.1  节点表示初始化 

首先 , 将初始的用户身份识别号 (identity 

document, ID)、食物 ID 以及食材 ID 均编码为

one-hot 的向量. 其次, 将每一个用户、食物和食材

的 ID 均映射为一个低维稠密向量. 具体来说, 将

每一个节点用一个单独的特征向量 *
de  表示 , 

其中, *表示异构图中的节点, d 表示向量的维度. 

最后, 得到一个包含用户、食物以及食材特征的矩

阵  U I kN N N d  E  , 其中, UN , IN 和 kN 分别表

示用户、食物以及食材的数目. 

2.3.2  节点层级表示学习 

为了基于层级异构图建模用户、食物以及食材

之间的复杂层级关系 , 本文利用图神经网络 [15,34]

完成食材至食物节点、食物至用户节点的信息传递

与融合. 在此过程中, 并未利用属性边连接的食物

图像信息. 

(1) 信息传递 

假设节点 in 和其邻居节点 jn 在异构图中有边

相连, 那么从邻居节点 jn 传递到节点 in 的信息可

以表示为  1
jj i

i

nn n
n

 t We


. 其中, W 表示图神

经网络中的线性变换矩阵 ; 
in 表示节点 in 的邻

居节点集合; 
jne 表示节点 jn 对应的从特征矩阵 E

中获取的特征表示. 

(2) 信息聚合 

通过聚合从邻居节点传递来的特征, 以更新目

标节点的特征表示. 分别用 ue 和 ie 表示用户 u 和食

物 i 的特征表示, 它们的更新后的特征表示分别为 

io
i i o i 



 
 
 

  e e t


, 

u

u o u
o

u  


 
 
 

  e e t


. 

其中 , i 表示食物节点 i 的邻居节点 , 即对应的

食材节点; u 表示用户 u 的邻居节点, 即该用户

交互过的食物集合 ;  表示非线性激活函数
ReLU. 
2.4  跨模态多视角食物表示学习 

虽然通过异构图与图神经网络可以有效地建

模用户、食物以及食材之间的复杂层级关系, 但这
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种方式仍有不足之处: 一方面, 食物图像与其他食

物内容信息的关联交互没有得到充分挖掘; 另一

方面 , 稀疏的用户历史交互监督信息可能使得模

型无法学习到最优的节点特征 , 从而限制最终的

推荐效果. 

为了解决以上的问题, 对于食物 i , 本文将异

构图中的食物节点 i 、食物 i 对应的食材节点集合

以及食物 i 的图像看作食物 i 本身的 3 种视角, 利

用其之间的对应关系作为监督信息 , 通过最大化

它们之间的互信息来优化模型[25], 如图 2 所示. 

 

 
 

图 2  异构图与跨模态多视角自监督食物表示学习 

 
2.4.1  食物不同模态(视角)特征表示 

首先需要确定输入食物 i 的 3 个视角特征表

示. (1) 对于异构图中的食物节点 i , 用第 2.3.2 节

中已经获得的 ie 来表示; (2) 对于食物图像特征 , 

由于原始输入的图像特征 iv 是用预训练网络提取

的, 因此, 使用全连接网络将原始输入图像特征映

射到维度为 d 的向量 , 公式为 pi p i I W v b . 其

中, 食物 i 的图像特征表示为 d
i I  , pW 和 pb 是

全连接层的参数; (3) 对于食物 i 的食材特征, 前

文已经获得不同食材的节点特征 , 考虑每个食物

包含不同数目的食材 , 需要将多个食材表示汇聚

为一个综合特征 . 考虑用户对不同的食材有不同

的偏好 , 本文采用一个用户指导的注意力模块来

获取综合的食材表示. 融合后的食材表示为 

  1, whereki i

k
i i
k

g
k

u g ge e . 

其中, k
ige 表示食物 i 包含的第 k 个食材的特征表; 

 k
i u 表示各个食材的权重系数 , 可通过一个全

连接网络计算得到, 即 

   T
1 1 1 1 1tanh k

i

k
uui gv i ga u   h W e W I W e b , 

 
  
  

exp
,   where  1

exp

i k
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. 

其中, 1*W , 1h , 1b 均表示全连接层的参数; ue 表

示用户的特征表示. 

2.4.2  跨模态多视角对比损失 

目前, 已经获得食物 i 的节点特征 ie 、食物图

像特征 iI 以及食材综合特征 i
 ge , 将它们看作食物

i 的 3 个视角, 并利用其之间的对应关系(如图 2 所

示), 可构建跨模态多视角对比任务. 

下面以食物节点和图像 2种模态为例, 介绍自

监督任务的构建方式 . 本文使用对比学习的方式

来建模食物的节点表示和图像表示之间的相关性. 

对于食物 i , 其节点表示和图像表示可以构建正样

本对 , 而其图像表示与其他食物的节点表示可以

组成负样本对. 基于这些正负样本对, 利用对比损

失, 即 InfoNCE[36]进行约束[25], 使得在特征空间正

样本之间更加相似, 负样本之间距离更大. 首先 , 

将不同模态的信息通过 F 函数映射到同一个特征

空间, 公式为    , ,
FF
i ii iF F I e I e . 其中, 映射函

数 F 通过 2 层全连接网络实现. 其次, 食物图像和

食物节点的对比损失的计算公式为  

 
 

   
 

ssl ,
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其中,  ie 表示负样本食物节点特征集合;  表

示温度参数; s 表示 cosine 函数, 用于计算特征之

间的相似度. 类似地, 食物图像和食材之间跨模态

对比损失可以表示为  ssl , i

FF
i
 gI e , 其中 i

F ge 同样经

过 F 函数映射得到. 食材特征和食物节点特征均

与食物图像进行跨模态对比, 3 种食物信息被映射

到同一个特征空间 , 食材特征与食物节点特征之

间的对比并不是必须的 . 实际经验显示对提升模

型效果没有显著帮助, 因此, 最终的跨模态多视角

对比损失可以表示为  

   ssl ssl ssl, , i

F FF F
ii i   gI e I e   . 

在该对比损失的约束下 , 食物的多种模态信

息得到充分的交互和对齐 , 模型将更关注食谱多

种视角间的相关信息和重要信息, 因此, 更容易学

习到更优的食物、食材节点特征以及图像特征, 有

利于后续的食谱综合表示学习和食物推荐. 

2.5  个性化食谱综合表示 

至此 , 本文已经获得用户 u 的节点表示 ue , 
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食物 i 的节点表示 ie 、食材表示 i
 ge 以及图像表示

iI , 并构建了跨模态多视角自监督任务 , 用于食

物不同内容信息的交互. 为了完成食物推荐任务, 

需要获得食物的综合表示 . 考虑上述多种食物内

容表示会不同程度地影响用户是否选择该食物 , 

本文采用一个用户指导的注意力模块 , 将食物节

点表示、食材表示以及图像表示汇聚成一个综合表

示[10], 即  
 , ,i i i

i u


 
 


g

q
q e e I

e q . 为了简便起见, q

用于代表食物 i 的节点表示 ie 、食材表示 i
 ge 以及

图像表示 iI 之一, ( )uq 为权重系数, 可通过一个

全连接网络计算得到, 公式为 

   T
2 22 22 tanh uub u   q q qh W e W q W q b , 

 
  

  
 , ,

exp

exp

ii i

b u
u

b u
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q
q

q
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其中, 2*W , 2h 和 2b 均表示全连接层的参数.  

2.6  个性化食物推荐 

给定用户表示 ue 和食谱表示 ie , 本文将两者

以及其点积  u ie e  进行拼接[5]后, 使用一个多层

感知机对拼接后的特征进行处理 , 进而预测用户

u 选择食物 i 可能性. 具体的食物推荐过程为  


33

T
3i

u

u

u

i

i

y 

 
 
 
  

 
 

  
 
  





 

e

h W e b

e e

. 

其中, 3W , 3h 和 3b 均表示输出层的参数;  表示

非线性激活函数 ReLU. 

2.7  模型训练 
本文提出的跨模态多视角自监督异构图网络

可以通过端到端的方式进行优化, 损失函数为 

Rec ssl ssl     .  

其中, ssl 表示第 2.4 节介绍的跨模态多视角自监

督损失; ssl 表示一个超参数, 用于平衡 2 个损失

的重要性; Rec 表示食物推荐的损失. 

为了建模用户对于不同食物的偏好 , 本文采

用 BPR(Bayesian personalized ranking)损失来优化

推荐模型 , 该损失被广泛地应用于其他推荐任务

中[3,19]. 具体的计算公式为  

   
 

2

Rec
, ,

ln ui u
u

j
i j

y y  


  


 . 

其中,  表示 Sigmoid 函数;  表示正则项系数; 

 表示模型所有可学习参数;  表示形式为 ( , , )u i j

的正负三元组集合; u 表示目标用户; i 表示交互

过的食物正样本; j 表示未交互的食物负样本. 

3  实验结果及分析 

3.1  数据集与评价指标 
为了验证本文方法的有效性 , 利用真实世界

的食物推荐数据集进行实验 . 由于本文方法涉及

用户历史记录、食材和食物图像等输入, 只有 Gao

等 [10]构建的大规模数据集符合要求. 该数据集是

从食谱分享网站 Allrecipe.com 上爬取的, 其中包

含 68 768 个用户、45 630 个食谱以及 33 147 种食

材, 共有 1 093 845 个历史交互记录. 本文沿用 Gao

等的数据划分方法 [10], 将历史记录中交互时间最

近的 30%作为测试集, 其他数据则划分为训练集

(60%)和验证集(10%). 

在实验中, 本文采用 3种流行的指标来评价不

同食物推荐方法的效果 , 包括 ROC 曲线下面积

(area under the ROC curve, AUC), 归一化折损累计

增 益 (normalized discounted cumulative gain, 

NDCG)和 Recall. 给定用户 u 以及正负食物样本 i
和 j , AUC 度量的是推荐模型将正样本 i 排在负样

本 j 前面的概率. NDCG@ K 是一种广泛用来评价

排序列表质量的指标. Recall@ K 度量的是在前 K
个推荐食谱中正样本所占的比重 . 由于候选食谱

数目较大, 对所有食谱进行排序非常耗时, 因此 , 

本文沿用了 Gao等[10]的策略, 即使用 500个随机采

样的负样本与交互过的正样本组成候选集. 

3.2  对比模型 
本文将与下列基线方法进行对比.  

(1) 潜在狄利克雷分配(latent Dirichlet alloca-

tion, LDA)[22]. 该方法采用一种经典概率矩阵分解

模型, 其中用户可以看作文档, 食谱可以看作单词.  

(2) MF-BPR[3]. 该方法是一种经典的矩阵分

解模型, 基于 BPR 损失函数进行优化, 未考虑食

物的内容信息.  

(3) 因子分解机(factorization machines, FM)[4]. 

该方法考虑了输入特征间的交叉 , 对所有特征变

量交互进行了建模 , 是目前针对稀疏数据预测最

有效的方法之一.  

(4) 视觉贝叶斯个性化排序 (visual Bayesian 

personalized ranking, VBPR)[37]. 该方法考虑了食物

的图像信息, 将图像的预训练特征加入到 MF-BPR

模型中.  
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(5) FM-VBPR[10]. 该方法将视觉信息加入到

FM 中.  

(6) 基于层级注意力的食物推荐(hierarchical 

attention based food recommendation, HAFR)[10]. 为

了探究食物的不同信息对用户饮食决策的影响 , 

该方法采用神经网络以及注意力机制对食物食材、

图像等信息进行融合建模. 针对给定用户-食谱交

互记录、食材以及食谱图像的食谱推荐任务, 它是

目前效果最好的模型. 

3.3  实验细节 
输入的食物图像是由 ResNet-50[38]提取得到

的, 该网络在 ImageNet[39]上进行预训练, 并在食

物图像分类数据集上进行了微调. 用户、食谱和食

材的特征维度设为 64. 对于跨模态多视角自监督

模块, 由于自监督损失相对于推荐损失较大, 因此

设损失函数中的超参数权重系数 ssl =0.001, 温度

参数 =0.5. 在模型训练阶段, 本文使用 Adam 优化

器训练 30 轮, 学习率设为 0.000 5, batch size=512. 

对于特征表示 E 、图像映射层 pW 、输出层参数 3h

以及图神经网络参数的正则系数 , 分别设为 0.1, 

0.01, 0.5和 0.05. 本文依据模型在验证集上的 AUC

指标选择最优超参数. 

3.4  性能评估 
基于 Allrecipes 数据集对本文方法以及其他基

线方法进行比较, 表 1 展示了各种方法在食物推荐

任务上的效果, 其中 LDA, MF-BPR, FM, VBPR, 

FM-VBPR 和 HFAR 方法的结果均来自于文献[10]. 

通过分析实验结果, 有以下观察和结论:  

(1) MF 和 LDA 方法的结果比其他方法更差. 

两者均仅仅依靠用户的历史记录来预测用户对于

食物的偏好 . 这也验证了对食物内容信息建模的

必要性.  

(2) 本文方法的效果要显著优于其他基线方

法. 特别地, 相比最好的基线方法 HAFR, 本文方

法在 AUC, NDCG@10 和 Recall@10 这 3 个指标上

分别有 6.35%, 8.13%和 11.7%的相对提升. 这些实

验结果证明, 本文通过异构图显式建模用户、食物

和食材之间的复杂层级关系 , 以及通过跨模态多

视角自监督学习食物表示的有效性.  

图 3 展示了 Top- K 食物推荐的结果, 其中 K
分别取[10, 20, 30, 40, 50]. 从图 3 可以看出, 本文

方法在 K 取不同值时均优于基线方法 HAFR, 证

明了其有效性和鲁棒性. 

3.5  消融实验 
为了进一步表明本文方法的贡献 , 即跨模态 

表 1  所有模型在 Allrecipes 数据集上的实验结果 

方法 AUC NDCG@10 Recall@10 

LDA[22] 0.515 4 0.037 6 0.060 1 

MF-BPR[3] 0.562 2 0.037 6 0.056 7 

FM[4] 0.571 0 0.039 6 0.060 7 

VBPR[37] 0.580 8 0.029 6 0.043 1 

FM-VBPR[10] 0.584 0 0.037 2 0.058 0 

HAFR[10] 0.643 5 0.045 5 0.067 4 

本文 0.684 4 0.049 2 0.075 3 

提升/% 6.35 8.13 11.7 

注. 粗体表示最优值. 
 

 
 

图 3  K 取不同值时 2 种方法的 NDCG 与 Recall 结果 
 

多视角自监督学习模块, 将对比本文方法的 3 个变

体: (1) w/o ssl, 即去除跨模态多视角自监督学习模

块; (2) w/o image-ingre, 自监督模块只保留食物图

像与食物节点 2 个视角间的对比损失, 去除食物图

像与食材特征间的对比损失; (3) w/o image-item, 

去除食物图像与食物节点之间的对比损失. 表 2 所

示为本文方法与 3 个变体的实验结果. 分析实验结

果, 可得到以下观察和结论:  

(1) 本文方法的结果要显著优于 w/o ssl, 证实

了跨模态多视角自监督学习的有效性. 同时, 也表

明 , 通过对比学习促进食物多种模态信息之间交

互与对齐, 可以增强食物的多种模态特征, 进一步

提升食物推荐的效果.  

(2) 与 w/o image-ingre 和 w/o image-item 相比, 

本文方法也取得了更好的效果 . 这表明了在跨模

态多视角自监督学习模块中 , 同时考虑食物图像

与食材节点、食物图像与食物节点之间关联的必要

性, 也验证了本文中基于 3 种视角的对比学习的合

理性与有效性. 

表 2  消融实验结果 

方法 AUC NDCG@10 Recall@10

w/o ssl 0.652 6 0.045 2 0.069 1 

w/o image-ingre 0.663 6 0.045 6 0.071 3 

w/o image-item 0.669 8 0.047 3 0.072 8 

本文 0.684 4 0.049 2 0.075 3 

注. 粗体表示最优值. 
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3.6  食谱流行度对模型性能的影响 
众所周知 , 不同食谱的流行程度有着明显的

差别, 有的食谱可能被许多用户选择, 而有的食谱

的交互记录则相对很少 , 而数据上的稀疏程度差

别则会显著地影响最终的推荐效果 . 为了探究本

文方法在这个问题上的鲁棒性 , 本文评测了不同

流行程度的食谱的推荐效果 . 首先将测试集按照

每个食谱的被交互次数 ( )N 划分为 4 组, 分别汇报

模型在每个组上的 AUC 指标. 图 4 展示了本文方

法与基线方法 HAFR 的对比结果. 分析实验结果, 

可得到以下观察和结论:  

(1) 本文方法在所有组上的结果均超过了基

线方法 HAFR, 证明其有效性和鲁棒性. 由于跨模

态多视角自监督异构图网络 , 因此它可以有效地

建模食物不同模态信息之间的关联 , 进而学习到

更好的食物特征.  

(2) 从整体上看, 推荐模型的效果随着被交互

次数的增多而提升 . 特别是当 50N  时 , 两者的

AUC 指标均有较大的提升. 这表明当用户-食物交

互记录更多时, 更容易建模用户的饮食偏好.  
 

 
 

图 4  HAFR 与本文方法对于不同流行程度食物的 

推荐结果对比 
 

3.7  超参数实验 
本节主要探究超参数 ssl 对于模型的影响, 该

参数的作用是平衡推荐损失与跨模态多视角自监

督损失的相对重要性. 图 5 展示了当 ssl 取不同值

时模型的效果, 其中黑色虚线表示 HAFR 方法的

结果. 可以看到, 当 ssl =0.001 时, 本文方法取得

最好结果; 当该参数取更小值时, 由于跨模态多视

角自监督学习模块没有得到充分的训练 , 模型的

效果有所下降; 当逐渐增大 ssl 的取值时, 跨模态

多视角自监督学习模块的影响逐渐增大 , 模型可

能出现过度关注自监督学习任务的问题 , 这显然

会影响模型对于推荐任务的学习. 从图 5 中可以看

出, ssl 对模型表现有显著的影响, 这也反映出该

参数的重要性. 从整体上看, 3 个指标的变化符合

同一个趋势, 而当 ssl =0.000 5 时, AUC 指标有轻

微的下降, 可能的原因是在 ssl 刚开始增大时, 模

型提升的是交互次数较多的用户的预测效果 , 故

更综合的指标 AUC 并没有提升. 随着 ssl 值的继

续增大, 模型的综合能力得到提升, 当 ssl =0.001

时, 3 个指标均取得最好结果. 
 

 
 

图 5  损失权重系数 ssl 对模型性能的影响 

4  结  语 

面向食物推荐任务 , 本文提出一种图来建模

食物多种内容信息之间的关系 . 通过异构图与图

神经网络显式建模用户、食谱与食材之间的复杂层

级关系, 并基于食谱节点特征、食材节点特征以及

食谱图像特征, 构建跨模态多视角对比学习任务, 

促进食物多种模态信息的关联交互 , 从而学习到

更好的食物特征, 并进一步提升推荐效果. 公开数

据集上的实验结果表明 , 本文方法显著优于其他

基线模型, 证明了其有效性. 此外, 消融实验也进

一步验证了跨模态多视角对比学习的有效性 . 后

续工作将探索把用户的属性信息(如年龄、健康特

征等)以及食物的营养信息纳入到食物推荐任务中

来, 并进一步构建面向健康管理的食物推荐框架.  
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